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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos
necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)
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As Redes de Kolmogorov-Arnold (KANs) são uma nova alternativa às tradicio-
nais redes neurais e substituem pesos lineares por funções não-lineares. Desde seu
surgimento esses modelos foram adaptados para as mais diversas configurações de
aprendizado de máquina. Entre elas, encontra-se o aprendizado federado (FL), um
paradigma focado em privacidade onde clientes treinam com seus dados locais e
colaboram em torno de um modelo global compartilhando seus modelos em vez de
compartilhar seus dados. Essa combinação entre KANs e FL, mostrou-se bastante
promissora por meio de vários trabalhos iniciais no tema, incluindo um que compõe
esta dissertação. No entanto, até o momento todos esses trabalhos fizeram apenas
análises empíricas sobre as KANs federadas, sem oferecer nenhuma garantia teó-
rica. Esta dissertação, baseada numa técnica de análise de redes neurais conhecida
como Neural Tangent Kernel, e juntando abordagens de KANs centralizadas e redes
neurais federadas, descreve a primeira prova teórica de convergência da otimização
federada de KANs. As exigências teóricas para a convergência proposta mostraram-
se bastante competitivas em relação às exigências já descobertas para redes neurais
clássicas, destacando ainda mais o potencial das KANs e a necessidade de mais
investigações.
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Kolmogorov-Arnold Networks (KANs) are a new alternative to traditional neu-
ral networks, replacing linear weights with nonlinear functions. Since their intro-
duction, these models have been adapted to a wide range of machine learning set-
tings. Among them is federated learning (FL), a privacy-oriented paradigm in which
clients train on their local data and collaborate around a global model by sharing
their models rather than their data. This combination of KANs and FL has shown
considerable promise through several early works on the topic, including one that
forms part of this dissertation. However, to date, all these works have provided only
empirical analyses of federated KANs, without offering any theoretical guarantees.
This dissertation, based on a neural network analysis technique known as the Neural
Tangent Kernel, and by combining approaches from centralized KANs and federated
neural networks, describes the first theoretical convergence proof for the federated
optimization of KANs. The theoretical requirements for the proposed convergence
guarantee prove to be highly competitive with those already established for classical
neural networks, further highlighting the potential of KANs and the need for further
investigation.
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Capítulo 1

Introdução

As Redes de Kolmogorov-Arnold (KANs) foram propostas em 2024 por LIU et al.
(2024a), como uma alternativa aos Multi-Layer Perceptrons (MLPs) tradicionais e
sua arquitetura (HORNIK et al. (1989)). Com inspiração no teorema de aproxima-
ção de funções de Kolmogorov-Arnold (ARNOLD (2009), KOLMOGOROV (1957)),
elas invertem o papel das arestas e dos nós em uma rede neural: as arestas, em vez
de representarem pesos lineares, tornam-se funções de ativação não-lineares, e os nós
passam a apenas somar os valores dessas funções de ativação. Diferentemente do que
acontece em muitas arquiteturas de MLPs, onde as funções de ativação são fixas,
nas KANs elas são otimizáveis, já que são compostas de funções do tipo B-Spline
(GORDON e RIESENFELD (1974)). Posteriormente outras funções de ativação e
outras operações para os nós foram propostas (SOMVANSHI et al. (2025), ALTA-
RABICHI (2024)). Uma visualização da arquitetura das KANs originais pode ser
vista na Figura 1.1.

Figura 1.1: Estruturas internas e externas das KANs. Reproduzido de LIU et al.
(2024a).

Além da inovação na arquitetura, as KANs chamaram atenção pelos seus re-
sultados em relação a dois eixos: eficiência de parâmetros e interpretabilidade. No
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primeiro eixo, em avaliações empíricas do estudo original de LIU et al. (2024a), as
KANs obtiveram acurácia similar ou superior a MLPs em tarefas de aprendizado
supervisionado, utilizando muito menos parâmetros.

Já no segundo eixo, por meio da biblioteca implementada em conjunto com o
artigo original, as KANs oferecem a possibilidade de transformar redes neurais em
fórmulas simbólicas fechadas, a partir da poda da rede e da substituição das B-splines
por funções conhecidas com forma parecida (isso chega a ser feito de maneira semi-
automática pela biblioteca). Esse mecanismo mostrou-se especialmente interessante
para descoberta de fórmulas em contextos físicos e matemáticos a partir de dados
empíricos.

Os resultados promissores traduziram-se no sucesso do artigo original: mesmo
antes de ser publicado oficialmente, o artigo já havia sido citado por mais de cem
trabalhos de acordo com dados obtidos no Google Scholar na época. Com base
nas vantagens prometidas, as KANs foram avaliadas empiricamente mais a fundo
e também aplicadas nas mais diferentes subáreas e arquiteturas de Aprendizado
de Máquina, como redes convolucionais (BODNER et al. (2024)), aprendizado em
grafos (KIAMARI et al. (2024)), transformers (YANG e WANG (2025)), séries tem-
porais (GENET e INZIRILLO (2025)), e por fim, aprendizado federado (ZEYDAN
et al. (2024)).

O aprendizado federado é um paradigma proposto em 2017 por MCMAHAN
et al. (2017) e focado em privacidade, no qual clientes, com diferentes bases de dados
locais, colaboram entre si para treinar um modelo global, mas sem compartilhar
os seus dados diretamente, trocando informações apenas sobre o modelo que cada
cliente está treinando localmente. Na proposta original, por meio do algoritmo de
agregação FedAvg, uma rede neural inicial é compartilhada com todos os clientes;
localmente cada cliente realiza X épocas de treinamento dessa rede apenas com seus
próprios dados; ao final dessas épocas locais, os clientes enviam as atualizações do
seu modelo local em relação ao original para um servidor global, que gera um novo
modelo global a partir da média das atualizações de todos os clientes; essa nova rede
neural global é enviada de volta para os clientes e o processo se reinicia.

Desde que o aprendizado federado foi proposto, um dos principais desafios pes-
quisados nessa área é como tornar o aprendizado mais eficiente do ponto de vista da
comunicação (KAIROUZ et al. (2021)). De maneira mais concreta: como diminuir
o número de rodadas de comunicação entre clientes necessárias para chegar num
modelo global com bom desempenho? Essa questão é importante principalmente
em contextos onde a comunicação é a etapa mais custosa do aprendizado, seja em
tempo real para conclusão, seja em gastos energéticos, como em sistemas de múl-
tiplos sensores com baterias limitadas (MAJEED e HWANG (2024)). Ainda nesse
contexto de sensores com recursos de hardware limitados, utilizar modelos menores e
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mais acessíveis, que consigam manter resultados comparáveis a de modelos maiores
é um objetivo também.

Assim, com base nos resultados iniciais das KANs, principalmente em relação à
eficiência de parâmetros (SOMVANSHI et al. (2025)), acreditamos que elas possam
ser uma boa opção para resolver os problemas de aprendizado federado mencionados
anteriormente. Essa possibilidade já foi explorada anteriormente em outros traba-
lhos, mostrando resultados positivos para essa combinação, como vemos em mais
profundidade no Capítulo 3. Inclusive as etapas iniciais desta dissertação contribuí-
ram para uma das primeiras publicações nesse tema (SASSE e MICELI DE FARIAS
(2024)). No entanto, todos esses trabalhos focaram apenas na avaliação empírica
dessa combinação. Não achamos na literatura nenhum estudo que estabelecesse
alguma garantia teórica sobre o aprendizado federado com KANs e buscamos pre-
encher essa lacuna por meio deste trabalho. Em aprendizado federado, já existe
uma grande variedade de análises teóricas, mas focada principalmente em MLPs e
modelos similares (WANG et al. (2021)). No campo da KANs, até já existem provas
teóricas em relação à convergência da otimização e à capacidade de generalização,
mas ainda num contexto convencional (NOORIZADEGAN et al. (2026)), ou seja,
não federado, no qual todos os dados estão centralizados em apenas um servidor.
Nosso trabalho é o primeiro a provar que, dentro de condições específicas, o erro de
treinamento na otimização federada de KANs converge para zero.

Para chegar nesse resultado teórico, aproveitamo-nos do conceito conhecido como
Neural Tangent Kernel (NTK) JACOT et al. (2020), um método que permite a
aproximação linear da função definida por uma rede neural quando a largura dessa
rede (número de neurônios nas suas camadas ocultas) é suficientemente grande.
Esse tipo de análise já havia sido feita para provar as convergências do aprendizado
federado para redes neurais (HUANG et al. (2021)) e da otimização centralizada para
KANs (GAO e TAN (2025), WANG et al. (2026), ESHTEHARDIAN et al. (2026)),
o que facilitou a sua adaptação para KANs federadas e a posterior comparação dos
resultados obtidos com aqueles existentes na literatura.

De maneira resumida, nessa análise NTK, mostramos que a convergência do erro
de treinamento do FedAvg para alguns tipos de KANs exige um limite de largura
muito menor do que aquele encontrado com uma análise análoga para MLPs. Ou
seja, para uma KAN com menos neurônios (e possivelmente mais leve em termos
computacionais) oferecemos o mesmo tipo de garantia que havia para uma MLP
muito maior. No entanto, o nosso limite para a otimização federada introduz uma
dependência em relação ao número de observações que não existe no limite centrali-
zado para KANs. Aqui vale destacar que nosso resultado, assim como os outros com
os quais o comparamos, não definiu nenhum limite justo para a convergência. Dessa
forma é possível que a convergência de KANs federadas esteja muito mais próxima
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do que parece de MLPs federadas e KANs centralizadas. Portanto, ainda estamos
longe de uma resposta definitiva para a questão de qual modelo seria o melhor para
aprendizado federado. De toda forma, nosso trabalho estabelece o primeiro limite
teórico para a convergência do erro de treinamento federado de KANs , corrobo-
rando e embasando a intuição dos resultados empíricos anteriores e a viabilidade
desse novo modelo para o contexto federado. Além disso, reforça o potencial das
KANs como um modelo compatível com ferramentas de análise já existentes, graças
à sua arquitetura, incentivando o seu uso para investigar questões fundamentais de
aprendizado de máquina.

De maneira resumida, este trabalho apresenta as seguintes contribuições:

• Uma breve análise da literatura relacionada a provas teóricas para aprendizado
federado e KANs

• Uma avaliação empírica, comparando modelos de KANs e MLPs num contexto
federado para classificação de dígitos do conjunto de dados MNIST.

• Um teorema descrevendo a convergência do erro de treinamento de KANs
federadas para uma tarefa de regressão dentro de condições específicas da rede
e da otimização, baseado em uma análise NTK.

O trabalho se organiza da seguinte forma: no Capítulo 3 apresentamos trabalhos
relacionados ao tema, no Capítulo 4 apresentamos nossa análise empírica inicial,
no Capítulo 5 apresentamos a nossa análise teórica da convergência, no Capítulo
6 apresentamos uma discussão dos resultados, limitações e propostas de trabalhos
futuros e, por fim, no Capítulo 7 apresentamos a nossa conclusão. Além disso, no
Apêndice A encontram-se as provas detalhadas dos lemas e do teorema propostos.
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Capítulo 2

Fundamentos

Na Seção 2.1 descrevemos o funcionamento de MLPs e KANs, na Seção 2.2 expli-
camos o FedAvg e, por fim, na Seção 2.3 apresentamos o NTK e sua relação com a
análise de convergência desenvolvida nesta dissertação.

2.1 MLPs e KANs

MLPs também são conhecidas como redes neurais feedforward, redes fully connec-
ted (quando cada neurônio de uma camada se conecta a todos os neurônios da
camada seguinte) ou redes densas. Seu desenvolvimento está ligado a avanços como
o perceptron de ROSENBLATT (1958) e o uso da retropropagação para ajustar
os parâmetros de redes com camadas ocultas de RUMELHART et al. (1986). O
Teorema da Aproximação Universal oferece uma garantia teórica: sob condições es-
pecíficas para a função de ativação, uma rede com uma camada oculta e um número
suficiente de neurônios pode aproximar funções contínuas em um domínio compacto
CYBENKO (1989). Vale destacar que essa é uma afirmação apenas sobre o que
a arquitetura pode representar, ela não garante que o treinamento encontrará os
parâmetros necessários.

Uma MLP pode ser representada por um grafo de múltiplas camadas. A primeira
recebe os dados em sua forma inicial: no caso de uma imagem em escala de cinza,
cada componente da entrada pode corresponder ao valor de um pixel. As camadas
intermediárias transformam esses valores em outras representações, que podem cap-
turar características como bordas, embora nem sempre seja possível atribuir uma
interpretação direta a cada neurônio. A camada final produz a resposta do modelo,
como a estimativa de um valor numa regressão ou as saídas usadas para uma classi-
ficação. A quantidade de neurônios em cada camada determina a dimensão da sua
representação.

Em uma MLP, as arestas carregam pesos que multiplicam os valores produzi-
dos pela camada anterior. Cada neurônio soma os valores recebidos e aplica uma
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função de ativação, responsável por introduzir a não-linearidade. Sem essa etapa,
a composição de camadas formadas apenas por transformações lineares continuaria
sendo uma transformação linear. Funções de ativação comuns incluem a sigmoide,
a tangente hiperbólica e a Rectified Linear Unit (ReLU). Em geral, escolhemos a
forma da ativação antes do treinamento e otimizamos os pesos da rede; também
podem ser incluídos vieses, que deslocam a entrada de cada ativação.

Inspirados pela notação de HUANG et al. (2021), consideramos uma MLP com
uma camada oculta e saída escalar, escrita aqui sem vieses:

fMLP(x; a, c) :=
1√
m

m∑
r=1

crϕ(a
⊤
r x). (2.1)

Nessa expressão, x ∈ Rn é a entrada, m é o número de neurônios ocultos, a ∈ Rn×m

e c ∈ Rm são parâmetros treináveis. O vetor ar é a r-ésima coluna de a, cr é o peso
que liga o neurônio r à saída e ϕ é a função de ativação. O fator 1/

√
m controla a

escala da saída quando aumentamos a largura da camada oculta, uma escolha útil
para a análise NTK.

As KANs foram propostas por LIU et al. (2024a), inspiradas pelo Teorema de
Representação de Kolmogorov-Arnold (KOLMOGOROV (1957), ARNOLD (2009)).
Assim como uma MLP, uma KAN pode ser organizada em camadas, mas a operação
associada às arestas é diferente: cada aresta aplica uma função univariada treinável,
e cada neurônio soma os valores que recebe. Desse modo, parte da flexibilidade que,
numa MLP, resulta da combinação de pesos lineares e ativações fixas passa a estar
nas próprias funções das arestas. No entanto, é importante salientar que a inspi-
ração no teorema de representação não significa que toda KAN treinada reproduza
diretamente a sua construção matemática.

Se zl = [zl,1, . . . , zl,nl
]⊤ representa os valores da l-ésima camada, a saída do

neurônio q da camada seguinte é

zl+1,q =

nl∑
p=1

ϕl,p,q(zl,p), q ∈ [nl+1]. (2.2)

Aqui, nl é o número de neurônios da camada l, [nl+1] = {1, . . . , nl+1} e ϕl,p,q é a fun-
ção associada à aresta que liga o neurônio p ao neurônio q. Cada uma dessas funções
transforma um único valor, mas as somas e a composição de camadas permitem que
a rede represente relações entre várias componentes da entrada.

Para tornar essas funções treináveis, podemos escrevê-las como combinações de
funções de base:

ϕl,p,q(z) =

nd∑
d=1

al,p,q,d bd(z). (2.3)
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O conjunto {bd}nd
d=1 é escolhido antes do treinamento, enquanto os coeficientes

al,p,q,d ∈ R são ajustados com os dados. Cada função de base oferece uma forma
elementar e os coeficientes determinam como essas formas serão combinadas. Na
KAN original, as funções treináveis incluem B-splines LIU et al. (2024a): funções
polinomiais por partes, definidas a partir de uma sequência de pontos chamados
nós. Como uma B-spline atua apenas numa parte do domínio, a alteração de um
coeficiente pode modificar uma região específica da função representada pela aresta.

Outras escolhas de funções de base deram origem a variações de KANs (SOM-
VANSHI et al. (2025)). Quando a base é definida ou apresenta o comportamento
desejado apenas num domínio limitado, podemos transformar a entrada com uma
função ψ (uma sigmoide ou uma tangente hiperbólica, por exemplo). Assim, escre-
vemos

ϕl,p,q(z) =

nd∑
d=1

al,p,q,d bd
(
ψ(z)

)
. (2.4)

A transformação ψ não precisa aparecer em todas as camadas. Na arquitetura
estudada no Capítulo 5, as funções de base da primeira camada são aplicadas dire-
tamente às componentes de x, enquanto ψ é aplicada antes das funções de base da
segunda camada.

Em particular, a KAN de duas camadas usada na nossa prova tem n entradas,
m neurônios ocultos e uma saída:

f(x; a, c) =
1√
m

m∑
q=1

nd∑
d=1

cq,d bd

(
ψ

(
n∑

p=1

nd∑
d1=1

ap,q,d1bd1(xp)

))
. (2.5)

Os parâmetros a descrevem as funções das arestas que partem da entrada e os
parâmetros c descrevem as funções que ligam a camada oculta à saída. O fator
1√
m

tem o mesmo papel de escala apresentado para a MLP. Essa expressão antecipa
a Equação 5.1. Além disso, as condições impostas a bd, a ψ e à inicialização dos
parâmetros serão especificadas no Capítulo 5.

2.2 FedAvg

O FedAvg é um algoritmo de treinamento federado em que os clientes treinam cópias
de um modelo com seus próprios dados e um servidor faz uma média dos modelos
resultantes, ponderada pela quantidade de dados em cada cliente (MCMAHAN et al.
(2017)). Os dados permanecem nos clientes em todos os momentos, já que o servidor
recebe apenas atualizações produzidas localmente. Chamamos de rodada global
cada ciclo de envio do modelo para os clientes, treinamento local e agregação no
servidor. No Capítulo 5, consideramos I clientes, com Ni observações no cliente i e
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N =
∑I

i=1Ni observações ao todo.
Li(a, c) é a perda média calculada com os dados do cliente i, definido assim:

Li(a, c) :=
1

Ni

Ni∑
j=1

(fi,j(a, c)− yi,j)
2, (2.6)

onde j representa a j-ésima observação de um cliente i e yi,j representa o valor
esperado da função para essa observação.

Já a perda global correspondente à reunião de todas as observações pode ser
escrita como

L(a, c) =
I∑

i=1

Ni

N
Li(a, c). (2.7)

O peso Ni/N faz com que cada observação tenha a mesma contribuição para essa
média, independentemente do cliente ao qual pertence. Essa expressão avalia todos
os dados em um mesmo par de parâmetros (a, c). Durante os passos locais do
FedAvg, porém, cada cliente passa a usar seus próprios parâmetros, que podem
diferir dos parâmetros dos demais clientes.

No início da rodada t, o cliente i recebe os parâmetros globais a(t) e c(t), de
modo que ai(t, 0) = a(t) e ci(t, 0) = c(t). Considerando gradiente descendente com
a perda local completa (full batch), como faremos na prova, cada cliente executa K
passos com taxa de aprendizado ηl:

ai(t, k + 1) = ai(t, k)− ηl
∂Li(ai(t, k), ci(t, k))

∂a
, (2.8)

ci(t, k + 1) = ci(t, k)− ηl
∂Li(ai(t, k), ci(t, k))

∂c
, k = 0, . . . , K − 1. (2.9)

Ao término desses passos, o servidor agrega as mudanças. Para o parâmetro a,
usando o tamanho de passo global ηg da nossa formulação, temos

a(t+ 1) = a(t) + ηg

I∑
i=1

Ni

N

(
ai(t,K)− a(t)

)
= a(t)− ηgηl

I∑
i=1

Ni

N

K−1∑
k=0

∂Li(ai(t, k), ci(t, k))

∂a
. (2.10)

A atualização de c segue a mesma expressão, substituindo a derivada em relação a a
pela derivada em relação a c. Quando ηg = 1, a primeira linha é a média ponderada
dos parâmetros locais ao fim da rodada. As Equações 5.11 e 5.12 retomam essas
atualizações no capítulo da prova.

Os vários passos locais podem reduzir o número de comunicações necessárias
para avançar no treinamento (MCMAHAN et al. (2017)). Eles também criam uma
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dificuldade para a análise: depois do primeiro passo, cada cliente calcula o gradiente
em parâmetros diferentes. Se K = 1, todos os gradientes são avaliados no modelo
global recebido no início da rodada, e a atualização coincide com um passo de
gradiente descendente sobre L, com taxa ηgηl. Para K > 1, em geral, a soma dos
gradientes locais não é o gradiente da perda global avaliado em um único modelo.
Quanto mais os modelos locais se afastam durante a rodada, maior pode ser essa
diferença, especialmente quando os dados dos clientes têm distribuições distintas
(HUANG et al. (2021)).

2.3 NTK

A análise baseada no Neural Tangent Kernel (NTK), introduzida por JACOT et al.
(2020), estuda como as predições de uma rede mudam quando seus parâmetros são
atualizados. Para entender essa ideia, reunimos os parâmetros treináveis num vetor
θ = (a, c) e consideramos duas entradas xu e xv. O NTK associado a elas, nos
parâmetros θ, é o produto interno

Θθ(xu, xv) =

〈
∂f(xu; θ)

∂θ
,
∂f(xv; θ)

∂θ

〉
. (2.11)

Se as duas derivadas apontam em direções semelhantes, uma pequena mudança nos
parâmetros tende a afetar as duas predições de maneira relacionada. Assim, o NTK
descreve como o ajuste feito para uma observação pode influenciar as demais. Essa
definição vale para diferentes arquiteturas; o que muda é a função f e, portanto,
suas derivadas.

Na nossa regressão, com N observações, usamos o erro de predição normalizado
sj(θ) =

1√
N
(f(xj; θ)− yj) e a perda L(θ) =

∑N
j=1 sj(θ)

2. Seja J(θ) = ∂s(θ)
∂θ

a matriz
cujas linhas contêm as derivadas desses erros. A matriz Gram que aparece na prova
é

G(θ) = J(θ)J(θ)⊤, Gu,v(θ) =
1

N
Θθ(xu, xv). (2.12)

Ela tem dimensão N × N e é simétrica. Com essa normalização, G relaciona dire-
tamente as mudanças nos parâmetros às mudanças no vetor de erros s, mantendo a
notação empregada no Capítulo 5.

Para ver por que essa matriz é útil, consideremos primeiro o treinamento centra-
lizado em tempo contínuo. Se os parâmetros seguem o fluxo do gradiente, dθ

dτ
= −∂L

∂θ
,

a regra da cadeia fornece
ds(τ)

dτ
= −2G(τ)s(τ). (2.13)

Logo, quando G(τ) permanece positivamente definida e seu menor autovalor fica
afastado de zero, a perda diminui ao longo desse fluxo. A larguram da camada oculta
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é importante nesse tipo de resultado: sob hipóteses apropriadas de inicialização
e com uma rede suficientemente larga, procura-se mostrar que os parâmetros se
deslocam pouco e que G(τ) permanece próxima da matriz inicial (JACOT et al.
(2020); GAO e TAN (2025)). Isso permite analisar a evolução das predições por
meio de uma aproximação local, mesmo que a rede original seja não-linear nos
parâmetros.

No FedAvg, a matriz necessária para acompanhar uma rodada é um pouco dife-
rente. No começo da rodada t, todos os clientes compartilham os parâmetros globais.
Após k passos locais, as derivadas associadas às observações de cada cliente passam
a ser calculadas nos respectivos modelos locais. Se J(t, 0) reúne as derivadas nos
parâmetros globais e J(t, k) reúne as derivadas nos parâmetros locais, ambas com a
normalização global 1/

√
N , definimos

G(t, k) = J(t, 0)J(t, k)⊤. (2.14)

Para k = 0, recuperamos uma matriz Gram simétrica. Para k > 0, os dois fatores
podem ser diferentes e G(t, k) pode deixar de ser simétrica. Também reunimos
em s(t, k) os erros calculados pelos modelos locais sobre as observações de seus
respectivos clientes. Essas diferenças entre G(t, k) e G(t, 0), e entre s(t, k) e s(t, 0),
são parte central da análise adaptada para a federação de HUANG et al. (2021).

Por fim, a atualização efetiva ocorre em passos discretos. Uma expansão de
primeira ordem das predições em torno dos parâmetros globais no início da rodada
permite escrever a relação estudada na prova como

s(t+ 1) = s(t)− 2ηgηl

K−1∑
k=0

G(t, k)s(t, k) + χ(t), (2.15)

onde s(t) = s(t, 0) e χ(t) reúne o restante da expansão. Portanto, para estabelecer a
diminuição da perda ao longo das rodadas, não basta considerar o menor autovalor
da matriz inicial: também é necessário controlar o afastamento dos modelos locais,
as mudanças dos erros de predição e o termo χ(t). É esse o caminho seguido no
Capítulo 5 e no Apêndice A.
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Capítulo 3

Trabalhos Relacionados

Dividimos os trabalhos encontrados em três vertentes: análises teóricas da conver-
gência de aprendizado federado com MLPs ou modelos similares, análises teóricas
da convergência de KANs em aprendizado centralizado e, por fim, análises empíricas
do desempenho de KANs federadas. Não conseguimos encontrar na literatura ne-
nhuma análise teórica da convergência de KANs federadas e nosso trabalho preenche
justamente essa lacuna.

3.1 Análises Teóricas de MLPs Federadas

Desde a proposta original do FedAvg MCMAHAN et al. (2017), várias análises te-
óricas da convergência dele e de outras otimizações federadas foram desenvolvidas.
Essas análises consideram diferentes premissas a respeito dos dados, da disponibili-
dade dos clientes e dos modelos treinados, como visto em KAIROUZ et al. (2021).
Antes de listar os trabalhos, vale um destaque: algumas das primeiras análises teó-
ricas se referiam ao FedAvg como Gradiente Descendente Estocástico Local (Local
SGD), vindo de um contexto onde o foco era mais no desempenho do que na privaci-
dade. O trabalho de STICH (2019) é um desses e talvez o primeiro a dar uma prova
teórica para a convergência desse algoritmo, mas apenas para dados independentes
e identicamente distribuídos (IID) e problemas convexos (não incluía redes neurais).
O trabalho de LI et al. (2020a) provou a convergência para dados não IID, mas
apenas para problemas suaves e fortemente convexos. Já trabalhos como os de LI
et al. (2020b), KARIMIREDDY et al. (2020), LI et al. (2022) e WANG et al. (2024)
buscaram generalizar a análise de convergência, para incluir com cenários de hete-
rogeneidade nos dados, participação parcial dos clientes e problemas não-convexos e
não suaves (como acontece em muitas redes neurais). MARALAPPANAVAR et al.
(2025) estenderam a prova de convergência para o FedAvg descentralizado, sem um
servidor para realizar a agregação de modelos.

Já HUANG et al. (2024) buscaram caracterizar a convergência e generalização
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de redes neurais federadas com base no aprendizado de features, ou seja, num ce-
nário onde os pesos das redes se adaptam para aprender uma representação interna
das características dos dados (por exemplo, identificar bordas numa imagem em vez
de trabalhar diretamente com pixels). Indo na direção contrária, muitos trabalhos
provaram a convergência da otimização federada em cenários de redes superpara-
metrizadas e treinamento "preguiçoso", onde os pesos variam pouco ao longo da
otimização, como é visto nos estudos de SONG et al. (2023), JIAN e LIU (2025),
DENG et al. (2022) e HUANG et al. (2021). Este último foi o primeiro a aplicar
a análise NTK de JACOT et al. (2020) em aprendizado federado e o que mais se
assemelha ao nosso. No entanto, todos os trabalhos citados anteriormentes focam
apenas em redes neurais convencionais ou modelos mais simples.

3.2 Análises Teóricas de KANs Centralizadas

Logo após a proposta original das KANs por LIU et al. (2024a) também surgiram
trabalhos teóricos, como o de WANG et al. (2025), que analisa a expressividade e
o viés espectral das KANs em comparação com MLPs, e os trabalhos de ZHANG
e ZHOU (2025) e LI et al. (2025a), que investigam os mecanismos de generalização
das KANs. Já o trabalho de NOORIZADEGAN et al. (2026) analisa como aspec-
tos teóricos da convergência podem afetar escolhas práticas sobre KANs. Mirando
especificamente na convergência da otimização, temos os trabalhos de GAO e TAN
(2025), ESHTEHARDIAN et al. (2026) e WANG et al. (2026). Todos os três se
utilizam da abordagem do NTK sobre uma KAN de duas camadas para derivar suas
conclusões, mas possuem algumas diferenças: os dois primeiros avaliam tarefas de
regressão, enquanto o terceiro avalia um tarefa de classificação. Além disso, o pri-
meiro e o terceiro avaliam uma rede onde as duas camadas são otimizadas, enquanto
o segundo otimiza apenas a primeira camada. Entre eles, o que mais se aproxima
do nosso estudo é o de GAO e TAN (2025), cuja análise e notação serviu como base
para nosso desenvolvimento. A limitação é que esses trabalhos se restringiram a
otimização centralizada das KANs.

3.3 Análises Empíricas de KANs Centralizadas

Na interseção específica de KANs e aprendizado federado, já existem trabalhos que
apontam para uma sinergia positiva entre esses modelos e o contexto federado,
como: ZEYDAN et al. (2024) inauguraram a interseção entre KANs e aprendizado
federado, fazendo uma avaliação inicial no conjunto de dados Iris (FISHER (1936));
BOZORGASL e CHEN (2024a) apresentaram um trabalho em progresso para KANs
federadas que utilizam wavelets como funções de ativação; SASSE e MICELI DE FA-
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RIAS (2024) (fruto dessa dissertação) estenderam a avaliação para um cenário mais
desafiador, incluindo dados não IID; ZELEKE e BOCHICCHIO (2024), LEE et al.
(2025) e HERATH et al. (2025) investigaram o uso de KANs federadas em con-
textos médicos; KULEVOME et al. (2024) avaliou esses modelos no diagnóstico de
falhas em equipamentos, YAO et al. (2025) propuseram uma versão convolucional
e outra baseada em meta-aprendizado para KANs federadas, avaliando nos dados
do MNIST (LECUN) e Fashion MNIST (XIAO et al. (2017)), distribuídos de forma
não IID; LI et al. (2025b), LI et al. (2025c) e ZEYDAN et al. (2026) avaliaram
essa combinação no cenário de predição de tráfego de veículos; MA et al. (2025)
compararam diferentes tipos de agregação para KANs federadas; JIN et al. (2025)
avaliaram um modelo híbrido e federado de transformers e KANs para previsão do
tempo; e, por fim, JIANG et al. (2026) propuseram um novo tipo de agregação para
ser utilizado com KANs, que chega a ser avaliado empiricamente em alguns con-
juntos de dados, mas a prova teórica da convergência desse algoritmo assume que
a função seja fortemente convexa e suave, o que não é o caso das KANs (por conta
das múltiplas camadas com várias funções de ativação não-lineares combinadas). A
limitação desses trabalhos é que nenhum deles fornece uma garantia teórica para a
convergência das KANs em um cenário geral de aprendizado federado.
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Capítulo 4

Análise Empírica

Até onde sabemos, nosso estudo empírico, que deu origem à publicação de SASSE
e MICELI DE FARIAS (2024), constituiu apenas o terceiro trabalho publicado na
interseção entre KANs e aprendizado federado. Aqui retomamos essa avaliação, que
foi uma etapa intermediária da dissertação e, junto com outros trabalhos empíri-
cos, motivou a análise teórica posterior. Nossa implementação está disponível em:
https://github.com/artsasse/fedkan.

Conduzimos uma comparação entre MLPs e dois tipos de KANs: as Spline-
KANs de LIU et al. (2024a) e as KANs de Função de Base Radial (RBF-KANs) de
LI (2024). Escolhemos modelos com um número equiparável de parâmetros, já que
KANs costumam ter mais parâmetros por neurônio do que MLPs. Avaliamos os três
modelos na classificação do MNIST de LECUN, durante 100 rodadas de aprendizado
federado, com dados distribuídos de forma não-IID entre 100 clientes e participação
parcial em cada rodada. Repetimos a simulação 15 vezes para cada modelo.

Em média, as Spline-KANs alcançaram uma acurácia que as MLPs só atingiram
cerca de 50 rodadas depois. O tempo para executar as 100 rodadas foi maior, mas
a diferença foi moderada em comparação com os tempos relatados nas primeiras
avaliações de KANs. Já as RBF-KANs tiveram desempenho bastante inferior nesse
mesmo cenário. Esses resultados sugeriram que KANs poderiam ser úteis no apren-
dizado federado, mas também mostraram que o comportamento observado para uma
escolha de funções de ativação não se estendia automaticamente às demais.

Na Seção 4.1 comparamos nosso trabalho com trabalhos anteriores, na Seção 4.2
descrevemos a metodologia da avaliação e na Seção 4.3 apresentamos e discutimos
os resultados encontrados.

4.1 Trabalhos anteriores

Até publicarmos nosso estudo, identificamos apenas dois trabalhos sobre KANs fe-
deradas. O primeiro, de ZEYDAN et al. (2024), se baseou no algoritmo FedAvg e
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cunhou o termo “F-KAN” para esse tipo de modelo. A F-KAN foi avaliada numa
tarefa de classificação baseada no conjunto de dados tabulares de FISHER (1936),
composto por 150 observações de três espécies de flores, descritas por quatro ca-
racterísticas. Os dados foram particionados de forma IID entre dois clientes e a
simulação teve apenas uma execução, durante 20 rodadas. Os autores compararam
uma MLP e uma Spline-KAN, cada uma com três camadas ocultas de 20 neurônios.
A KAN alcançou resultados melhores em acurácia, recall, precisão e F1-Score.

Nosso trabalho fez uma comparação no mesmo sentido, mas mudou algumas con-
dições para investigar o comportamento dos modelos em um cenário federado mais
difícil. Em vez do conjunto Iris, utilizamos o MNIST, que possui 70.000 observações
(60.000 de treinamento e 10.000 de teste) divididas em 10 classes de dígitos escritos à
mão. Cada imagem tem 28 por 28 pixels, ou 784 características quando apresentada
à rede como um vetor. Dividimos o conjunto de treinamento entre 100 clientes de
maneira não-IID e selecionamos apenas 10% deles em cada rodada, representando
a disponibilidade parcial dos participantes. Também estendemos a simulação para
100 rodadas, repetimos cada experimento 15 vezes e incluímos uma RBF-KAN na
comparação. Por fim, reduzimos o número de neurônios ocultos das KANs para que
os três modelos tivessem quantidades similares de parâmetros treináveis. A Tabela
4.1 detalha as diferenças entre os estudos.

Já o trabalho de BOZORGASL e CHEN (2024a), na época, apresentava um
estudo em progresso sobre F-KANs que usava diferentes tipos de wavelets como
funções de ativação, baseado no estudo de BOZORGASL e CHEN (2024b). Os
autores demonstraram resultados parciais para a classificação do MNIST usando
uma Wavelet-KAN com uma camada oculta de 64 neurônios. No entanto, compara-
ções diretas entre modelos não estavam disponíveis. Foi feita uma média entre um
número não revelado de execuções para configurações com 1, 10, 20 e 50 clientes.
Os autores informaram que cada modelo foi treinado por 50 épocas, mas não foi
possível encontrar quantas rodadas de comunicação ocorreram em cada simulação.
A implementação das Wavelet-KANs estava disponível no GitHub, mas não como
uma biblioteca de Python, o que dificultou a inclusão dessa função de ativação em
nosso estudo.

4.2 Metodologia

Nosso trabalho foi guiado por duas perguntas:

1. KANs atingem uma acurácia de teste maior que MLPs ao longo do aprendizado
federado?

2. Qual a relação entre os tempos de execução de KANs e MLPs para 100 rodadas
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de aprendizado federado?

Para responder à primeira pergunta, acompanhamos a acurácia do modelo global
no conjunto de teste ao fim de cada rodada. Também comparamos os modelos nas
rodadas 10, 20, . . . , 100. Em cada uma delas, a hipótese nula era que a acurácia
média da KAN seria menor ou igual à da MLP; a alternativa era que a acurácia média
da KAN seria maior. Utilizamos o teste t de Welch, que permite comparar as médias
sem supor variâncias iguais entre os grupos. Para a segunda pergunta, medimos o
tempo de execução das 100 rodadas e estimamos um intervalo de confiança para
a razão entre os tempos das KANs e da MLP por bootstrap: foram feitas 10.000
reamostragens, cada uma com 15 observações por modelo. Os detalhes das nossas
simulações podem ser observados na Tabela 4.1.

Partimos de uma MLP com 784 entradas, duas camadas ocultas de 200 neurô-
nios e 10 saídas, inspirada nas arquiteturas avaliadas por MCMAHAN et al. (2017).
Mantivemos duas camadas ocultas nas KANs, mas usamos 24 neurônios em cada
uma. Essa diferença de largura é necessária porque cada aresta de uma KAN contém
uma função treinável, representada por vários parâmetros, enquanto as conexões da
MLP utilizam pesos escalares. Com essa escolha, a MLP ficou com 199.210 parâme-
tros, a Spline-KAN com 196.320 e a RBF-KAN com 178.410. Assim, a comparação
não depende apenas de uma mesma quantidade de neurônios, que representaria ca-
pacidades e custos bastante diferentes para essas arquiteturas. Ao mesmo tempo,
igualar aproximadamente o número de parâmetros não garante, por si só, que as
arquiteturas tenham a mesma capacidade de representação ou estejam igualmente
ajustadas à tarefa, mas esperamos que isso represente uma noção equivalente custo
computacional e de memória.

Implementamos nossa simulação usando PyTorch (ANSEL et al. (2024)) e Flower
(BEUTEL et al. (2022)). Utilizamos a implementação efficient-kan (BLEALTAN
(2024)) para as Spline-KANs, já que essa versão era mais otimizada e que chegou a
ser reconhecida pelos autores da KAN original num artigo subsequente (LIU et al.
(2024b)). Para as RBF-KANs, usamos a implementação de LI (2024). Na Spline-
KAN, empregamos um grid de tamanho 5 e splines de ordem 3; na RBF-KAN,
utilizamos 8 centros para as funções de base. Todas as simulações foram executadas
no ambiente do Google Colab 1, com um processador Intel Xeon 2.20 GHz e 13 GB
de RAM, junto com uma placa de vídeo NVIDIA Tesla T4 com 15 GB de VRAM.

O conjunto de treinamento foi particionado patologicamente entre 100 clientes
de modo que cada cliente possuísse dados de apenas dois dígitos. Por exemplo, um
cliente poderia ter somente imagens dos dígitos 1 e 2 e outro, dos dígitos 0 e 9.
Essa divisão cria heterogeneidade entre as distribuições locais: cada cliente observa

1https://colab.google
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Tabela 4.1: Comparação entre ZEYDAN et al. (2024) e nosso trabalho.

Parâmetro ZEYDAN et al. (2024) Nosso trabalho

Geral

Dados Iris MNIST
Classes 3 10
Features 4 28 * 28
Observações 150 60,000 + 10,000
Clientes 2 100
Partições iid não-iid
Rodadas 20 100
Batch 16 64
Épocas locais 20 5
Taxa de aprendizado 0.001 0.1
Clientes por rodada 100% 10%
Decaimento de pesos 1× 10−5 –
Probabilidade de dropout 0.5 –
Agregação FedAvg FedAvg
Otimizador Adam SGD (momentum=0.9)
Ativação B-Spline B-Spline, RBF
Execuções por modelo 1 15

KAN

Parâmetros (Spline) 12,383 196,320
Parâmetros (RBF) – 178,410
Camadas ocultas [20, 20, 20] [24, 24]
Tamanho do grid 5 5
Ordem da spline 3 3
Centros RBF – 8

MLP

Parâmetros 1,003 199,210
Camadas ocultas [20, 20, 20] [200, 200]

apenas uma pequena parte das classes que o modelo global precisa distinguir. O
número de observações por cliente variou entre 488 e 792, com média de 600, e a
partição pode ser conferida na Figura 4.1. O esquema foi inspirado nos trabalhos
de MCMAHAN et al. (2017) e LI et al. (2020b).

Mantivemos a separação original do MNIST: as 60.000 imagens de treinamento
foram distribuídas entre os clientes, enquanto as 10.000 imagens de teste permane-
ceram reunidas para avaliar o modelo global. Em cada rodada, aproximadamente
dez dos 100 clientes participavam do treinamento. Cada cliente selecionado realizava
cinco épocas locais com minibatches de 64 exemplos e, em seguida, seus parâme-
tros eram agregados pelo FedAvg, descrito na Seção 2.2. Essa combinação de várias
épocas locais com dados não-IID torna possível que os modelos dos clientes se afas-
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Figura 4.1: Distribuição de dígitos por partição.

tem uns dos outros antes da agregação, uma dificuldade que reaparece, sob outras
hipóteses, na análise do Capítulo 5.

Como os clientes participantes mudam entre as rodadas, a acurácia de treina-
mento calculada a partir de seus dados também pode variar por causa da composição
do grupo selecionado. Por esse motivo, usamos a acurácia no mesmo conjunto de
teste para acompanhar a evolução dos modelos globais e fazer a comparação princi-
pal. É importante distinguir ainda este experimento da prova desenvolvida adiante:
aqui classificamos imagens com redes de múltiplas camadas, participação parcial e
SGD com minibatches; no Capítulo 5, analisamos uma tarefa de regressão com uma
KAN de duas camadas, participação completa e gradiente calculado sobre todos os
dados locais.

4.3 Resultados

Respondendo à Questão 1, sobre acurácia de teste, a Spline-KAN demonstrou o
melhor desempenho geral, seguida pela MLP, enquanto a RBF-KAN apresentou
acurácia baixa mesmo nas últimas rodadas de comunicação. A Figura 4.2 mostra a
média das 15 execuções de cada modelo ao longo das 100 rodadas, acompanhada de
uma faixa de erro. A vantagem da Spline-KAN é mais visível na primeira metade
da simulação: sua acurácia média cresce rapidamente nas rodadas iniciais, ao passo
que a da MLP aumenta de forma mais gradual.

Na rodada 10, a acurácia média de teste foi de 40,1% para a Spline-KAN e 13,7%
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Figura 4.2: Acurácia de teste média para 100 rodadas, com faixa de erro.

para a MLP. Na rodada 40, esses valores chegaram a 65,4% e 39,1%, respectivamente.
A diferença entre as médias permaneceu acima de 20 pontos percentuais até a rodada
60. Depois disso, a MLP continuou se aproximando da Spline-KAN: na rodada 100,
as médias foram de 64,1% e 74,4%, respectivamente. Importante notar que as médias
não cresceram em todas as rodadas, a Spline-KAN registrou 76,5% na rodada 90,
por exemplo. Portanto, as curvas descrevem uma tendência de aprendizado, e não
um aumento garantido da acurácia a cada agregação.

As faixas da figura, vistas isoladamente, não bastam para decidir se as diferenças
observadas entre modelos são estatisticamente significativas. Por isso, no artigo
também aplicamos o teste t de Welch às acurácias obtidas nas 15 execuções de cada
modelo, em intervalos de dez rodadas. Na comparação entre Spline-KAN e MLP, os
valores de p foram inferiores a 0,05 das rodadas 10 a 70. Nas rodadas 80, 90 e 100,
ficaram abaixo de 0,10, mas acima de 0,05. Assim, há evidência mais forte para a
diferença nas rodadas iniciais do que no fim da simulação. Como examinamos dez
rodadas separadamente e não fizemos uma correção para múltiplas comparações,
essa análise estatística deve ser lida como parte da avaliação exploratória, não como
uma garantia de superioridade da Spline-KAN em qualquer configuração federada.

A RBF-KAN teve uma trajetória distinta. Sua acurácia média aumentou len-
tamente e chegou a 28,9% na rodada 100, bem abaixo dos outros dois modelos.
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Esse resultado é relevante porque as duas KANs foram treinadas no mesmo pro-
blema federado, mas usaram funções de base diferentes. No artigo, levantamos a
possibilidade de que a RBF-KAN se beneficiasse de outras escolhas de otimização
ou agregação. Os experimentos realizados, porém, não permitem identificar qual
dessas escolhas causou o desempenho baixo, nem concluir que RBF-KANs sejam
inadequadas ao aprendizado federado em geral.

Respondendo à Questão 2, os tempos de execução para 100 rodadas são apre-
sentados na Tabela 4.2. As RBF-KANs tiveram tempos próximos aos das MLPs.
Já as Spline-KANs levaram, em média, 4.192 segundos, contra 3.593 segundos das
MLPs, e apresentaram maior variação entre as execuções. O intervalo estimado
para a razão entre seus tempos vai de 1,02 a 1,36. Essa diferença é menor do que
a esperada a partir de trabalhos anteriores, como os de LIU et al. (2024a) e ZEY-
DAN et al. (2024), que relataram tempos para KANs de 10 a 100 vezes os tempos
de MLPs. Uma possível explicação é a diferença entre as implementações utiliza-
das: nossos experimentos empregaram versões desenvolvidas para reduzir o custo
computacional das KANs. Como as condições dos estudos não são idênticas, essa
comparação de tempos serve apenas como referência.

Tabela 4.2: Tempos de execução para diferentes modelos ao longo de 100
rodadas.

Modelo Tempo médio (s) Desvio Padrão Razão entre tempos

MLP 3593 124 1.00×
Spline-KAN 4192 1183 1.02× – 1.36×
RBF-KAN 3640 114 0.99× – 1.04×

O tempo total das 100 rodadas, contudo, responde a uma pergunta diferente do
tempo necessário para alcançar uma acurácia desejada. Se o objetivo fosse atingir
65% de acurácia média de teste, a curva da MLP chegaria a esse valor por volta
da rodada 90, enquanto a da Spline-KAN chegaria perto dele já na rodada 40. Isso
sugere que, em uma aplicação com um critério de parada baseado em desempenho, a
Spline-KAN poderia compensar o maior custo de cada rodada ao precisar de menos
rodadas. Não medimos diretamente o tempo de parada de cada execução nem o
volume de dados transmitidos, portanto essa economia é apenas uma possibilidade
indicada pelas curvas.

A divisão artificial do MNIST nos permitiu controlar a heterogeneidade dos cli-
entes, mas representa apenas uma forma de obter dados não-IID. Uma avaliação
com dados associados naturalmente a cada participante, como no FEMNIST (CAL-
DAS et al. (2018)), ajudaria a examinar se o comportamento se mantém. Também
seria útil comparar outras tarefas e arquiteturas. Para imagens, por exemplo, redes
convolucionais podem ser mais adequadas do que as redes utilizadas aqui. Além
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disso, o número semelhante de parâmetros torna a comparação mais controlada,
mas diferentes escolhas de largura, funções de base e hiperparâmetros ainda podem
alterar o resultado.

Por fim, esta etapa empírica mede principalmente a acurácia de teste em uma
tarefa de classificação e o tempo de execução das simulações. A análise do Capítulo
5 trata de outra pergunta: sob quais condições podemos garantir a diminuição do
erro de treinamento durante a otimização federada de uma KAN. A diferença entre
as perguntas é deliberada. Os experimentos mostraram que valia investigar a oti-
mização das KANs federadas, enquanto a prova procura explicar um caso específico
desse comportamento. Ela não demonstra, por si só, a vantagem de acurácia de teste
observada aqui, nem cobre a participação parcial e o treinamento com minibatches
usados nas simulações.

21



Capítulo 5

Análise Teórica

Na Seção 5.1 definimos a notação e a formulação inicial do problema, na Seção 5.2
descrevemos a intuição por trás da prova, na Seção 5.3 apresentamos os lemas e o
teorema, com alguns comentários os conectando. As provas detalhadas de cada lema
e do teorema estão disponíveis no Apêndice A.

5.1 Formulação do Problema

Seguimos a notação de GAO e TAN (2025): ≲ representa um limite superior a
menos de um fator constante irrelevante. Por exemplo, se a ≲ b, então existe uma
constante positiva c tal que a ≤ c · b. Da mesma forma, se a ≳ b, então a ≥ c · b
para uma constante positiva c. [n] representa a sequência {1, 2, ..., n}, (g ◦ f)(x)
descreve a composição g(f(x)) e (g ◦ f · h)(x) simboliza a composição combinada
com a multiplicação g(f(x)) · h(x). Finalmente, L(a(t, k), c(t, k)) é equivalente a
L(t, k), e L(t) é usado de forma intercambiável com L(t, 0). Os mesmos princípios
se aplicam às notações de G(t, k) e s(t, k).

Nossa formulação do problema é inspirada na de GAO e TAN (2025), com adap-
tações para o contexto federado. Usamos uma KAN de 2 camadas para um problema
de regressão, com entrada de n dimensões e com saída unidimensional (1D), como
descrito na Equação 5.1, ou seja f(x) : Rn → R. Definimos uma função de perda
global, na Equação 5.5 e uma local, na Equação 5.3. As duas seguem a mesma
fórmula baseada no erro quadrático médio (MSE), a diferença está nos dados con-
siderados. A função local considera apenas os dados de cada cliente, enquanto a
global calcula a perda juntando os dados de todos os clientes (ou seja, não temos
um conjunto global separado), ponderando pelo número de dados de cada cliente.
Em notação matemática, nossa KAN de 2 camadas e com m neurônios na camada
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oculta é definida como:

f(x; a, c) =
1√
m

m∑
q=1

nd∑
d=1

cq,dbd

(
ψ

(
n∑

p=1

nd∑
d1=1

ap,q,d1bd1(xp)

))
. (5.1)

x = [x1, . . . , xn]
⊤ ∈ Rn é o vetor de entrada. Já a ∈ Rmnnd e c ∈ Rmnd são os

parâmetros treináveis, definidos como a = [a⊤1 , . . . , a
⊤
m]

⊤ e c = [c⊤1 , . . . , c
⊤
m], sendo

aq = vec({ap,q,d}n,nd

p=1,d=1) e cq = vec({cq,k}nd
k=1), onde vec(·) simboliza a vetorização

de parâmetros. De maneira mais intuitiva, a corresponde aos pesos de cada função
de base das funções de ativação da primeira camada e c são os pesos das funções
de base das funções de ativação da segunda camada. Nós seguimos a inicialização
NTK dos parâmetros a e c, escalando de acordo com número de funções de base
assim como foi feito por GAO e TAN (2025):

ap,q,d, cq,d ∼ N
(
0,

1

nd

)
(5.2)

A função de perda local de cada cliente i é definida assim:

Li(a, c) :=
1

Ni

Ni∑
j=1

(fi,j(a, c)− yi,j)
2 :=

Ni∑
j=1

si,j(a, c)
2, (5.3)

onde Ni ∈ N é o número de observações do cliente i, sendo i ∈ [I] e I sendo
o número total de clientes. fi,j(a, c) representa f(xi,j; a, c) e si,j(a, c) é o erro de
predição normalizado da j-ésima observação do i-ésimo cliente, definido como

1√
Ni

(fi,j(a, c)− yi,j). (5.4)

Já a função de perda global é definida da seguinte forma:

L(a, c) := 1

N

I∑
i=1

Ni∑
j=1

(fi,j(a, c)− yi,j)
2 :=

N∑
j=1

sj(a, c)
2, (5.5)

onde N é o número total de observações somando os dados de todos os clientes, ou
seja,

N =
∑
i∈I

Ni (5.6)

e
sj(a, c) =

1√
N
(fj(a, c)− yj). (5.7)

Assumindo que cada cliente possui um conjunto de dados único, sem interseções,
assim como é feito em HUANG et al. (2021), podemos tornar implícita a relação
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entre os clientes e as observações e simplificar a perda global:

L(a, c) := 1

N

N∑
j=1

(fj(a, c)− yj)
2 :=

N∑
j=1

sj(a, c)
2, (5.8)

onde o índice j é usado para se referir a cada observação, como se fizessem parte de
um conjunto de dados unificado.

Os parâmetros locais de cada cliente i são atualizados seguindo um gradiente
descendente (GD) com os dados locais, entre um passo local k e o passo local sub-
sequente k + 1, durante uma rodada global t do FedAvg, da seguinte maneira:

ai(t, k + 1) = ai(t, k)− ηl ·
∂Li(ai(t, k), ci(t, k))

∂a
, (5.9)

ci(t, k + 1) = ci(t, k)− ηl ·
∂Li(ai(t, k), ci(t, k))

∂c
, (5.10)

onde ηl representa o tamanho do passo do GD local. Assumimos que todos os clientes
usam um mesmo ηl fixo ao longo da otimização.

Já a atualização dos parâmetros globais ocorre da seguinte forma:

a(t+ 1)− a(t) = ηg

I∑
i=1

Ni

N

K−1∑
k=0

(
−ηl

∂Li(t, k)

∂a

)
, (5.11)

c(t+ 1)− c(t) = ηg

I∑
i=1

Ni

N

K−1∑
k=0

(
−ηl

∂Li(t, k)

∂c

)
, (5.12)

onde ηg representa o tamanho do passo global do FedAvg, K representa o total
de passos locais por rodada global e o coeficiente Ni

N
é utilizado para substituir a

normalização local ( 1
Ni

) pela normalização global ( 1
N

). De maneira mais descritiva, a
cada rodada global fazemos uma média ponderada das atualizações de cada cliente
após K rodadas locais de GD. Essa média é ponderada pelo proporção de dados
com cada cliente em relação ao total.

Considerando que a atualização ocorre de maneira análoga para a e c, vamos
tomar o parâmetro a como exemplo e reformular nossa equação. Primeiro, aproveita-
se a relação que define o erro global a partir dos erros locais ponderados pelas suas
quantidades:

L(t, k) =
I∑

i=1

Ni

N
Li(t, k). (5.13)

24



Sabendo disso, podemos simplificar a nossa fórmula para atualização dos parâmetros:

a(t+ 1)− a(t) = ηg

I∑
i=1

Ni

N

K−1∑
k=0

(
−ηl

∂Li(t, k)

∂a

)

a(t+ 1)− a(t) = −ηgηl
K−1∑
k=0

∂L(t, k)
∂a

a(t+ 1)− a(t)

ηg
= −ηl

K−1∑
k=0

∂L(t, k)
∂a

a(t+ 1)− a(t)

ηg
= −2ηl

K−1∑
k=0

(
∂s(t, k)

∂a

)⊤

s(t, k), (5.14)

onde, no último passo, aplicamos a regra da cadeia sobre a derivada da função de
perda L(t, k).

Para nos aproximarmos de uma otimização federada contínua, vamos considerar
que nosso passo global tem tamanho infinitesimal, ou seja, ηg −→ 0:

da(t)

dt
= −2ηl

K−1∑
k=0

(
∂s(t, k)

∂a

)⊤

s(t, k). (5.15)

O mesmo vale para o parâmetro c:

dc(t)

dt
= −2ηl

K−1∑
k=0

(
∂s(t, k)

∂c

)⊤

s(t, k). (5.16)

Queremos provar que o erro converge para um valor cada vez menor ao longo
das rodadas, por isso vamos analisar a derivada do erro de predição s(t) em relação
a t, utilizando as derivadas que desenvolvemos acima dentro da regra da cadeia:

ds(a(t), c(t))

dt
=

(
∂s(t)

∂a
,
∂s(t)

∂c

)(
da(t)

dt
,
dc(t)

dt

)
ds(a(t), c(t))

dt
= −2ηl

K−1∑
k=0

(
∂s(t)

∂a
,
∂s(t)

∂c

)(
∂s(t, k)

∂a
,
∂s(t, k)

∂c

)⊤

s(t, k)

ds(a(t), c(t))

dt
= −2ηl

K−1∑
k=0

G(t, k)s(t, k) (5.17)

Aqui usamos a notação G(t, k), inspirada em HUANG et al. (2021), para representar
a matriz Gram cruzada entre as derivadas globais no instante t e as derivadas locais
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no instante t e passo local k:

G(t, k) =

(
∂s(t, 0)

∂a
,
∂s(t, 0)

∂c

)(
∂s(t, k)

∂a
,
∂s(t, k)

∂c

)⊤

. (5.18)

No trabalho de GAO e TAN (2025) e em muitos trabalhos sobre Neural Tangent
Kernel em contextos centralizados, a matriz Gram G(t) é simétrica, o que é essencial
para a análise de convergência feita a partir dela. No nosso caso, justamente pela
disparidade entre os pesos globais e locais, as matrizes G(t, k) são assimétricas (elas
são simétricas apenas quando k = 0). Além disso, o erro de predição s(t, k) também
é diferente a cada passo local k.

Para adaptar a análise de convergência, empregamos uma estratégia novamente
inspirada no trabalho de HUANG et al. (2021): decompomos nossa matriz G(t, k)
em duas partes, uma simétrica – fácil de analisar – e outra assimétrica, que tratamos
como ruído. Também mostramos que o erro de predição nos passos locais s(t, k) se
mantêm próximo do erro de predição global s(t, 0). Juntamos esses dois argumentos
para mostrar que o aprendizado federado converge de maneira muito parecida com o
aprendizado centralizado, e que o ruído federado, que surge pela flutuação dos pesos
e erros de predição locais, na verdade é pequeno, desde que selecionemos taxas de
aprendizado adequadas e uma dimensão oculta da rede grande o suficiente.

Obviamente essa análise vale apenas para o regime de aprendizado federado
contínuo, análogo ao gradient flow, e precisamos adaptá-lo para como a otimização
acontece na prática. Considerando que o FedAvg é uma discretização de Euler desse
processo contínuo (ou uma aproximação de Taylor de primeira ordem no instante
t), onde ηg corresponde ao tamanho do nosso passo discreto, vamos adicionar o erro
de discretização (ou resto de Taylor) χ(t) em nossa equação:

s(t+ 1) = s(t) +
ds(t)

dt
· ηg + χ(t)

s(t+ 1) = s(t)− 2ηgηl

K−1∑
k=0

G(t, k)s(t, k) + χ(t)

Depois, em nossa análise mais detalhada, vamos mostrar que esse erro χ(t) é contro-
lado e o erro continua convergindo mesmo na otimização discretizada. De maneira
mais intuitiva isso significa, que assim como ocorre para MLPs, quando KANs são
suficientemente largas (com m grande), a evolução das suas predições (e, consequen-
temente, dos erros de predição) tem um comportamento próximo do linear.
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5.2 Intuição

De maneira resumida, a intuição da nossa prova vai ser parecida com a de GAO e
TAN (2025), mas com desafios próprios do FedAvg, resolvidos com soluções inspira-
das pelo trabalho de HUANG et al. (2021). Mostramos que, com a inicialização de
parâmetros típica do NTK, o erro inicial é limitado e a matriz Gram inicial G(0, 0) é
positivamente definida (PD). Geralmente, em análises NTK queremos mostrar que
a matriz Gram começa positivamente definida e se mantém assim ao longo da otimi-
zação porque isso implica que todos os autovalores da matriz são maiores que zero.
Com autovalores positivos e uma escolha adequada de taxas de aprendizado garante-
se que o vetor de erros de predição s(t) vai ser contraído a cada rodada t. Em geral,
o menor autovalor da matriz, σmin, que vai governar a taxa de convergência desse
erro.

No entanto, no caso federado, não é possível mostrar que G(t, k) se mantém
positivamente definida durante todo o treinamento, já que ao longo dos passos locais,
ela se torna assimétrica (o conceito de uma matriz positivamente definida depende,
entre outras coisas, da sua simetria). Para resolver isso, mostramos que a otimização
federada no regime NTK ainda é muito parecida com a otimização centralizada, mas
com ruídos adicionais ligados às variações locais dos modelos. Desde que a camada
oculta seja larga o suficiente, é possível garantir que os pesos locais vão se manter
próximos dos pesos globais, de forma que esses ruídos se mantenham pequenos.
Assim, ao final de cada agregação, quando voltamos a ter uma matriz simétrica (já
que servidor e cliente estão com os mesmos parâmetros), temos um modelo com
pesos dentro da vizinhança do modelo original, ou seja, com uma matriz Gram
positivamente definida.

Um outro desafio único do contexto federado é que os erros de predição locais
s(t, k) são diferentes do erro de predição global s(t), mas em nossa análise mostramos
que esse ruído é pequeno. A consequência de todas essas análises é que o erro de
predição s(t) é contraído e, consequentemente, a função de perda L(t), diminui
monotonicamente a cada rodada global.

5.3 Lemas e Teorema

Reproduzimos as Premissas 1 e o Lema 1 do trabalho de GAO e TAN (2025). A
Premissa 1 e o Lema 1 definem as condições iniciais para que a esperança G∞ da
matriz Gram global em relação à inicialização seja positivamente definida. O res-
tante da nossa prova vai se basear em mostrar que a parte simétrica da matriz Gram
se mantém positivamente definida ao longo do FedAvg e que o ruído assimétrico se
mantém controlado, o que nos permite afirmar que o erro vai diminuir ao longo das
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rodadas.

Premissa 1 Seja G∞ := Ea,c [G (a, c)] a esperança da matriz Gram, sendo que
a esperança é em relação à inicialização (Equação 5.2). Assumimos que G∞ é
positivamente definida, ou seja, σmin := λmin (G

∞) > 0. Além disso, a matriz G∞

não depende da dimensão oculta m.

Lema 1 Assuma que as funções-base {bk}nd
k=1 escolhidas são polinômios de grau

menor que nd e que as funções de transformação são a tangente hiperbólica ou a
sigmoide. Se todas as observações de treinamento forem distintas, então σmin > 0.
Além disso, se nenhuma função de transformação for aplicada (ou seja, ψ(z) = z),
então σmin > 0 é mantido se todas as observações de treinamento forem linearmente
independentes no espaço polinomial de grau ñd, ou seja,

{[xi,1, x2i,1, · · · , x
ñd
i,1, · · · , xi,n, x2i,n, · · · , x

ñd
i,n]}Ni=1

são linearmente independentes, onde ñd = (nd − 1)2.

Reproduzimos a Premissa 2 do trabalho de GAO e TAN (2025). A Premissa 2 é
importante já que posteriormente definimos limites a partir de derivadas de segunda
ordem da nossa função.

Premissa 2 Assuma que a função de transformação ϕ é suave e uniformemente
limitada em R, e tem derivadas de primeira e segunda ordem limitadas. Além disso,
assuma que as funções-base {bk}nd

k=1 e as suas derivadas até a segunda ordem são
uniformemente limitadas sobre a imagem de ψ.

O Lema 2 mostra que, com a inicialização NTK, o nosso erro inicial é controlado.
E que isso vale tanto para o erro inicial global quanto para os erros iniciais de cada
cliente. Não seria muito útil se conseguíssemos garantir a convergência do algoritmo,
mas o valor dos erros iniciais pudesse explodir.

Lema 2 Com probabilidade de pelo menos 1 − δ sobre a inicialização, L(0) ≲

log
(
N
δ

)
e Li(0) ≲ log

(
N
δ

)
.

Já o Lema 3 mostra que uma matriz Gram inicial qualquer G(0), com alta proba-
bilidade, está suficientemente próxima da esperança G∞ para ser também positiva-
mente definida. Mostramos que as matrizes Gram iniciais locais Gi(0) também são
positivamente definidas. A condição para isso é que m seja suficientemente grande.

Lema 3 Sob as Premissas 1 e 2, e sob a condição que

m ≳
n4
dn

2

σ2
min

log

(
N

δ

)
·
(
1 +

1

n2
d

(
log

m

δ

)2)
,
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com probabilidade de pelo menos 1− δ sobre a inicialização de a e c, temos

∥G(0)−G∞∥2 ≤
σmin

8
(5.19)

e

∥Gi(0)−G∞
i ∥2 ≤

σmin

8
, (5.20)

onde Gi(0) são as matrizes Gram iniciais de cada cliente i e G∞
i são as esperanças

dessas matrizes em relação à inicialização.

Por sua vez, o Lema 4 define as vizinhanças, ao redor dos parâmetros iniciais
a(0) e c(0), dentro das quais os nossos parâmetros devem ficar, durante os passos
locais em cada cliente e após a agregação, para que nossa matriz G(t, k) se mantenha
próxima de G(0), controlando o ruído gerado pela evolução do modelo.

Lema 4 Sob as Premissas 1 e 2, existem limites Ra > 0, Rc > 0 e Mc > 0, tal
que se ∥a(t, k)− a(0)∥2 ≤ Ra, ∥c(t, k)− c(0)∥2 ≤ Rc e ∥c(t, k)q∥2 ≤ Mc para todo
q ∈ [m], e

Ra ≲
σmin

√
m

n
5/2
d n3/2M2

c

, e Rc ≲
σmin

√
m

n2
dnMc

.

então
∥G(t, k)−G(0)∥2 ≤

σmin

8
.

O Lema 5 mostra que, se, no início de uma rodada global, estivermos com os
parâmetros a(t, 0) e c(t, 0) dentro das vizinhanças, então, ao longo dos passos locais e
após a agregação dessa rodada, os parâmetros continuarão dentro dessas vizinhanças,
desde que m seja suficientemente grande e que a convergência local e global do erro
sejam confirmadas.

Lema 5 Sob as Premissas 1 e 2, e se

m ≳ N · n
5
dn

3

σ4
min

(
1 +

1

n2
d

(
log

m

δ

)2)
·
(
log

N

δ

)
,

∥s(τ, 0)∥2 ≤
(
1− ηgηlK · σmin

2

)τ
· ∥s(0)∥2 ,

∥s(τ, k)∥2 ≤ ∥s(τ, 0)∥2 ,

∥a(τ)− a(0)∥2 ≤ Ra,

∥c(τ)− c(0)∥2 ≤ Rc,

∥cq(τ)∥2 ≤Mc,

para todo q ∈ [m], para todos os clientes i ∈ [I] e 0 ≤ τ ≤ t, então

∥ai(τ, k)− a(0)∥2 ≤ Ra, ∥ci(τ, k)− c(0)∥2 ≤ Rc,
∥∥ciq(τ, k)∥∥2 ≤Mc,
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e, após a agregação,

∥a(t+ 1)− a(0)∥2 ≤ Ra, ∥c(t+ 1)− c(0)∥2 ≤ Rc, ∥cq(t+ 1)∥2 ≤Mc

para todo q ∈ [m], onde Ra, Rc, e Mc são como definidos no Lema 4.

Em seguida, no Lema 6 provamos que o erro local converge também durante o
k passos locais que ocorrem em cada cliente dentro de uma rodada global. Isso é
importante para garantir que o Lema 5 é válido ao longo do FedAvg e para a validade
do próximo lema também.

Lema 6 Sob as Premissas 1 e 2, sob a condição que ∥s(t)∥2 ≤ ∥s(0)∥2, e sob a
condição que

m ≳ N · n
5
dn

3

σ4
min

(
1 +

1

n2
d

(
log

m

δ

)2)
·
(
log

N

δ

)
,

então com probabilidade 1 − δ em relação à inicialização, o gradiente descendente
local (Equações 5.9 e 5.10) satisfaz, para toda rodada global t ≥ 0, toda rodada local
k ≥ 0 e todo cliente i,

Li(t, k) ≤
(
1− ηl

σmin

2

)k
Li(t, 0),

onde 0 < ηl ≲ 1
σmax

.

No Lema 7, mostramos que assim como o ruído do modelo do Lema 4, o ruído ge-
rado pela evolução do erro local (local drift) também é controlado e não compromete
a convergência do erro global.

Lema 7 Sob as Premissas 1 e 2, e sob a condição que

m ≳ N · n
5
dn

3

σ4
min

(
1 +

1

n2
d

(
log

m

δ

)2)
·
(
log

N

δ

)
,

então com probabilidade 1 − δ em relação à inicialização, temos, para toda rodada
global t ≥ 0 e toda rodada local k ≥ 0,

∥G(0)∥2 ∥s(t, k)− s(t, 0)∥2 ≤
σmin

8
∥s(t, 0)∥2 ,

desde que

Kηl ≲
σmin

σ2
maxN

.

.
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Por fim, no Lema 8, controlamos a última fonte de ruído: o erro de discretização,
que surge quando fazemos uma aproximação de primeira ordem (linear) do erro de
predição s.

Lema 8 Seja χi(τ) o erro da aproximação de primeira ordem na i-ésima observa-
ção, definido como

χi(τ) := si(τ+1)− si(τ)−
〈
∂si(τ)

∂a
, a(τ + 1)−a(τ)

〉
−
〈
∂si(τ)

∂c
, c(τ + 1)− c(τ)

〉
, (5.21)

e seja χ(τ) = [χ1(τ), · · · , χN(τ)]
⊤ ∈ RN . Sob as Premissas 1 e 2, se

m ≳
η2gη

2
lK

2n4
dn

2M2
cL(0)

σ2
min

se ∥a(τ)− a(0)∥2 ≤ Ra, ∥c(τ)− c(0)∥2 ≤ Rc e ∥cq(τ)∥2 ≤Mc com q ∈ [m], então

∥χ(t)∥2 ≤ ηgηlK
σmin

8
∥s(t)∥2.

Assim, como garantimos as condições iniciais e também mostramos que elas se
mantêm ao longo do FedAvg e que os ruídos ficam controlados, então, por indução
chegamos ao Teorema 1, provando o decaimento exponencial da função de perda.

Teorema 1 Sob as Premissas 1 e 2, e sob a condição que

m ≳ N · n
5
dn

3

σ4
min

(
1 +

1

n2
d

(
log

m

δ

)2)
·
(
log

N

δ

)
, (5.22)

então com probabilidade de pelo menos 1 − δ sobre a inicialização, o FedAvg (com
participação completa dos clientes e gradiente descendente full batch em cada cliente
– Equações 5.11 e 5.12) satisfaz

L(t) ≤
(
1− ηgηlK

σmin

2

)t
L(0), (5.23)

onde exigimos 0 < ηlK ≲ σmin

σ2
maxN

e 0 < ηgηlK ≲ 1.
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Capítulo 6

Discussão

Estabelecemos o primeiro limite teórico para a convergência do erro de treinamento
da otimização federada de KANs, usando FedAvg, no regime NTK, corroborando re-
sultados empíricos anteriores que apontavam para esse comportamento em diferentes
configurações.

Enquanto o limite para MLPs derivado pelo FL-NTK (HUANG et al. (2021))
exige uma dependência quártica da largura da camada oculta em relação ao nú-
mero de observações (m ∼ N4), nosso limite impõe apenas uma dependência linear
(m ∼ N). No entanto, por conta de diferenças na arquitetura considerada, nosso
limite impõe uma dependência quíntica em relação ao número de funções de base
m ∼ n5

d e cúbica em relação à dimensão de entrada (m ∼ n3). É esperado que o
N seja muito maior do que nd e n, entretanto, para alguns tipos de dados, como
pixels de imagens em alta definição, é possível que n alcance um valor significativo.
Novamente, como nenhum dos dois é um limite comprovadamente justo, é difícil
estabelecer uma comparação definitiva. O trabalho de SONG et al. (2023), que
analisa a convergência de MLPs federadas e superparametrizadas usando uma abor-
dagem diferente do NTK, também estabelece um limite que depende linearmente de
N . O que é inegável é que as propriedades das KANs aqui estudadas, no que tange
principalmente a Premissa 2 e o comportamento controlado das funções de ativação
e transformação, simplificam muito a análise do tipo NTK. Sabendo, pelo estudo
de WANG et al. (2025), que é possível representar KANs como MLPs e vice-versa,
as KANs, podem se tornar uma importante ferramenta para estudo de dinâmicas
de aprendizado de máquina no geral. Um exemplo muito claro é na investigação de
métodos de segunda ordem, como feito em BISCHOFF et al. (2021), já que o cálculo
das hessianas pode ser feito de maneira exata e barata para KANs com funções de
ativação bem comportadas.

Por outro lado, comparado com o limite derivado por GAO e TAN (2025) para o
gradiente descendente (GD) com KANs, o nosso limite para m no FedAvg introduz
uma dependência linear em relação ao número de observações (m ∼ N) que não
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existe no caso centralizado, onde a dependência é logarítmica m ∼ logN . Enquanto
no caso centralizado essa dependência logarítmica se origina no Lema 2, que limita
o erro inicial global, no caso federado, a dependência linear surge da incerteza que se
tem a respeito dos erros locais no início de cada rodada. Sabemos que o erro de cada
cliente converge ao longo dos passos locais do GD, no entanto, após uma agregação
pode ser que o erro tenha aumentado por influência dos outros clientes. Ou seja,
mesmo que juntando todos os dados tenhamos Li(t + 1, 0) ≤ Li(t, 0), para algum
cliente i podemos ter Li(t + 1, 0) > Li(t, k). Dessa forma, temos que estabelecer
um limite superior para o erro local de cada cliente que incorre em m ∼ N . Outra
desvantagem é que também restringimos o tamanho do nosso passo local, que passa
a depender inversamente do número de observações (ηl ∼ 1

N
). De novo, como os

limites não são justos é difícil garantir que isso represente uma dificuldade estrutural
imposta pela federação.

6.1 Limitações e Trabalhos Futuros

Este trabalho se aproveitou de funções de ativação que ofereciam uma análise si-
milar e simplificada. No entanto, existe uma miríade de variações de KAN com
outras ativações (incluindo a KAN original baseada em B-Splines) cuja convergên-
cia merece ser investigada. Apesar de as B-splines aparentemente obedecerem às
condições exigidas pelas premissas na análise de GAO e TAN (2025) e usadas neste
trabalho, ainda é necessário garantir a observância dessas condições nos pontos de
encontro entre as funções-base, para que as Spline-KANs possam ser incluídas neste
resultado. Além disso, ficam as questões: será que é possível desenvolver uma prova
generalizada para diferentes funções de ativação? As funções de ativação influen-
ciam os contextos centralizados e federados da mesma forma? Existem funções de
ativação mais apropriadas para o contexto federado?

Já que a família de KANs estudada permite um cálculo de derivadas de maneira
mais simples do que nas MLPs, será que é possível expandir a análise de convergência
para otimizações baseadas em derivadas de segunda ordem como a L-BFGS (LIU e
NOCEDAL (1989)), que na prática já é método implementado na biblioteca de LIU
et al. (2024a)? Será que, nessas otimizações, as aparentes vantagens de convergência
das KANS sobre as MLPs se tornarão mais claras? Será que isso poderia gerar uma
economia de rodadas de comunicação significativa em aprendizado federado?

Neste trabalho e nos outros baseados na análise NTK, os limites obtidos para
a largura da rede que garantem a convergência não são justos, o que impede uma
comparação direta entre KANs e MLPs federadas ou entre KANs centralizadas e
federadas. Além disso, para facilitar a análise de convergência, escolhemos um arqui-
tetura relativamente simples de regressão com saída unidimensional. No entanto, é
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preciso verificar se as técnicas já existentes de expansão da análise NTK para outras
arquiteturas (como em redes de múltiplas camadas, convolucionais, transformers)
podem ser adaptadas para as KANs. Indo além do próprio regime NTK e, consi-
derando que a o potencial da expressividade não-linear das KANs para representar
features é um dos seus atrativos, é preciso analisar a convergência desses modelos
quando os seus parâmetros fogem das vizinhanças do treinamento preguiçoso e pas-
sam a criar representações internas dos dados de entrada, assim como é feito para
MLPs na análise de HUANG et al. (2024).

Outros caminhos para exploração futura são estender a prova aqui desenvolvida
para o uso de SGD no treinamento local de clientes, analogamente à análise do SGD
centralizado de GAO e TAN (2025). Por outro lado, por mais que tenhamos provado
que o erro de treinamento converge para zero, também falta uma prova teórica para
a generalização das KANs federadas no regime NTK em relação aos dados de teste,
de maneira similar ao que foi feito para MLPs por HUANG et al. (2021). Além
disso, existem também as dificuldades clássicas investigadas em trabalhos teóricos
de aprendizado federado, como a participação parcial de clientes ou heterogeneidade
de dispositivos (WANG et al. (2021)).

Por fim, visando a adoção das KANs em contexto práticos de aprendizado fede-
rado, é necessário ir além das análises puramente teóricas e avaliá-las também sob
uma lente mais sistêmica, simulando ambientes federados (cross-device e cross-silo)
e coletando métricas como tempo real de execução (wall-clock time) e uso de me-
mória. Como as KANs são modelos mais novos e que não aproveitam o hardware
das placas de vídeo de maneira tão otimizada quanto as MLPs, o consenso é de que
elas demoram mais no treinamento e inferência. No entanto, será que as melhorias
publicadas desde a proposta original das KANs e a aparente vantagem teórica de
convergência poderiam justificar a substituição das MLPs por esses novos modelos
em alguma aplicação de aprendizado federado? No mínimo as KANs oferecem um
potencial único de interpretabilidade, mas pode ser que ofereçam algo em termo de
eficiência também.
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Capítulo 7

Conclusão

Neste trabalho, adaptamos análises, baseadas no NTK, para KANs centralizadas e
MLPs federadas, para chegar na primeira prova teórica da convergência de KANs
em aprendizado federado, corroborando os inúmeros resultados empíricos anteriores.

Demonstramos que o FedAvg, algoritmo federado clássico, converge quando te-
mos uma KAN com camada oculta suficientemente larga, com dependência linear
(N) em relação ao número de observações. Mesmo introduzindo novas dependências
em relação ao número de funções de base e à dimensão dos dados de entrada, isso
constitui um avanço significativo em comparação com o resultado federado mais pró-
ximo, que também utilizou a abordagem NTK para investigar MLPs, mas garantia
convergência apenas com uma camada oculta de largura quártica (N4).

Apesar de não ser possível afirmar uma superioridade definitiva das KANs em re-
lação às MLPs, já que os limites comparados não são exatos, o limite aparentemente
mais favorável das KANs no regime NTK demonstra, no mínimo, uma facilidade
maior em se analisar esse tipo de rede para esse cenário.

Entendemos que este constitui um primeiro passo rumo a uma análise mais
profunda do comportamento das KANs. Em trabalhos futuros esperamos que uma
diversidade maior de arquiteturas de KANs e de contextos federados possam ser
analisados. Em suma, acreditamos que este resultado traz ainda mais confiança
para as KANs constituirem uma alternativa viável para problemas federados, com
grande potencial em relação à eficiência de parâmetros e à interpretabilidade.
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Apêndice A

Provas completas

Na Seção A.1 apresentamos uma tabela com as notações utilizadas e respectivas
dimensões. Já na Seção A.2 apresentamos a prova principal do Teorema 1, enquanto
na Seção A.3 desenvolvemos as provas dos lemas auxiliares.

A.1 Notação e dimensões

Notação Dimensão Significado
N N #Observações
j [N ] O seu índice
T N #Rodadas de Comunicação
t [T ] O seu índice
K N #Passos locais
k [K] O seu índice
I N #Clientes
i [I] O seu índice
Ni N #Observações do cliente i
n N Dimensão da entrada
m N Dimensão da camada oculta
s(t) RN Erro de predição global em (t, 0)
s(t, k) RN Erro de predição global em (t, k)
si(t, k) RNi Erro de predição do cliente i em (t, k)
si,j(t, k) R Erro de predição da observação j do cliente i em (t, k)

Tabela A.1: Resumo das notações utilizadas nas provas
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A.2 Prova Principal

Na equação principal, juntamos a formulação de GAO e TAN (2025) para s(t + 1)

com a decomposição feita para o termo C1 das equações de HUANG et al. (2021):

∥s(t+ 1)∥2 = ∥s(t+ 1)− s(t) + s(t)∥2

≤
∥∥∥∥〈∂s(t)∂a

, a(t+ 1)− a(t)

〉
+

〈
∂s(t)

∂c
, c(t+ 1)− c(t)

〉
+ χ(t) + s(t)

∥∥∥∥
2

≤

∥∥∥∥∥− ηgηl

〈
∂s(t)

∂a
,
∑
i∈I

∑
k∈K

pi
∂Li(t, k)

∂a

〉

− ηgηl

〈
∂s(t)

∂c
,
∑
i∈I

∑
k∈K

pi
∂Li(t, k)

∂c

〉
+ χ(t) + s(t)

∥∥∥∥∥
2

≤

∥∥∥∥∥−ηgηl∑
k∈K

[G(t, k)s(t, k)] + χ(t) + s(t)

∥∥∥∥∥
2

≤

∥∥∥∥∥s(t)− ηgηl
∑
k∈K

[(G(t, k)−G(0))s(t, k)+

G(0)(s(t, k)− s(t)) +G(0)s(t)] + χ(t)

∥∥∥∥∥
2

≤

∥∥∥∥∥(I − ηgηlKG(0))s(t)− ηgηl
∑
k∈K

[(G(t, k)−G(0))s(t, k)+

G(0)(s(t, k)− s(t))] + χ(t)

∥∥∥∥∥
2

≤∥(I − ηgηlKG(0))∥2 ∥s(t)∥2 + ηgηl
∑
k∈K

[∥(G(t, k)−G(0))∥2 ∥s(t, k)∥2

+ ∥G(0)∥2 ∥(s(t, k)− s(t))∥2] + ∥χ(t)∥2

Olhando para a última linha, ficam claras as lacunas que temos que preencher. Para
definir uma desigualdade em relação a s(t) temos que definir limites superiores para:

1. ∥I − ηgηlKG(0)∥2

2. ∥G(t, k)−G(0)∥2

3. ∥s(t, k)∥2

4. ∥G(0)∥2 ∥s(t, k)− s(t)∥2

5. ∥χ∥2.

Além disso também precisamos provar que as propriedades da inicialização descritas
pelos Lemas 2 e 3 de GAO e TAN (2025) são válidas para os modelos locais além
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do global. Esses lemas se referem respectivamente aos erros iniciais global L(0) e
dos clientes Li(0) e às matrizes Gram iniciais (global e locais) serem positivamente
definidas). Resumindo, precisamos definir limites para os termos de 1 a 5 e mostrar
que as propriedades de inicialização do caso centralizado também valem para o nosso
caso federado.

Para facilitar a comparação com outros trabalhos é nesta equação que queremos
chegar, adaptando nossos limites para m, ηl, ηg e K conforme for necessário:

L(t) ≤ (1− ηgηlλK

2N
)t · L(0).

A.3 Provando lemas e limitando termos

A.3.1 Lema 2 - Limite para os erros iniciais L(0) e Li(0)

Pelo Lema 2 de GAO e TAN (2025), sabemos que, com probabilidade de pelo menos
1− δ em relação à inicialização, temos:

L(0) ≲
(
log

N

δ

)
.

Como cada cliente possuí apenas uma partição Ni do conjunto completo de dados,
formado por N observações, então para qualquer cliente, ou seja, ∀i ∈ I:

Ni ≤ N

log
Ni

δ
≤ log

N

δ

Assim, aplicando o Lema 2 de GAO e TAN (2025) ao erro local inicial de cada
cliente e seu respectivo conjunto de dados:

Li(0) ≲ log
Ni

δ

Li(0) ≲ log
N

δ

A.3.2 Lema 3 - Matrizes Gram iniciais G(0) e Gi(0) são posi-

tivamente definidas

Pelo Lema 3 de GAO e TAN (2025) sabemos que, sob as Premissas 1 e 2 e a condição
que

m ≳
n4
dn

2

σ2
min

log

(
N

δ

)
·
(
1 +

1

n2
d

(
log

m

δ

)2)
,
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com probabilidade 1 − δ em relação à inicialização, a seguinte relação vale para o
conjunto de dados completo:

∥G(0)−G∞∥2 ≤
σmin

8

E explorando a prova desse lema, contida na seção C do Apêndice de GAO e TAN
(2025), também temos a seguinte relação para cada entrada da matriz Gram global:

∣∣Gu,v(0)−G∞
u,v

∣∣ ≤ σmin

8N
, ∀u, v ∈ [N ].

Quando vamos para as matrizes Gram locais iniciais Gi(0), o coeficiente ligado ao
número de observações muda, como se multiplicássemos os dois lados da equação
por um fator de correção. Além disso a relação continua valendo apenas para as
entradas com índice (u, v) da matriz completa tal que u, v ∈ Si, onde Si é o conjunto
de observações do cliente i. De maneira mais geral, as matrizes Gi(0) são quase
submatrizes principais de G(0), porém com os coeficients trocados. O mesmo
vale para G∞

i e G∞. Assim temos

N

Ni

·
∣∣Gu,v(0)−G∞

u,v

∣∣ ≤ σmin

8N
· N
Ni∣∣∣Giu,v(0)−G∞

iu,v

∣∣∣ ≤ σmin

8Ni

.

Estendendo esse limite superior para a matriz inteira temos:

∥Gi(0)−G∞
i ∥2 ≤ Ni ·

σmin

8Ni

∥Gi(0)−G∞
i ∥2 ≤

σmin

8
.

Ni

N
G∞

i é efetivamente uma submatriz principal de G∞, logo, pelo teorema de en-
trelace de Cauchy e pela Premissa 1 sabemos que

0 < λmin(G
∞) ≤ Ni

N
λmin(G

∞
i ) ≤ λmin(G

∞
i ).

Dessa forma podemos afirmar que G∞
i é positivamente definida para qualquer cliente

i.
Sendo σimin

:= λmin(G
∞
i ), temos σmin ≤ Ni

N
σimin

≤ σimin
e

∥Gi(0)−G∞
i ∥2 ≤

σmin

8
≤ σimin

8
.

Como a diferença entre Gi(0) e G∞
i é menor do que o menor autovalor de G∞

i ,
podemos afirmar que Gi(0) é positivamente definida, assim como G∞

i é por definição.
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A.3.3 Limite para ∥I − ηgηlKG(0)∥2
Pelas propriedades de autovetores e autovalores, sabemos que os autovalores da
matriz são:

λ(I − ηgηlKG(0)) = 1− ηgηlKλ(G(0))

Para facilitar a análise, seguindo os passos de GAO e TAN (2025), vamos escolher
taxas de aprendizado ηg e ηl de forma que a matriz I−ηgηlKG(0) seja positivamente
semi-definida (PSD). Isso significa que o seu menor autovalor deve ser maior ou igual
a zero. O menor autovalor da matriz I − ηgηlKG(0) corresponde ao autovalor em
que a subtração é feita com o maior autovalor de G(0). Ou seja

λmin(I − ηgηlKG(0)) = 1− ηgηlK ∥G(0)∥2 ,

e precisamos que

1− ηgηlK ∥G(0)∥2 ≥ 0.

Pelo nosso Lema 3 sabemos que

∥G(0)−G∞∥2 ≤
σmin

8
,

logo, usando a desigualdade triangular:

∥G(0)∥2 = ∥G(0)−G∞ +G∞∥2
∥G(0)∥2 ≤ ∥G(0)−G∞∥2 + ∥G∞∥2
∥G(0)∥2 ≤

σmin

8
+ σmax

∥G(0)∥2 ≤
9σmax

8
.

Substituindo na nossa fórmula para o menor autovalor de I − ηgηlKG(0):

1− ηgηlK(
9σmax

8
) ≥ 0

ηgηlK ≤ 8

9σmax

ηgηlK ≲
1

σmax

Agora que garantimos que I − ηgηlKG(0) é PSD, podemos afirmar o seguinte:

∥I − ηgηlKG(0)∥2 = 1− ηgηlKλmin(G(0))

Para descobrir λmin(G(0)), também usamos o limite do Lema 3. Sabendo que nossas
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matrizes G(0) e G∞ são simétricas, a desigualdade de Weyl afirma que

λmin(G
∞) + λmin(G(0)−G∞) ≤ λmin(G(0)).

Já que, pela definição da norma espectral,

|λmin(G(0)−G∞)| ≤ ∥G(0)−G∞∥2,

então

λmin(G(0)−G∞) ≥ −∥G(0)−G∞∥2.

Aproveitando esse resultado na desiguladade de Weyl, temos

λmin(G
∞)− ∥G(0)−G∞∥2 ≤ λmin(G(0))

σmin −
σmin

8
≤ λmin(G(0))

7σmin

8
≤ λmin(G(0)).

Aplicando esse limite para λmin(G(0)) no nosso limite original, teremos

∥I − ηgηlKG(0)∥2 ≤ 1− ηgηlK(
7σmin

8
),

com a condição que ηgηlK ≲ 1
σmax

.

A.3.4 Lema 4 - Limite para ∥G(t, k)−G(0)∥2
O Lema 4 de GAO e TAN (2025) define que, sob as Premissas 1 e 2, existem Ra > 0,
Rc > 0 e Mc > 0, tal que, se ∥a(t)− a(0)∥2 ≤ Ra, ∥c(t)− c(0)∥2 ≤ Rc e ∥cq∥2 ≤Mc

para todo q ∈ [m], então
∥G(t)−G(0)∥2 ≤

σmin

8
.

Por que não podemos reaproveitar esse lema para o caso federado?
Porque ele assume que a matriz Gram G(t) é simétrica. Nossa matriz G(t, k) é
assimétrica (já que é formada pelo produto entre derivadas diferentes, uma do erro
de predição do modelo global no instante (t, 0), a outra do erro de predição dos
modelos locais, no instante (t, k), seguindo a construção proposta por HUANG et al.
(2021)).

No entanto, apesar de essas diferenças mudarem a construção do lema, a assime-
tria não impacta nosso resultado final, que é similar ao do Lema 4 de GAO e TAN
(2025), já que continuamos explorando o limite de Lipschitz das funções internas
das KANs.
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O Teorema do Valor Médio (TVM) define que f(b)− f(a) = f ′(c) · (b− a), para
pelo menos um ponto c ∈ [a, b]. Usamos isso para definir um limite f(b) − f(a) ≤
Fc · (b−a), onde f ′(c) ≤ Fc, ∀c ∈ [a, b]. Na prova do Lema 4 de GAO e TAN (2025),
o TVM é aplicado para Gu,v(a(t), c(t)), onde as variáveis independentes são a e c.
Nesse caso os parâmetros variam de a(0) e c(0) até a(t) e c(t), respectivamente:

|Gu,v(t)−Gu,v(0)| ≤

∣∣∣∣∣
m∑
q=1

〈
∂Gu,v

∂aq
, aq(t)− aq(0)

〉
+

〈
∂Gu,v

∂cq
, cq(t)− cq(0)

〉∣∣∣∣∣
Ou seja, assumimos que Gu,v é uma função contínua e derivável e quem varia é a
e c. O problema é que no caso federado, não é apenas uma variação de a(0) até
a(t) e c(0) até c(t). Olhando apenas para a para facilitar, a matriz assimétrica é
composta de 2 partes: ∂s(t,0)

∂a
e ∂s(t,k)

∂a
. Assim, para cada uma dessas partes, temos

uma variação de parâmetros diferente: na parte global, a variação é a(t, 0) − a(0),
já na parte local a variação é a(t, k)− a(0).

Podemos dividir o problema em dois intervalos de tempo diferentes (0, 0) −→
(t, 0) −→ (t, k). No primeiro intervalo, podemos aplicar o Lema 4 de GAO e TAN
(2025) para limitar |Gu,v(t, 0) − Gu,v(0, 0)|, já que de (0, 0) a (t, 0), a matriz se
mantém simétrica. Já no segundo intervalo, referente a |Gu,v(a(t, k), c(t, k)) −
Gu,v(a(t, 0), c(t, 0))|, a matriz se torna assimétrica: enquanto as derivadas globais
∂s(t,0)
∂aq

se mantêm constantes porque elas dependem apenas de t, as derivadas locais
∂s(t,k)
∂aq

são afetadas pela variação de a(t, 0) até a(t, k).
Antes dos detalhes, uma intuição da nossa prova: o desenvolvimento de um limite

para ∥G(t, k)−G(t, 0)∥2 é similar ao limite para ∥G(t)−G(0)∥2 do Lema 4 de GAO
e TAN (2025), fazendo com que nosso limite ∥G(t, k)−G(0)∥2 seja similar também.
O argumento é que no Lema 4 de GAO e TAN (2025) temos α · β, onde α = ∂su(t)

∂a
e

β = ∂sv(t)
∂a

. Como ambos os termos variam junto com a nossa variável a(t), usamos
a regra da cadeia: (α · β)′ = α′β + αβ′. Vale notar que independentemente da
observação u ou v, por conta dos limites sobre as funções de ativação e transformação
das KANs, o limite superior para α′ e β′ é o mesmo. Já no nosso caso federado, no
intervalo de (t, 0) até (t, k) temos α = ∂su(t,0)

∂a
e β = ∂sv(t,k)

∂a
, onde α é um coeficiente

fixo e apenas β varia. Portanto, (α · β)′ = αβ′. Por isso teremos limites que, ao
desconsiderarmos os coeficientes, serão equivalentes, já que o limite para as derivadas
de α e β também são os mesmos aqui. Para o parâmetro c a análise é análoga.

Esta vai ser a desigualdade, baseado no Teorema do Valor Médio, para desenvol-
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ver o limite das vizinhanças ∥aq − aq(0)∥2 e ∥cq − cq(0)∥2:

|Gu,v(t)−Gu,v(0)| ≤

∣∣∣∣∣
m∑
q=1

〈
∂Gu,v

∂aq
, aq − aq(0)

〉
+

〈
∂Gu,v

∂cq
, cq − cq(0)

〉∣∣∣∣∣
≤

m∑
q=1

∥∥∥∥∂Gu,v

∂aq

∥∥∥∥
2

· ∥aq − aq(0)∥2 +
∥∥∥∥∂Gu,v

∂cq

∥∥∥∥
2

· ∥cq − cq(0)∥2 .

Primeiro, vamos definir limites para
∥∥∥∂Gu,v

∂aq

∥∥∥
2

e
∥∥∥∂Gu,v

∂cq

∥∥∥
2
. Vamos começar pelos

termos S e Q, produto das derivadas relativas a a e c respectivamente, seguindo
uma estratégia inspirada na prova para o Lema 4 de GAO e TAN (2025). Temos

Su,v =

〈
∂su(t, 0)

∂a
,
∂sv(t, k)

∂a

〉
=

m∑
q=1

n∑
p=1

nd∑
d=1

∂su(t, 0)

∂ap,q,d
· ∂sv(t, k)
∂ap,q,d

=
1

mN

m∑
q=1

n∑
p=1

nd∑
d=1[

nd∑
d2=1

cq,d2
(
b′d2 ◦ ϕ · ϕ′)( n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xu,p1)

)
· bd(xu,p)

]

·

[
nd∑

d2=1

cq,d2
(
b′d2 ◦ ϕ · ϕ′)( n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xv,p1)

)
· bd(xv,p)

]
.

Vamos simplicar a parte que não depende da variação de k, ou seja, a parte que vem
do modelo global, chamando de γ. Se

γp,q,d =

[
nd∑

d2=1

cq,d2
(
b′d2 ◦ ϕ · ϕ′)( n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xu,p1)

)
· bd(xu,p)

]
,

então

Su,v =
1

mN

m∑
q=1

n∑
p=1

nd∑
d=1

γp,q,d

·

[
nd∑

d2=1

cq,d2
(
b′d2 ◦ ϕ · ϕ′)( n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xv,p1)

)
· bd(xv,p)

]
.

Essa simplificação vai facilitar o desenvolvimento das derivadas em relação aos com-
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ponentes de a(t, k).

∂Su,v

∂ap,q,d(t, k)
=

1

mN

n∑
p2=1

nd∑
d3=1

γp2,q,d3·[
nd∑

d2=1

cq,d2
(
b′′d2 ◦ ϕ · ϕ′2)( n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xv,p1)

)
· bd3(xv,p)bd(xv,p2)

+cq,d2
(
b′d2 ◦ ϕ · ϕ′′)( n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xv,p1)

)
· bd3(xv,p)bd(xv,p2)

]

No final das contas, a derivação segue a mesma forma:∣∣∣∣ ∂Su,v

∂ap,q,d(t, k)

∣∣∣∣ ≲ n2
dn

mN
∥cq∥22 , (A.1)

logo, ∥∥∥∥ ∂Su,v

∂aq(t, k)

∥∥∥∥
2

≲
n
5/2
d n3/2

mN
∥cq∥22 . (A.2)

Agora vamos derivar S em relação a c(t, k).

∂Su,v

∂cq,d(t, k)
=

1

mN

n∑
p2=1

nd∑
d3=1

γp2,q,d3 · (b′d ◦ ϕ · ϕ′)

(
n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xv,p1)

)
bd3(xv,p2).

Reorganizando a equação acima temos∣∣∣∣ ∂Su,v

∂cq,d(t, k)

∣∣∣∣ ≲ n
3/2
d n

mN
∥cq∥2 , (A.3)

e, logo, ∥∥∥∥ ∂Su,v

∂cq(t, k)

∥∥∥∥
2

≤ n2
dn

mN
∥cq∥2 . (A.4)

Agora olhando para o termo Q:

Qu,v =

〈
∂su(t, 0)

∂c
,
∂sv(t, k)

∂c

〉
=

m∑
q=1

nd∑
d=1

∂su(t, 0)

∂cq,d
· ∂sv(t, k)

∂cq,d

=
1

mN

m∑
q=1

nd∑
d2=1

bd2

(
ϕ

(
n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xu,p1)

))

· bd2

(
ϕ

(
n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xv,p1)

))
.

Para facilitar a derivação, vamos simplificar o termo que depende apenas de s(t, 0),
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rebatizando de ρ. Se

ρq,d2 = bd2

(
ϕ

(
n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xu,p1)

))
,

então

Qu,v =
1

mN

m∑
q=1

nd∑
d2=1

ρq,d2 · bd2

(
ϕ

(
n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xv,p1)

))
.

Assim, temos

∂Qu,v

∂ap,q,d(t, k)

=
1

mN

nd∑
d2=1

ρq,d2 ·
(
b′d2 ◦ ϕ · ϕ′)( n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xv,p1)

)
· bd(xv,p),

e
∂Qu,v

∂cq,d(t, k)
= 0.

Dessa forma, obtemos ∣∣∣∣ ∂Qu,v

∂ap,q,d(t, k)

∣∣∣∣ ≲ nd

mN
,

e, logo, ∥∥∥∥ ∂Qu,v

∂aq(t, k)

∥∥∥∥
2

≲
n
3/2
d n1/2

mN
, e

∥∥∥∥ ∂Qu,v

∂cq(t, k)

∥∥∥∥
2

= 0.

Já que Gu,v = Su,v +Qu,v, temos∥∥∥∥ ∂Gu,v

∂aq(t, k)

∥∥∥∥
2

≲
n
5/2
d n3/2

mN
∥cq∥22 , e

∥∥∥∥ ∂Gu,v

∂cq(t, k)

∥∥∥∥
2

≤ n2
dn

mN
∥cq∥2 .
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Sintetizando os resultados acima, ficamos com

|Gu,v(t, k)−Gu,v(t, 0)| ≤

∣∣∣∣∣
m∑
q=1

〈
∂Gu,v

∂aq(t, k)
, aq(t, k)− aq(t, 0)

〉

+

〈
∂Gu,v

∂cq(t, k)
, cq(t, k)− cq(t, 0)

〉 ∣∣∣∣∣
≤

m∑
q=1

∥∥∥∥ ∂Gu,v

∂aq(t, k)

∥∥∥∥
2

· ∥aq(t, k)− aq(t, 0)∥2

+

∥∥∥∥ ∂Gu,v

∂cq(t, k)

∥∥∥∥
2

· ∥cq(t, k)− cq(t, 0)∥2

≲
m∑
q=1

n
5/2
d n3/2

mN
∥cq∥22 · ∥aq(t, k)− aq(t, 0)∥2

+
n2
dn

mN
∥cq∥2 · ∥cq(t, k)− cq(t, 0)∥2

≲
n
5/2
d n3/2

√
mN

M2
c ·Ra +

n2
dn√
mN

Mc ·Rc.

Seja
n
5/2
d n3/2

√
mN

M2
c ·Ra +

n2
dn√
mN

Mc ·Rc ≲
σmin

16N
,

tal que |Gu,v(t, k)−Gu,v(t, 0)| ≤ σmin

16N
. De maneira equivalente, exigimos que

Ra ≲
σmin

√
m

n
5/2
d n3/2M2

c

, e Rc ≲
σmin

√
m

n2
dnMc

.

Dessa forma,
∥G(t, k)−G(t, 0)∥2 ≤ N · σmin

16N
≤ σmin

16
.

Agora vamos sintetizar nosso desenvolvimento acima com os resultados do Lema
4 de GAO e TAN (2025), aproveitando que os limites são assimptóticos para mani-
pular os coeficientes:

∥G(t, k)−G(0)∥2 ≤ ∥G(t, k)−G(t, 0)∥2 + ∥G(t)−G(0)∥2 ,

logo, sob as Premissas 1 e 2 e considerando os limites Ra > 0, Rc > 0 e Mc > 0

definidos anteriormente e unificando as vizinhanças locais e globais, basta termos
∥ai(t, k)− a(0)∥2 ≤ Ra, ∥ci(t, k)− c(0)∥2 ≤ Rc e ∥cqi(t, k)∥2 ≤Mc para todo q ∈ [m]
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e todo cliente i ∈ I, para que

∥G(t, k)−G(0)∥2 ≤
σmin

16
+
σmin

16

∥G(t, k)−G(0)∥2 ≤
σmin

8
.

A.3.5 Lema 5 - Mostrando que os pesos se mantêm nas vizi-

nhanças

Segundo o Lema 5 de GAO e TAN (2025), num contexto centralizado, sob as Pre-
missas 1 e 2, e se

m ≳
n5
dn

3

σ4
min

(
1 +

1

n2
d

(
log

m

δ

)2)
·
(
log

N

δ

)
,

∥s(τ)∥2 ≤
(
1− ηl

σmin

2

)τ · ∥s(0)∥2, ∥a(τ)− a(0)∥2 ≤ Ra, ∥c(τ)− c(0)∥2 ≤ Rc e
∥cq(τ)∥2 ≤Mc para todo q ∈ [m] e 0 ≤ τ ≤ t, então

∥a(τ + 1)− a(0)∥ ≤ Ra, ∥c(τ + 1)− c(0)∥ ≤ Rc,

e ∥cq(τ + 1)∥2 ≤Mc, para todo q ∈ [m], onde Ra, Rc e Mc são como foram definidos
no Lema 4.

O lema acima mostra que, basicamente, num contexto centralizado, os pesos se
mantêm dentro da vizinhança ao longo dos passos do GD, se tivermos um m grande
o suficiente. Queremos mostrar que, no caso federado, quando os pesos globais
estão dentro da vizinhança global no início de uma rodada (t, 0), os pesos locais
de cada cliente nos passos locais (t, k) se mantêm dentro da vizinhança global. E
também queremos que os novos pesos globais em (t+ 1, 0), gerados pela agregação,
estejam dentro da vizinhança global. Mostrar isso é importante para que dentro do
nosso Teorema 1 sejamos capazes de aplicar a desigualdade do nosso Lema 4 para
as matrizes Gram G(t, k) em todos os instantes (t, k).

No instante inicial (0, 0) os pesos globais e locais são os mesmos, conforme a inici-
alização, logo, estão dentro da vizinhança global. Seguindo uma estratégia indutiva,
vamos assumir que para todo instante (τ, 0), onde 0 < τ ≤ t, os pesos também estão
dentro da vizinhança global. Ou seja, temos:

∥a(τ, 0)− a(0)∥2 ≤ Ra

∥c(τ, 0)− c(0)∥2 ≤ Rc

∥cq(τ, 0)∥2 ≤Mc

E quero garantir, para todo cliente i, todo passo local k e todo neurônio q que
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nos passos locais:

∥ai(τ, k)− a(0)∥2 ≤ Ra

∥ci(τ, k)− c(0)∥2 ≤ Rc

∥ciq(τ, k)∥2 ≤Mc,

e na agregação:

∥a(t+ 1)− a(0)∥2 ≤ Ra

∥c(t+ 1)− c(0)∥2 ≤ Rc

∥cq(t+ 1)∥2 ≤Mc,

A verdade é que é relativamente fácil provar que os pesos agregados estão den-
tro das vizinhanças globais, afinal se todos os pesos locais estiverem dentro dessas
vizinhanças, a combinação convexa desses pesos (FedAvg) também deve estar. Por
isso vamos focar na evolução dos pesos locais.

Vamos seguir uma estratégia parecida com a do Lema 5 de GAO e TAN (2025),
mas adaptando nossa prova às diferenças que surgem por conta das vizinhanças e
erros locais, diferentes para cada cliente.

Parâmetros a(t, k)

Começamos a análise mais detalhada pelos passos locais, aplicando a desigualdade
triangular para os parâmetros a:

∥ai(τ, k)− a(0)∥2 ≤ ∥ai(τ, k)− a(τ, 0)∥2 + ∥a(τ)− a(0)∥2

Primeiro termo. Temos:

∥a(τ, k)− a(τ, 0)∥2 ≤
k−1∑
z=0

∥ai(τ, z + 1)− ai(τ, z)∥2

≤ ηl

k−1∑
z=0

∥∥∥∥∂Li(τ, z)

∂a

∥∥∥∥
2

≤ 2ηl

k−1∑
z=0

∥∥∥∥∂si(τ, z)∂a

∥∥∥∥
2

· ∥si(τ, z)∥2

Primeiro, vamos analisar
∥∥∥∂si(τ,z)

∂a

∥∥∥
2
. Uma ideia inicial é investigar a matriz

Gram local Gi(t, z), mas não podemos afirmar nada sobre os pesos locais em (t, z).
Além disso, vale destacar que Gi(t, z) não é uma submatriz de G(t, z), já que esta
é assimétrica (composta por uma parte global e outra local) e aquela é simétrica,
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composta apenas pelas derivadas locais. No entanto Gi(t, 0) é "quase" submatriz de
G(t, 0) já que no instante (t, 0), os pesos locais e globais são iguais. "Quase" porque
temos que fazer a troca de coeficientes ( 1

Ni
por 1

N
). Dessa forma, conseguimos

aproveitar a análise. Pelo nosso Lema 4, combinado com o Lema 4 de GAO e TAN
(2025), sabemos que |Gu,v(t, 0) − Gu,v(0)| ≲ σmin

N
. E pela prova, no Apêndice A-C,

do Lema 3 de GAO e TAN (2025), sabemos que |Gu,v(0)−G∞
u,v| ≲ σmin

N
. Logo, temos

|Gu,v(t, 0)−G∞
u,v| ≲

σmin

N
.

Pela desigualdade triangular reversa, temos

|Gu,v(t, 0)| − |G∞
u,v| ≤ |Gu,v(t, 0)−G∞

u,v|

|Gu,v(t, 0)| − |G∞
u,v| ≲

σmin

N

|Gu,v(t, 0)| ≲
σmin

N
+ |G∞

u,v|.

A Equação 28, na prova (no Apêndice A-E) do Lema 5 de GAO e TAN (2025),
afirma que

G∞
u,v = E[Gu,v] ≲

[
1

mN

m∑
q=1

(
∥cq∥22 + 1

)]
≲

1

N
.

Essa equação vale no nosso caso também já que diz respeito à esperança da matriz
inicial no instante (0, 0). Além disso, usando a propriedade do traço de uma matriz,
sabemos que, consequentemente, σmax ≲ 1.

Juntando os desenvolvimentos acima temos:

|Gu,v(t, 0)| ≲
σmin

N
+ |G∞

u,v|

|Gu,v(t, 0)| ≲
σmax

N
+

1

N

|Gu,v(t, 0)| ≲
1

N
+

1

N

|Gu,v(t, 0)| ≲
1

N
.

Agora, conectando com a nossa matriz Gram local Gi(t, 0):

|Gu,v(t, 0)| ≲
1

N
N

Ni

|Gu,v(t, 0)| ≲
N

Ni

· 1

N

|Giu,v(t, 0)| ≲
1

Ni
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∥Gi(t, 0)∥2 ≲ 1. (A.5)

A partir daqui a intuição é que o Teorema 1 de GAO e TAN (2025) pode ser
adaptado para a convergência das rodadas locais em cada cliente, mostrando que
os pesos locais a(t, k) e c(t, k) se mantêm dentro das vizinhanças globais e locais,
de forma que a matriz local se modifica pouco, tal que ∥Gi(t, z)∥2 ≲ 1. Se isso for
verdade, então ∥∥∥∥∂si(t, z)∂a

∥∥∥∥
2

≲
√
1 ≲ 1, (A.6)

seguindo a própria definição de norma espectral. Essa convergência local é provada
pelo Lema 6, validando nossas conclusões.

Agora voltando para ∥si(t, z)∥2. Novamente utilizando as conclusões do nosso
Lema 6, temos

∥si(t, z)∥2 ≤ (1− ηl
σmin

2
)z∥si(t, 0)∥.

Aplicando o limite de uma progressão geométrica (PG), ficamos com

K−1∑
z=0

∥si(t, z)∥2 ≤
1

ηlσmin

∥si(t, 0)∥.

Juntando as análises temos para o primeiro termo:

∥ai(t, k)− a(t, 0)∥2 ≲
1

σmin

∥si(t, 0)∥2.

O desafio agora é relacionar esse limite local com limites globais que envolvam
∥s(t, 0)∥2 e posteriormente ∥s(0)∥2. Temos:

∥ai(t, k)− a(0)∥2 ≲
1

σmin

∥si(t, 0)∥2

≲
1

σmin

√
N∥s(t, 0)∥2

≲
1

σmin

√
N∥s(0)∥2

Entre a segunda e a terceira linha entrou a premissa, análoga à premissa presente
no Lema 5 de GAO e TAN (2025), de que o erro global decai exponencialmente ao
longo das rodadas, ou seja,

∥s(t, 0)∥2 ≤ (1− ηgηlK
σmin

2
)t∥s(0)∥2 ≤ ∥s(0)∥2.
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Essa premissa é confirmada pela prova completa do nosso Teorema 1.

Segundo termo. Temos:

∥a(t)− a(0)∥2 ≤
t−1∑
τ=0

∥a(τ + 1)− a(τ)∥2

≤ ηgηl

t−1∑
τ=0

K−1∑
k=0

∥∥∥∥∂L(τ, k)∂a

∥∥∥∥
2

≲ ηgηl

t−1∑
τ=0

K−1∑
k=0

∥∥∥∥∂s(τ, k)∂a

∥∥∥∥
2

∥s(τ, k)∥2.

Aqui vamos aplicar as premissas de convergência local, provada pelo Lema 6, e de
decaimento do erro global, a ser provado pelo Teorema 1:

∥a(t)− a(0)∥2 ≲ ηgηl

t−1∑
τ=0

K−1∑
k=0

1 · ∥s(τ, 0)∥2

≲ ηgηlK
t−1∑
τ=0

(
1− ηgηlK

σmin

2

)τ
∥s(0)∥2

≲
∥s(0)∥2
σmin

Juntando os termos. Ficamos com

∥ai(t, k)− a(0)∥2 ≤ ∥ai(t, k)− a(t)∥2 + ∥a(t)− a(0)∥2

≲

√
N

σmin

∥s(0)∥2 +
1

σmin

∥s(0)∥2

≲

√
N

σmin

∥s(0)∥2.

Assim precisamos escolher um m que garanta
√
N

σmin
∥s(0)∥2 ≲ Ra.

Parâmetros c(t, k)

Vamos repetir o processo para o parâmetro c:

∥ci(t, k)− c(0)∥2 ≤ ∥ci(t, k)− c(t, 0)∥2 + ∥c(t)− c(0)∥2.
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Primeiro termo. Olhando para os passos locais temos:

∥ciq(t, k)− ciq(t, 0)∥2 ≤
k−1∑
z=0

∥ciq(t, z + 1)− ciq(t, z)∥2

≤ ηl

k−1∑
z=0

∥∥∥∥∂Li(t, z)

∂cq

∥∥∥∥
2

≤ ηl

k−1∑
z=0

∑
j∈Si

∥∥∥∥∂si,j(t, z)∂cq

∥∥∥∥
2

· |si,j(t, z)| .

Sabemos que

∂si,j
∂cq,d

=
1√
mNi

bd

(
ϕ

(
n∑

p1=1

nd∑
d1=1

ap1,q,d1bd1 (xj,p1)

))
.

Logo, ∥∥∥∥∂si,j∂cq

∥∥∥∥
2

≲

√
nd

mNi

. (A.7)

Portanto, teremos:

∥ciq(t, k)− ciq(t, 0)∥2 ≲ ηl

√
nd

m

k−1∑
z=0

∑
j∈Si

|si,j(t, z)|√
Ni

Aqui entra a definição da norma L1:∑
j∈Si

|si,j(t, z)| = ∥si(t, z)∥1 .

Usando o teorema de Cauchy-Schwarz para a relação entre as normas de um vetor,
temos

∥si(t, z)∥1√
Ni

≤ ∥si(t, z)∥2 .

Voltando à desigualdade do parâmetro c:

∥ciq(t, k)− ciq(t, 0)∥2 ≲ ηl

√
nd

m

k−1∑
z=0

∥si(t, z)∥2
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Usando a premissa de decaimento exponencial do erro na otimização local (Lema
6):

∥ciq(t, k)− ciq(t, 0)∥2 ≲ ηl

√
nd

m

k−1∑
z=0

(1− ηl
σmin

2
)z ∥si(t, 0)∥2

Agora, usando o limite baseado na soma dos termos de uma PG infinita:

∥ciq(t, k)− ciq(t, 0)∥2 ≲
√
nd√

mσmin

∥si(t, 0)∥2

Generalizando para todos os neurônios de c:

∥ci(t, k)− ci(t, 0)∥2 ≲
√
nd

σmin

∥si(t, 0)∥2

Finalmente, aproveitando o desenvolvimento dos limites para a, para eliminar a
dependência de i no lado direito da desigualdade:

∥ci(t, k)− ci(t, 0)∥2 ≲
√
ndN

σmin

∥s(0)∥2 .

Segundo termo. De maneira análoga ao que fizemos com a, temos

∥cq(t)− cq(0)∥2 ≤
t−1∑
τ=0

∥cq(τ + 1)− cq(τ)∥2

≤ ηgηl

t−1∑
τ=0

K−1∑
k=0

∥∥∥∥∂L(τ, k)∂cq

∥∥∥∥
2

≤ ηgηl

t−1∑
τ=0

K−1∑
k=0

N∑
j=1

∥∥∥∥∂s(τ, k)∂cq

∥∥∥∥
2

|sj(τ, k)|

≲ ηgηl

t−1∑
τ=0

K−1∑
k=0

√
nd

m
· ∥s(τ, k)∥2

≲ ηgηlK

√
nd

m

t−1∑
τ=0

∥s(τ, 0)∥2

≲ ηgηlK

√
nd

m

t−1∑
τ=0

(
1− ηgηlK

σmin

2

)τ
∥s(0)∥2

≲

√
nd

m

∥s(0)∥2
σmin
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Dessa forma, temos também:

∥c(t)− c(0)∥2 ≲
√
nd

∥s(0)∥2
σmin

Juntando os termos. Assim ficamos com

∥ci(t, k)− c(0)∥2 ≤ ∥ci(t, k)− c(t, 0)∥2 + ∥c(t, 0)− c(0)∥2

≲

√
ndN

σmin

∥s(0)∥2 +
√
nd

σmin

∥s(0)∥2

≲

√
ndN

σmin

∥s(0)∥2.

Parâmetros cq(t, k)

Em relação ao limite para cada neurônio cq podemos usar uma lógica parecida:

∥ciq(t, k)∥2 ≤ ∥ciq(t, k)− ciq(0)∥2 + ∥ciq(0)∥2

Pelos resultados anteriores, já sabemos para o primeiro termo que

∥ciq(t, k)− cq(0)∥2 ≲
√
nd

m

√
N

σmin

∥s(0)∥2.

Sobre, ∥ciq(0)∥2, invocamos uma informação importante sobre a inicialização. Con-
forme descrito a partir da Eq. 20 (Apêndice A-C) da prova para o Lema 3 de
GAO e TAN (2025), quando utilizamos a inicialização NTK para as KANs aqui
consideradas, com probabilidade 1− δ

2
em relação à inicialização temos

∥cq∥2 ≤
1

2
Mc.

Dessa forma temos que escolher um m grande o suficiente para garantir ∥ciq(t, k)−
cq(0)∥2 ≤ 1

2
Mc e, consequentemente, ∥ciq(t, k)∥2 ≤Mc.

Limite para m

Agora temos que definir os limites para a largura da rede neural, para m:

∥ai(t, k)− a(0)∥2 ≲
√
N

1

σmin

∥s(0)∥2 ≲ Ra

∥ci(t, k)− c(0)∥2 ≲
√
N

√
nd

σmin

∥s(0)∥2 ≲ Rc

∥ciq(t, k)− cq(0)∥2 ≲
√
N

√
nd√

mσmin

∥s(0)∥2 ≲Mc
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Os limites são praticamente iguais aos do Lema 5 de GAO e TAN (2025), o que
muda é o termo

√
N . Assim, o limite de m fica:

m ≳ N · n
5
dn

3

σ4
min

·
(
1 +

1

n2
d

(
log

m

δ

)2)
log

(
N

δ

)
.

E nossos limites efetivamente se tornam

∥ai(t, k)− a(0)∥2 ≤ Ra

∥ci(t, k)− c(0)∥2 ≤ Rc

∥ciq(t, k)∥2 ≤Mc

A.3.6 Lema 6 - Convergência Local

É importante para outros lemas a garantia de que os pesos locais de cada cliente
sempre se mantêm dentro das vizinhanças locais e globais. Além disso, também
precisamos de um limite para a convergência do erro de cada cliente ao longo dos
passos locais. A forma que encontramos para resolver isso foi adaptando o Teorema
1 de GAO e TAN (2025), sobre a convergência do GD em KANs, para cada cliente.

Antes de tudo, vale explorar a relação entre as vizinhanças. Sabemos, pelo
desenvolvimento do Lema 4 que

Ra ≲
σmin

√
m

n
5/2
d n3/2M2

c

, e Rc ≲
σmin

√
m

n2
dnMc

.

Já, as vizinhanças locais de cada cliente i obedecem os seguintes limites

Rai ≲
σmini

√
m

n
5/2
d n3/2M2

c

, e Rci ≲
σmini

√
m

n2
dnMc

.

Pelo Teorema de Entrelaçamento de Cauchy e pela relação entre os coeficientes locais
e globais, sabemos que

σmin ≤ Ni

N
σmini

≤ σmini
,

logo,

Ra ≲
σmin

√
m

n
5/2
d n3/2M2

c

≤ σmini

√
m

n
5/2
d n3/2M2

c

, e Rc ≲
σmin

√
m

n2
dnMc

≤ σmini

√
m

n2
dnMc

.

Assim, assimptoticamente as vizinhanças globais estão compreendidas dentro do
limite superior das vizinhanças locais. Dessa forma, será possível mostrar que basta
garantir um m grande o suficiente que, ao longo do GD local, os pesos vão se manter
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não só dentro das vizinhanças locais, mas também dentro das globais. Por fim, essa
relação entre autovalores também vai nos permitir unificar o limite de convergência
do erro para todos os clientes, substituindo termos que dependam de i por termos
globais.

O Teorema 1 de GAO e TAN (2025) diz que sob as Premissas 1 e 2, e sob a
condição que

m ≳
n5
dn

3

σ4
min

(
1 +

1

n2
d

(
log

m

δ

)2)
·
(
log

N

δ

)
,

então com probabilidade 1 − δ em relação à inicialização, o gradiente descendente
(correspondente às Equações 5.9 e 5.10) satisfaz

L(t) ≤
(
1− η

σmin

2

)t
L(0),

onde 0 < η ≲ 1.
A prova desse teorema envolve os Lemas de 1 a 6 de GAO e TAN (2025), que

já foram mencionados neste trabalho. Os Lemas de 1 a 4 podem ser aproveitados
diretamente. Já o Lema 5 vai exigir duas adaptações (um limite diferenciado de
m para que os pesos se mantenham dentro das vizinhanças globais e uma premissa
diferente para ∥si(t, 0)∥2). Por fim, precisamos verificar o Lema 6, que fala sobre
o erro de discretização. A prova a ser desenvolvida para esse lema é idêntica à
utilizada por GAO e TAN (2025), a única diferença está no limite para m, que vai
ser igual ao do nosso Lema 5, por conta da relação entre o erro local e o erro global
inicial (que introduz uma dependência em relação a N).
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Organizando os lemas, teremos:

∥si(t, k + 1)∥2 = ∥si(t, k + 1)− si(t, k) + si(t, k)∥2

≤

∥∥∥∥∥
〈
∂si(t, k)

∂a
, ai(t, k + 1)− ai(t, k)

〉
+

〈
∂si(t, k)

∂c
, ci(t, k + 1)− ci(t, k)

〉
+ χi(t, k) + si(t, k)

∥∥∥∥∥
2

≤

∥∥∥∥∥− ηl

〈
∂si(t, k)

∂a
,
∂Li(t, k)

∂a

〉

− ηl

〈
∂si(t, k)

∂c
,
∂Li(t, k)

∂c

〉
+ χi(t, k) + si(t, k)

∥∥∥∥∥
2

≤∥−ηlGi(t, k)si(t, k) + χi(t, k) + si(t, k)∥2
≤∥(I − ηlGi(t, k)) · si(t, k)∥2 + ∥χi(t, k)∥2

≤
(
1− 3ηlσmin

4

)
∥si(t, k)∥2 +

ηlσmin

4
∥si(t, k)∥2

≤
(
1− ηlσmin

2

)
∥si(t, k)∥2

Assim como na prova do Teorema 1 de GAO e TAN (2025), exigimos que I −
ηlGi(t, k) seja positivamente definida para garantir a redução do erro. Usando um
argumento análogo ao utilizado na Subseção A.3.3, concluímos que a condição para
isso é ηl ≲ 1

σmax
.

Concluindo, por indução teremos

Li(t, k) ≤
(
1− ηlσmin

2

)k
Li(t, 0)

De maneira mais formal, podemos definir nosso teorema de convergência local
assim: sob as Premissas 1 e 2, sob a condição que ∥s(t)∥2 ≤ ∥s(0)∥2 (a ser provada
pelo nosso teorema sobre convergência global), e sob a condição que

m ≳ N · n
5
dn

3

σ4
min

(
1 +

1

n2
d

(
log

m

δ

)2)
·
(
log

N

δ

)
,

então com probabilidade 1 − δ em relação à inicialização, o gradiente descendente
(correspondente às Equações 5.9 e 5.10) satisfaz, para toda rodada global t ≥ 0 e
todo cliente i,

Li(t, k) ≤
(
1− ηl

σmin

2

)k
Li(t, 0),

onde 0 < ηl ≲ 1
σmax

.
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A.3.7 Lema 7 - Limite para ∥s(t, k)− s(t)∥2
Queremos o limite para ∥s(t, k)− s(t, 0)∥2, mas vamos começar operando com limi-
tes locais ∥si(t, k)− si(t, 0)∥2 para cada cliente i. A relação entre esses dois limites
é dada por

∥s(t, k)− s(t, 0)∥22 =
∑
i∈I

Ni

N
∥si(t, k)− si(t, 0)∥22 ,

já que cada dado (e erro de predição) aparece unicamente em um cliente. Aqui vamos
usar nosso Lema 6, sobre a convergência local do erro de cada cliente. Primeiro
olhando para evolução do erro local entre dois passos locais:

si(t, k + 1)− si(t, k) = −ηlGi(t, k)si(t, k) + χi(t, k)

∥si(t, k + 1)− si(t, k)∥2 ≤ ηl ∥Gi(t, k)∥2 ∥si(t, k)∥2 + ∥χi(t, k)∥2

∥si(t, k + 1)− si(t, k)∥2 ≤ ηl
9

8
σmaxi

∥si(t, k)∥2 + ηl
σmin

4
∥si(t, k)∥2

∥si(t, k + 1)− si(t, k)∥2 ≤ ηl
9

8

N

Ni

σmax ∥si(t, k)∥2 + ηl
σmin

4
∥si(t, k)∥2

∥si(t, k + 1)− si(t, k)∥2 ≤ ηl

(
9

8

N

Ni

σmax +
σmin

4

)
∥si(t, k)∥2

∥si(t, k + 1)− si(t, k)∥2 ≤ ηl

(
11

8

N

Ni

σmax

)
∥si(t, k)∥2

∥si(t, k + 1)− si(t, k)∥2 ≤ ηl

(
2
N

Ni

σmax

)
∥si(t, 0)∥2 .

Definimos um limite para a diferença entre passos locais consecutivos. Agora vamos
estender para k passos locais, usando a desigualdade triangular:

∥si(t, k)− si(t, 0)∥2 ≤
k−1∑
z=0

∥si(t, z + 1)− si(t, z)∥2

∥si(t, k)− si(t, 0)∥2 ≤
k−1∑
z=0

ηl

(
2
N

Ni

σmax

)
∥si(t, 0)∥2

∥si(t, k)− si(t, 0)∥2 ≤ Kηl

(
2
N

Ni

σmax

)
∥si(t, 0)∥2 .
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Definindo um limite global:

∥s(t, k)− s(t, 0)∥22 =
∑
i∈I

Ni

N
∥si(t, k)− si(t, 0)∥22

≤
∑
i∈I

Ni

N
K2η2l

(
2
N

Ni

σmax

)2

∥si(t, 0)∥22

≤ K2η2l (2Nσmax)
2
∑
i∈I

Ni

N
∥si(t, 0)∥22

≤ K2η2l (2Nσmax)
2 ∥s(t, 0)∥22

∥s(t, k)− s(t, 0)∥2 ≤ 2KηlNσmax ∥s(t, 0)∥2 .

Vamos retomar agora o termo de ruído completo na formulação do problema que
contém ∥s(t, k)− s(t, 0)∥2:

∥G(0)∥2 ∥s(t, k)− s(t, 0)∥2 ≤
9

8
σmax · 2KηlNσmax ∥s(t, 0)∥2

≤ 4σ2
maxN ·Kηl · ∥s(t, 0)∥2

Para obtermos

∥G(0)∥2 ∥s(t, k)− s(t, 0)∥2 ≤
σmin

8
∥s(t, 0)∥2 ,

vamos precisar de

Kηl ≤
1

4
· 1

σ2
maxN

· σmin

8

Kηl ≤
1

32
· σmin

σ2
maxN

Kηl ≲
σmin

σ2
maxN

A.3.8 Lema 8 - Limite para ∥χ∥2
O Lema 6 de GAO e TAN (2025) define o seguinte para um contexto centralizado:
seja χj(τ) o erro da aproximação de primeira ordem para a observação j, definido
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como

χj(τ) := sj(τ+1)− sj(τ)−
〈
∂sj(τ)

∂a
, a(τ + 1)−a(τ)

〉
−
〈
∂sj(τ)

∂c
, c(τ + 1)− c(τ)

〉
,

e seja χ(τ) = [χ1(τ), · · · , χN(τ)]
⊤ ∈ RN . Sob as Premissas 1 e 2, se

m ≳
n5
dn

3

σ4
min

·
(
1 +

1

n2
d

(
log

m

δ

)2)
log

(
N

δ

)
,

se ∥a(τ)− a(0)∥2 ≤ Ra, ∥c(τ)− c(0)∥2 ≤ Rc e ∥cq(τ)∥2 ≤Mc com q ∈ [m], então

∥χ(t)∥2 ≤
ησmin

4
∥s(t)∥2.

Queremos definir um lema similar para limitar o erro de aproximação no contexto
federado, a diferença é que a função sendo aproximada agora é a agregação de vários
modelos locais em cada rodada t.

A prova para o lema análogo de GAO e TAN (2025), presente no Apêndice A-
F do trabalho citado, se baseia na fórmula do resto de Lagrange, que depende do
limite para a derivada de segunda ordem e do limite para variação dos
parâmetros.

Os resultados para o limite da derivada de segunda ordem do erro de predi-
ção podem ser reaproveitados diretamente, já que são definidos em relação à uma
KAN qualquer (dentro da arquitetura inicial definida) aplicada a uma observação j.
Assim, teremos ∣∣∣∣ ∂2sj

∂ap0,q0,d0∂ap,q,d

∣∣∣∣ ≲ 1√
mN

∥cq∥2,∣∣∣∣ ∂2sj
∂cq0,d0∂ap,q,d

∣∣∣∣ ≲ 1√
mN

,∣∣∣∣ ∂2sj
∂cq0,d0∂cq,d

∣∣∣∣ = 0.

Já os limites para a variação dos parâmetros mudam efetivamente quando pas-
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samos para o contexto federado. No nosso lema teremos

a(t+ 1)− a(t) = −ηgηl
I∑

i=1

K−1∑
k=0

pi
∂Li(t, k)

∂a

a(t+ 1)− a(t) = −ηgηl
K−1∑
k=0

∂L(t, k)

∂a

a(t+ 1)− a(t) = −ηgηl
K−1∑
k=0

s(t, k)
∂s(t, k)

∂a

∥a(t+ 1)− a(t)∥22 ≤ η2gη
2
l [

K−1∑
k=0

∥s(t, k)∥2

∥∥∥∥∂s(t, k)∂a

∥∥∥∥
2

]2

Primeiro Termo

Vamos analisar ∥s(t, k)∥2. Pelo Lema 6, sabemos que

∥si(t, k)∥2 ≤
(
1− ηlσmin

2

)k
∥si(t, 0)∥2∑

i∈I

Ni

N
· ∥si(t, k)∥22 ≤

(
1− ηlσmin

2

)2k∑
i∈I

·Ni

N
∥si(t, 0)∥22

∥s(t, k)∥22 ≤
(
1− ηlσmin

2

)2k
∥s(t, 0)∥22

∥s(t, k)∥2 ≤
(
1− ηlσmin

2

)k
∥s(t, 0)∥2

∥s(t, k)∥2 ≤ ∥s(t, 0)∥2

Segundo Termo

Aqui vamos usar o mesmo argumento que foi usado na prova do Lema 5, na Equação
A.6, para definir o limite

∥∥∥∂si(t,k)
∂a

∥∥∥
2
≲ 1. Podemos adaptar esse limite local para o

gradiente global: ∥∥∥∥∂s(t, k)∂a

∥∥∥∥2
2

=
∑
i∈I

Ni

N

∥∥∥∥∂si(t, k)∂a

∥∥∥∥2
2∥∥∥∥∂s(t, k)∂a

∥∥∥∥2
2

≲
∑
i∈I

Ni

N∥∥∥∥∂s(t, k)∂a

∥∥∥∥2
2

≲ 1
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Juntando os termos

Aplicando os dois termos na fórmula original, temos:

∥a(t+ 1)− a(t)∥22 ≲ η2gη
2
lK

2 ∥s(t, 0)∥22

Adaptando para o parâmetro cq. Aproveitando o argumento utilizado na prova
do Lema 5 e o resultado da Equação A.7, ficamos com

cq(t+ 1)− cq(t) = −ηgηl
K−1∑
k=0

∂L(t, k)

∂cq

= −2ηgηl

K−1∑
k=0

s(t, k)T
∂s(t, k)

∂cq

∥cq(t+ 1)− cq(t)∥2 ≲ ηgηl

K−1∑
k=0

∥s(t, k)∥2

∥∥∥∥∂s(t, k)∂cq

∥∥∥∥
2

∥cq(t+ 1)− cq(t)∥22 ≲ η2gη
2
lK

2nd

m
∥s(t, 0)∥22

Aplicando os termos na fórmula do Resto de Lagrange:

|χi(t)| ≤
1

2

∥∥∥∥ ∂2si∂a∂a

∥∥∥∥
2

· ∥a(t+ 1)− a(t)∥22+∥∥∥∥ ∂2si∂c∂a

∥∥∥∥
2

· ∥a(t+ 1)− a(t)∥2 ∥c(t+ 1)− c(t)∥2

≲
m∑
q=1

ndn√
mN

[∥cq∥2 · ∥aq(t+ 1)− aq(t)∥22+

∥aq(t+ 1)− aq(t)∥22 + ∥cq(t+ 1)− cq(t)∥22]

≲
ndn√
mN

[Mcη
2
gη

2
lK

2 ∥s(t, 0)∥22 + η2gη
2
lK

2 ∥s(t, 0)∥22 + η2gη
2
lK

2nd ∥s(t, 0)∥22]

≲ L(t, 0)η2gη
2
lK

2 ndn√
mN

(Mc + 1 + nd).

Aqui, sabemos que naturalmente nd ≥ 1 e podemos assumir facilmente que Mc ≥ 1,
já que se trata de um limite assimptótico para a norma L2 de cada neurônio externo
(ou seja, ∥cq∥2 para todo q ∈ [m]. Aqui vamos lembrar que Mc corresponde a
um limite superior ligado à função de probabilidade acumulada (FDA) de uma
distribuição qui-quadrado. Mais especificamente, ∥cq∥2 corresponde à raiz quadrada
de uma distribuição qui-quadrado normalizada (dividida pelo número de graus de
liberdade). Quando queremos afirmar um limite superior para o valor de ∥cq∥2
com uma probabilidade significativa de sucesso, a partir de 90%, esse limite vai ser
maior do que um, conforme podemos verificar em qualquer tabela da FDA de uma
distribuição qui-quadrado. Sabendo que esses termos são maiores ou iguais a um,
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podemos simplificar o limite para |χi(t)|. Já que Mc ≤Mc · nd e nd ≤Mc · nd, logo

Mc + nd ≤ 2Mc · nd

Mc + nd ≲Mc · nd.

Assim, continuando com nosso limite:

|χi(t)| ≲ L(t, 0)η2gη
2
lK

2 ndn√
mN

(Mc + 1 + nd)

|χi(t)| ≲ L(t, 0)η2gη
2
lK

2 n2
dn√
mN

Mc

∥χ(t)∥2 ≲ L(t, 0)η2gη
2
lK

2 n
2
dn√
m
Mc.

Dessa forma, se

m ≳
η2gη

2
lK

2n4
dn

2M2
cL(0)

σ2
min

,

então

∥χ(t)∥2 ≤ ηgηlKσmin∥s(t, 0)∥2

A.3.9 Desenvolvimento Final

Aqui vamos continuar o desenvolvimento da desigualdade inicial, da Seção A.2. Aqui
vou usar R como uma espécie de orçamento (budget) para os ruídos na convergência
do erro. Como em cada lema temos limites assimptóticos dependentes dem podemos
determinar um R que seja mais adequado para comparações posteriores. Também
vamos considerar a condição Kηl ≲ σmin

σ2
max

N , originada no Lema 7. Dessa forma,
teremos

∥s(t+ 1)∥2 ≤ ∥(I − ηgηlKG(0))∥2 ∥s(t)∥2
+ ηgηl

∑
k∈K

[∥(G(t, k)−G(0))∥2 ∥s(t, k)∥2 + ∥G(0)∥2 ∥s(t, k)− s(t)∥2]

+ ∥χ(t)∥2
≤ (1− ηgηlK(1−R)σmin) ∥s(t)∥2 + ηgηlK[Rσmin ∥s(t)∥2
+Rσmin ∥s(t)∥2] + ηgηlKRσmin∥s(t)∥2

≤ [1− (1− 4R)σminηgηlK] ∥s(t)∥2 .
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Para manter o padrão visto em outros trabalhos vamos usar:

1− 4R ≥ 1

2

4R ≤ 1

2

R ≤ 1

8
.

Assim, teremos ao final:

∥s(t+ 1)∥2 ≤
(
1− ηgηlK

σmin

2

)
∥s(t)∥2 .

Pensando nas condições para esse resultado temos:

0 < Kηl ≲
σmin

σ2
maxN

,

0 < ηgηlK ≲ 1,

m ≳ N · n
5
dn

3

σ4
min

·
(
1 +

1

n2
d

(
log

m

δ

)2)
log

(
N

δ

)
.
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