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Capitulo 1

Introducao

O problema de roteamento de veiculos é um desafio fundamental na logistica, em
que empresas buscam minimizar custos, reduzir tempos de entrega e otimizar a
utilizagao da frota[TOTH e VIGO), (1998)). Tradicionalmente, as organizagoes recor-
rem a métodos de otimizacao centralizada, nos quais todos os dados operacionais
sao processados por um sistema central para gerar rotas eficientes. Entretanto, em
mercados competitivos, as empresas demonstram relutancia em compartilhar dados
proprietarios (GANSTERER e HARTL| (2018)).

Uma alternativa descentralizada permite que as empresas mantenham o controle
sobre suas proprias otimizagoes, ao mesmo tempo em que se beneficiam de uma
cooperacao estruturada. Organizacoes que atuam em regioes sobrepostas frequente-
mente enfrentam desafios logisticos comuns, como areas de entrega congestionadas
ou custos de combustivel flutuantes. Nesses casos, uma colaboragao limitada (sem o
compartilhamento direto de dados) pode melhorar a eficiéncia. Em vez de compar-
tilhar informacgoes de clientes ou detalhes operacionais, as empresas podem trocar
apenas nsights derivados de seus processos de otimizagao, preservando a privacidade
dos dados e, ao mesmo tempo, aproveitando o conhecimento coletivo.

Empresas frequentemente equilibram cooperagao e competicao, especialmente
quando enfrentam desafios logisticos comuns HAGMAN, ALEXANDRA AND
CAMPS, VICTORIA (2019). Essas empresas “competidoras”’ (frenemies) operam
de forma independente, mas enfrentam ineficiéncias semelhantes, como zonas de
entrega sobrepostas, altos custos operacionais e restrigoes regulatorias. Embora
compitam por clientes, a colaboracao em areas especificas, como a otimizacao de ro-
tas, pode trazer beneficios mituos. O desafio consiste em viabilizar essa cooperagao
sem exigir o compartilhamento direto de dados, garantindo que as empresas possam
aproveitar os insights coletivos enquanto mantém autonomia sobre suas operagoes.

O Capacitated Vehicle Routing Problem (CVRP) é um problema cléassico de oti-
mizacao combinatoria que busca determinar as rotas mais eficientes para uma frota

de veiculos, garantindo que todas as demandas dos clientes sejam atendidas sem ex-



ceder as restrigoes de capacidade dos veiculos TOTH e VIGO] (1998); BAO) (2024));
VIDAL et al| (2012)); [VIDAL| (2022). Embora amplamente aplicado na logistica e
na gestao da cadeia de suprimentos, o CVRP pressupoe a disponibilidade centra-
lizada dos dados para a otimizagao. Na prética, as empresas tomam decisoes de
roteamento com base em estimativas individuais PERIC et al| (2025). A auséncia
de compartilhamento de dados pode levar a solugoes subo6timas, limitando a efi-
ciéncia global. Embora a colaboracao possa mitigar esse problema, preocupacoes
estratégicas e barreiras de confidencialidade frequentemente impedem a adogao de
abordagens cooperativas.

Para superar essas limitacoes, propomos uma abordagem inspirada no aprendi-
zado federado para o CVRP. Em vez de compartilhar dados brutos, as empresas
contribuem apenas com hiperparametros otimizados, que sao entao agregados e re-
distribuidos. Esse método preserva a privacidade dos dados, permitindo que as
empresas se beneficiem dos insights coletivos de otimizacao. Nossa abordagem in-
tegra o Hybrid Genetic Search (HGS-CVRP) VIDAL et al.| (2012)); VIDAL| (2022),
uma metaheuristica robusta para roteamento de veiculos, com o irace, ferramenta
para configuracao automatica de algoritmos e ajuste de hiperparametros. Realiza-
mos experimentos em multiplos cenérios, variando o nimero de empresas (3, 5 e
7) e de instancias de clientes por empresa (10, 15 e 18). Isso nos permite analisar
o impacto da escala de participacao e do volume de dados no desempenho da oti-
mizagao. Diferentemente do aprendizado federado convencional, nossa técnica foca
na agregacao de hiperparametros em vez de atualizagoes de modelo, explorando es-
tratégias como FedAvg, Trimmed Mean e Majority Vote MCMAHAN et al. (2017)
para refinar a eficiéncia do roteamento. Nossos resultados indicam que a agregagao
heuristica de hiperparametros pode oferecer solugoes aprimoradas, servindo como
alternativa opcional sempre que proporcionar melhor desempenho, permitindo que

as empresas escolham a estratégia de otimizacao mais adequada.

1.1 Descricao do Problema

Nesta secao, formalizamos o CVRP e o problema abordado neste estudo dentro desse
contexto, introduzindo a notacgao utilizada ao longo do trabalho. O CVRP constitui
o problema fundamental de otimizagao, no qual uma frota de veiculos deve atender
a um conjunto de clientes respeitando as restricoes de capacidade e minimizando
os custos de viagem. O Problema Frenemy estende esse arcabougo ao analisar os
beneficios e desafios do compartilhamento de dados entre entidades concorrentes em
um ambiente colaborativo de roteamento. Essa formulagao estabelece a base para
nossos desenvolvimentos algoritmicos e analise computacional.

O Capacitated Vehicle Routing Problem é definido em um grafo completo G' =



(V,A), onde o conjunto de vértices V' consiste em n + 1 nos, divididos em dois
subconjuntos TOTH e VIGO) (1998)):

V =Vpep U Vosr (1.1)

O vértice vy € Vpgp representa o deposito, onde esté estacionada uma frota de m
veiculos idénticos, cada um com capacidade (). Os vértices v; € Vigr representam
os clientes i (i = 1,...,n), cada qual com uma demanda ¢; > 0 e um tempo de
SEervico T;.

Cada arco (v;, v;) € A representa uma possibilidade de deslocamento direto entre
0s n6s v; e v;, com um custo associado ¢;;. A duragao total de uma rota r é calculada

como a soma dos tempos de deslocamento e de atendimento dos clientes visitados:

T.= Y i+ > 7 (1.2)

(i,7)EA, 1€VNVost
onde A, denota o conjunto de arcos percorridos na rota r e V, o conjunto de
vértices visitados por essa rota. A duragao de cada rota deve respeitar um limite
méximo T, que representa o tempo disponivel para execugao da rota (por exemplo,

duragao de turno ou restrigao operacional):

T,<T, VreR (1.3)

Para modelar as decisoes de roteamento, define-se a variavel binaria x;;, que
assume valor 1 se o arco (i, j) é percorrido por algum veiculo, e 0 caso contréario.
O objetivo do problema é determinar um conjunto de rotas R tal que:

1. Cada cliente seja atendido exatamente uma vez por um tnico veiculo:

> wy=1, Vi€ Vosr (1.4)

jev

2. Nenhuma rota exceda a capacidade do veiculo:

Zqz- <Q, VreRr (1.5)

1€V

3. O custo total de viagem seja minimizado:

(i.j)eA
onde Ar representa OS arcos percorridos na rota r.

Em muitos mercados competitivos, as empresas enfrentam um dilema quanto ao

compartilhamento de dados. Embora compartilhar informagoes possa levar a melho-



rias coletivas na tomada de decisao, na eficiéncia operacional e na reducao de custos,
também gera riscos relacionados a vantagem competitiva e a confidencialidade. Essa
situagao é particularmente relevante em setores nos quais problemas de otimizagao,

como logistica e alocagao de recursos, desempenham papel crucial.

1.2 Desafios da Otimizacao Logistica e Motivacao

para Abordagens Federadas

Apesar dos avancos significativos na modelagem matematica e no desenvolvimento
de algoritmos eficientes para problemas de roteamento, a aplicagao pratica dessas
técnicas em ambientes reais ainda enfrenta desafios relevantes |[LAPORTE (2009).
Em cenarios industriais, a logistica esta sujeita a incertezas operacionais, hetero-
geneidade de demandas, variagoes geogréficas e restrigoes regulatorias, fatores que
dificultam a adocao direta de solucoes 6timas obtidas em ambientes centralizados
e idealizados PILLAC et al.| (2013). Elementos como atrasos no transito, variagoes
na duracao de servigos, mudancas de ultima hora em pedidos e indisponibilidade
de veiculos introduzem perturbagoes que nao estao presentes na formulagao classica
dos modelos TOTH e VIGO) (2014)).

Essas condigoes fazem com que as solugoes computadas em ambientes experimen-
tais precisem ser adaptadas para operar sob condi¢oes dindmicas. Mesmo quando
modelos matemaéaticos capturam parte dessas caracteristicas, o aumento na comple-
xidade combinatoéria frequentemente torna inviavel a obtencao de solugoes 6timas
em tempo computacional compativel com aplicagoes operacionais. Como consequén-
cia, organizacoes dependem fortemente de métodos heuristicos ou metaheuristicos
capazes de produzir boas solu¢oes em horizontes de tempo limitados.

A digitalizacao dos processos logisticos ampliou de forma significativa a dispo-
nibilidade de dados relacionados a operacoes de transporte e distribuicao HELO
e THAI (2024)). Sistemas de gestao de transporte, plataformas de rastreamento e
sensores embarcados em veiculos geram registros detalhados sobre rotas, tempos
de deslocamento, volumes transportados e comportamento de demanda. Esses da-
dos podem ser utilizados para calibrar modelos de otimizacao e melhorar decisoes
operacionais FAREED et al.| (2024).

Ao mesmo tempo, o aumento da disponibilidade de dados intensifica preocupa-
¢oes relacionadas a privacidade, seguranga da informacao e protecao de ativos estra-
tégicos. Empresas frequentemente tratam dados logisticos como recursos sensiveis,
pois eles revelam informacoes sobre estrutura de custos, padroes de atendimento
a clientes e estratégias de distribuigao KACHE e SEURING] (2017). A divulgagao

desses dados pode gerar desvantagens competitivas ou violar acordos de confidenci-



alidade com parceiros comerciais.

Esse cenario restringe iniciativas de cooperagao direta entre organizagoes, mesmo
quando os desafios logisticos enfrentados sao semelhantes. A troca irrestrita de
bases de dados ou modelos operacionais completos raramente é viavel em ambientes
competitivos. Como resultado, solugdes puramente centralizadas tornam-se menos
adequadas para contextos em que diferentes agentes precisam preservar autonomia
sobre suas informacoes.

Paralelamente aos desafios estruturais da logistica, a eficiéncia das solugoes com-
putacionais depende fortemente da escolha dos métodos de otimizag¢ao empregados.
Metaheuristicas baseadas em populagoes, como algoritmos genéticos, buscas hibri-
das e métodos evolutivos, tém se mostrado particularmente eficazes na resolugao
do Problema de Roteamento de Veiculos com Capacidade (CVRP). Essas aborda-
gens combinam mecanismos de exploragao do espaco de busca com operadores de
intensificagao capazes de refinar solugoes promissoras.

O desempenho dessas técnicas, todavia, é fortemente influenciado pela configura-
¢ao de seus hiperparametros. Parametros como tamanho da populacao, frequéncia
de aplicagao de operadores de recombinacao, intensidade de penalizacao de solu-
¢oOes inviaveis e critérios de selecao influenciam diretamente o comportamento do
algoritmo durante o processo de busca. Pequenas alteragoes nesses valores podem
modificar significativamente o equilibrio entre intensificacao e exploracao do espaco
de solugoes.

Configuragoes inadequadas podem levar a convergéncia prematura, perda de di-
versidade populacional ou exploragao insuficiente do espaco de busca. Em alguns
casos, parametros excessivamente permissivos podem resultar em consumo desne-
cessario de recursos computacionais, sem ganhos proporcionais na qualidade das
solucoes obtidas. Em contraste, configuragoes bem calibradas tendem a melhorar
tanto a velocidade de convergéncia quanto a qualidade final das solugoes.

A calibracao manual desses parametros pode ser trabalhosa e altamente depen-
dente da experiéncia do pesquisador ou do engenheiro responséavel pela implementa-
¢ao. Para lidar com essa dificuldade, ferramentas de configuragao automaética de al-
goritmos foram desenvolvidas com o objetivo de explorar sistematicamente o espago
de parametros. Entre essas ferramentas, destaca-se o irace, que utiliza mecanismos
iterativos de avaliacao e eliminagao de configuragoes para identificar combinagoes
promissoras de parametros.

Embora métodos automaticos de configuracao reduzam significativamente o es-
forco manual de calibragao, a configuracao considerada 6tima ainda depende das
caracteristicas das instancias utilizadas durante o processo de treinamento. Instan-
cias com distribuicao geogréfica diferente, demandas mais concentradas ou niimero

distinto de veiculos podem exigir ajustes especificos de parametros. Essa dependén-



cia levanta questoes sobre a capacidade de generalizacao das configuragoes obtidas
e sobre a possibilidade de reutilizar conhecimento adquirido em diferentes contextos
operacionais.

Essas dificuldades tornam-se ainda mais evidentes quando se considera um cené-
rio no qual multiplas organizacoes enfrentam problemas logisticos estruturalmente
semelhantes. Abordagens centralizadas de otimizacao pressupoem a disponibilidade
irrestrita de dados e a execugao do processo decisério em um tinico ponto de controle.
Esse modelo pode ser adequado quando uma tnica entidade possui autoridade sobre
todo o sistema logistico.

Em ambientes colaborativos ou competitivos a centralizagao exige que diferen-
tes organizacoes compartilhem dados sensiveis sobre suas operacoes. Informagoes
sobre localizagao de clientes, volumes transportados e custos operacionais sao fre-
quentemente consideradas estratégicas e, portanto, nao podem ser divulgadas sem
restricoes. Esse fator limita a possibilidade de construir modelos globais baseados
em dados agregados provenientes de miltiplos participantes.

Além das restri¢oes relacionadas a confidencialidade, diferencas estruturais en-
tre organizacoes também dificultam a adocao de solucoes centralizadas. Empresas
podem operar em regioes geograficas distintas, atender clientes com padroes de
demanda diferentes ou utilizar frotas com capacidades variadas. Essas diferencas
tornam improvavel a existéncia de uma tnica configuragao algoritmica que seja uni-
versalmente adequada para todos os participantes.

Esse conjunto de limitagoes motiva a investigacao de abordagens inspiradas no
aprendizado federado. Em vez de compartilhar dados brutos ou modelos completos,
essas estratégias permitem que diferentes agentes executem processos de otimizagao
localmente e compartilhem apenas informacoes derivadas do processo de aprendi-
zado. Esse tipo de compartilhamento reduz o risco de exposicao de dados sensiveis
e preserva a autonomia operacional de cada participante.

Estratégias desse tipo permitem explorar mecanismos de colaboracao indireta,
nos quais multiplos agentes podem beneficiar-se da experiéncia acumulada em di-
ferentes processos de otimizacao. Informacoes agregadas podem ser utilizadas para
orientar a escolha de parametros ou estratégias de busca, contribuindo para melhorar

o desempenho dos algoritmos sem exigir acesso direto as bases de dados originais.

1.3 Contribuicoes e Objetivos do Trabalho

O objetivo principal desta dissertacao é investigar o uso de estratégias inspiradas
no aprendizado federado para a agregacao de hiperparametros em problemas de oti-
mizagao combinatoéria, com foco no CVRP. Em particular, propomos um arcaboucgo

colaborativo no qual diferentes agentes realizam ajustes locais de hiperparametros



e compartilham apenas essas configuragoes, que sao posteriormente agregadas por
meio de heuristicas federadas.
As principais contribuigoes deste trabalho podem ser resumidas da seguinte

forma:

1. Proposi¢ao de uma abordagem inspirada em aprendizado federado para a agre-

gacao de hiperparametros em metaheuristicas aplicadas ao CVRP;

2. Integracao do algoritmo HGS-CVRP com técnicas automaticas de ajuste de

hiperparametros via irace em um ambiente descentralizado;

3. Avaliacao empirica de diferentes estratégias de agregacao federada, incluindo
FedAvg, Trimmed Mean e Majority Vote;

4. Analise dos trade-offs entre desempenho individual e colaboracao em cenérios

competitivos, a luz do chamado Problema Frenemy.

Ao explorar essas contribuicoes, o trabalho busca demonstrar que a cooperacao
controlada por meio da agregacao de hiperparametros pode representar uma alter-
nativa viavel e eficiente & otimizacao centralizada, especialmente em contextos nos
quais a troca direta de dados é inviavel.

O restante deste trabalho esta organizado da seguinte forma: a Secao II define
formalmente o CVRP e introduz o Problema Frenemy. A Secao III revisa os tra-
balhos relacionados, explorando as principais abordagens existentes. A Secao IV
detalha a solugao proposta, incluindo o modelo de busca genética, a otimizacao de
hiperparametros e as técnicas de agregacao. A Segao V apresenta o ambiente experi-
mental e os resultados, avaliando a efetividade dos diferentes métodos de agregacao.
A Segao VI discute os principais resultados, limitagoes e dire¢oes para pesquisas

futuras.



Capitulo 2
Conceitos Basicos

Este capitulo apresenta os fundamentos conceituais que sustentam a proposta de-
senvolvida neste trabalho. Inicialmente, introduzimos o paradigma de Aprendizado
Federado, destacando seus principios estruturais, seu protocolo operacional e as pro-
priedades que o tornam adequado a cenarios colaborativos com restri¢oes de privaci-
dade. Em seguida, descrevemos formalmente o Problema de Roteamento de Veiculos
com Capacidade, estabelecendo sua definicao matemaética, suas caracteristicas es-
truturais e seu papel central na literatura de otimizacao combinatoria. A exposicao
desses dois eixos conceituais é essencial para compreender a motivacao e o enqua-
dramento da estratégia proposta, que combina agregacao paramétrica inspirada em

aprendizado federado com ajuste de hiperparametros aplicado ao CVRP.

2.1 Aprendizado Federado

O aprendizado federado (federated learning - FL) é um paradigma de aprendizado
distribuido no qual multiplas entidades (clientes, organizagoes ou dispositivos) trei-
nam modelos de forma descentralizada, mantendo seus dados localmente e compar-
tilhando apenas artefatos agregaveis (tipicamente parametros de modelo, gradientes
ou atualizagoes) com um coordenador central ou entre si ZHANG et al. (2021)).
Diferente do aprendizado centralizado classico, em que os dados sao coletados e
consolidados em um tnico repositoério, o FL parte do principio de minimizagao de
exposi¢ao de dados, deslocando o processamento para a borda (edge) ou para os
dominios proprietarios de cada participante. Esse desenho arquitetural é particu-
larmente adequado a cenarios com restrigoes regulatorias, sensibilidade competitiva
ou limitacoes de transferéncia de dados, como aplicagoes médicas, financeiras e in-
dustriais. Formalmente, o objetivo é resolver um problema de otimizacao global da
forma min, 31, prFi(w), em que Fj representa a fungio de perda local do cliente
k e pr sao pesos associados ao tamanho ou relevancia de cada base local, sem que os

dados subjacentes a cada F} sejam diretamente compartilhados. Uma famosa apli-



cacdo (amplamente citada) de aprendizado federado é o treinamento de modelos de
predicao de palavras para teclados virtuais em dispositivos méveis, como no sistema
Gboard HARD et al. (2019).

No estudo de predicao de palavras para teclado moével, o processo é organizado
em rodadas de treinamento federado. Em cada rodada, um subconjunto de dispo-
sitivos elegiveis recebe a versao corrente do modelo global. Cada cliente executa
miltiplos passos de descida de gradiente estocastica sobre seus proprios dados locais
de digitacao, produzindo um vetor de atualizacao de pesos. Essas atualizagoes nao
correspondem aos dados brutos nem a exemplos individuais, mas sim a ajustes pa-
ramétricos do modelo. O servidor entao combina as atualizagoes recebidas por meio
de um operador de agregacao ponderado produzindo uma nova versao global do
modelo. O modelo atualizado é entao redistribuido aos clientes na rodada seguinte,
repetindo o ciclo.

Esse exemplo é particularmente relevante porque é uma boa forma de ilustrar
simultaneamente trés propriedades centrais do aprendizado federado: descentraliza-
¢ao dos dados, agregacao paramétrica e preservacao de privacidade por construgao.
Os dados textuais sensiveis permanecem nos dispositivos, enquanto o servidor opera
apenas sobre atualizacbes numeéricas de parametros. Além disso, o estudo mostra
que o modelo treinado via aprendizado federado pode igualar ou superar o desem-
penho de modelos treinados de forma centralizada, justamente por explorar uma
distribuicao de dados mais representativa do uso real que nao esta totalmente dis-
ponivel em logs centralizados.

Logo, o paradigma federado nao deve ser interpretado como restrito a redes
neurais ou a gradientes, mas sim como um arcabouco mais geral de aprendizado
descentralizado com agregacao paramétrica. O exemplo do teclado mével demonstra
a viabilidade operacional e as vantagens préticas desse modelo, enquanto a estratégia
proposta neste trabalho transfere o mesmo principio para o dominio de ajuste de
hiperparametros em metaheuristicas de roteamento, preservando a separagao entre
dados locais e processo de agregacao global. E a partir dessa ideia que podemos nos
inspirar nesses modelos para criar um algoritmo de otimizacao que nao utiliza de
aprendizado de méquina.

O protocolo canonico de FL opera em rodadas de comunicacao. Em cada rodada,
um modelo global é enviado aos clientes selecionados, que realizam treinamento
local por algumas épocas usando seus proprios dados e devolvem atualizagoes ao
servidor agregador. O servidor combina essas atualizagoes por meio de uma regra de
agregacao, por exemplo, média ponderada, e produz um novo modelo global para a
rodada seguinte LI et al. (2020a). Esse ciclo caracteriza algoritmos do tipo Federated
Averaging (FedAvg), que estabelecem um compromisso entre custo de comunicagao

e progresso de otimizacao: multiplos passos locais reduzem a necessidade de trocas



frequentes, mas aumentam a heterogeneidade das atualizagoes. A escolha do niimero
de passos locais, do subconjunto de clientes participantes por rodada e da regra de
agregacgao define o regime de convergéncia, a estabilidade e a eficiéncia do processo.

Um aspecto central em FL é a heterogeneidade estatistica dos dados locais,
frequentemente descrita como cenario nao-I1ID (non independent and identically dis-
tributed). Neste quadro, as distribui¢oes de dados variam entre clientes, gerando
funcoes de perda locais com geometrias distintas e, consequentemente, atualizagoes
potencialmente conflitantes [KAIROUZ ¢ MCMAHAN]| (2021). Essa heterogenei-
dade pode degradar a convergéncia de agregadores simples baseados em média,
introduzindo viés e oscilagao. Por isso, a literatura distingue entre heterogeneidade
estatistica (ndo-IID), heterogeneidade de sistemas (capacidades computacionais e
de comunicagdo desiguais) e heterogeneidade de participagao (clientes entrando e
saindo do processo). Cada uma dessas dimensoes impoe requisitos especificos ao de-
senho do protocolo e ao operador de agregacao, incluindo ponderagoes adaptativas,
normalizagoes e mecanismos robustos a contribuigoes discrepantes.

Outro pilar do FL é a preservacao de privacidade e confidencialidade. Embora o
compartilhamento de atualizacoes seja menos intrusivo do que o compartilhamento
de dados brutos, ainda existem riscos de inferéncia reversa, reconstrucao de dados
e vazamento de atributos sensiveis a partir de gradientes ou parametros. Por isso,
o ecossistema de FL frequentemente incorpora técnicas complementares como se-
cure aggregation (agregagao criptograficamente segura que impede o servidor de ver
atualizacoes individuais), privacidade diferencial (adigdo de ruido calibrado com ga-
rantias formais) e protocolos criptograficos multi-parte. Esses mecanismos refor¢am
o principio de que o valor coletivo pode ser extraido por agregacao sem exposi¢ao
direta das contribui¢oes individuais, nos quais agentes desejam beneficios agregados
sem revelar informacoes estratégicas.

Do ponto de vista algoritmico, a regra de agregacao desempenha papel anélogo
a um operador de fusao de evidéncias. Agregadores lineares, como a média ponde-
rada, sao eficientes e de baixa variancia quando as contribui¢oes sao homogéneas e
de qualidade comparavel. Entretanto, na presenca de outliers, ruido ou participantes
adversariais (Byzantine clients), agregadores robustos - como mediana coordenada,
trimmed mean, geometric median e variantes - tendem a apresentar maior estabili-
dade. Esses métodos reduzem a influéncia de contribuigoes extremas, preservando
o sinal dominante do conjunto. A escolha do agregador, portanto, nao é meramente
técnica, mas estratégica: ela define o grau de tolerancia a heterogeneidade, erro e
manipulagao, bem como o trade-off entre robustez e eficiéncia estatistica.

E importante destacar que, embora o FL tenha se originado no contexto de
treinamento de modelos preditivos, seu arcabougo conceitual é mais amplo e pode

ser interpretado como um paradigma de otimiza¢ao colaborativa com privacidade.
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Nesse sentido, o objeto agregado nao precisa ser necessariamente um vetor de pe-
sos de rede neural; pode ser qualquer representacao paramétrica resultante de um
processo local de otimizagao, incluindo vetores de hiperparametros, configuragoes
de heuristicas ou estruturas de decisao compactas. O requisito fundamental é que
tais objetos sejam agregaveis por operadores bem definidos e que sua combinacao
produza um ponto inicial ou solucao global de melhor qualidade esperada do que as
contribuigoes isoladas. Essa generalizacao permite transportar principios de FL para
dominios de otimizacao combinatoéria e metaheuristicas, como no caso de agregagao
de hiperparametros para o CVRP.

Em relacao a sistemas, o FL também introduz uma mudanca de perspectiva
sobre custo computacional e escalabilidade. Em vez de concentrar todo o esforco
em um unico centro, o trabalho é distribuido entre participantes, explorando para-
lelismo natural e reduzindo gargalos centrais. A agregacao atua como mecanismo
de compressao de conhecimento local em um artefato global de tamanho reduzido.
Em problemas sensiveis a inicializacao e a calibracao de parametros esse mecanismo
pode ser interpretado como uma forma de aquecimento coletivo do espago de busca,
no qual multiplas exploracoes locais sao sintetizadas em uma configuragao agregada
que serve como ponto de partida mais informativo do que escolhas aleatérias ou

arbitrarias.
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Figura 2.1: Diagrama ilustrativo do fluxo de uma arquitetura basica de aprendizado
federado. Inicialmente, um modelo global ¢é inicializado no servidor coordenador e
enviado aos clientes participantes. Cada cliente realiza treinamento local utilizando
exclusivamente seus proprios dados, preservando-os no ambiente de origem e sem
transferéncia de registros brutos. Apds um numero definido de épocas ou iteragoes
locais, cada cliente envia ao servidor apenas os parametros atualizados (ou gradien-
tes/model updates). O servidor aplica entdo uma regra de agregagao para combinar
as contribuigoes e produzir uma nova versao do modelo global. Esse modelo agre-
gado ¢é redistribuido aos clientes, iniciando uma nova rodada de treinamento. O
ciclo entre comunicacao, treinamento local e agregacao se repete até convergén-
cia ou critério de parada, permitindo aprendizado colaborativo com minimizagao
de exposicao de dados e desacoplamento entre fontes locais. Fonte: adaptado de

https://www.geeksforgeeks.org/
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Algorithm 1 Federated Averaging (FedAvg) de MCMAHAN et al. (2017). Os K
clientes sao indexados por k; B é o tamanho do minibatch local, £ é o niimero
de épocas locais, 1 é a taxa de aprendizado e C' € (0,1] é a fracao de clientes
selecionados por rodada. Cada cliente k& possui um conjunto de dados local P, com

ng = | Px| exemplos.

Servidor executa:
inicializar wq
para cada rodada t =0,1,2,... faca
m < max(|C - K|, 1)
Sy <— subconjunto aleatorio de m clientes
para cada cliente k£ € S; em paralelo faca
wy,,  ClientUpdate(k, w;)
Mt 4 Y kes, T
Wiy < Zkest :Tli wfﬂ
ClientUpdate(k, w) (executado no cliente k):
B + particao de P, em lotes de tamanho B
para cada época local i = 1,..., F faca
para cada lote b € B faca
w < w —nVL(w;b)

retornar w ao servidor

A dinamica geral do aprendizado federado pode ser visualizada na Figura2.1] que
ilustra o ciclo iterativo entre envio do modelo global, treinamento local nos clientes e
agregacao central das atualizagoes. De forma mais precisa, o Algoritmo 7?7 apresenta
o procedimento do Federated Averaging (FedAvg), no qual o servidor seleciona um
subconjunto de clientes a cada rodada, distribui o modelo corrente, recebe as versoes
atualizadas apos treinamento local e combina essas contribuigoes por meio de uma
média ponderada pelo nimero de exemplos locais. KEsse mecanismo constitui a
base conceitual do aprendizado federado classico e é particularmente relevante neste
trabalho porque inspira a ideia de agregacao de informacao produzida localmente
por miltiplas entidades, ainda que, no contexto aqui estudado, o objeto agregado
nao seja um modelo preditivo, mas sim configuracoes de hiperparametros associadas

a processos de otimizagao.
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2.2 0O Problema de Roteamento de Veiculos com
Capacidade (CVRP)

O Capacitated Vehicle Routing Problem (CVRP) é um dos problemas classicos de
otimizacao combinatoria na logistica e na pesquisa operacional. Seu objetivo é
planejar rotas para uma frota de veiculos que parte de um depésito, visita um
conjunto de clientes para atender suas demandas e retorna ao deposito, respeitando
restricoes operacionais, em especial a capacidade méaxima de carga de cada veiculo, e
minimizando um custo total (tipicamente distancia ou tempo de viagem). O CVRP
é central porque captura, de forma compacta, o ntcleo de decisoes de distribuigao
fisica, e serve como base para inimeras extensoes mais realistas, como janelas de
tempo, multiplos depoésitos, frota heterogénea, restricoes de duragao de rota e coleta

e entrega.

2.2.1 Definicao e notacao

A formulagao padrao do CVRP considera um grafo completo direcionado G = (V, A),
onde V' ={0,1,...,n} é o conjunto de nés, composto por um deposito 0 e n clientes.
O conjunto A representa os arcos (7, j) que conectam pares ordenados de vértices,
associados a custos de deslocamento ¢;; > 0, frequentemente derivados de distancias
euclidianas ou de tempos estimados em uma malha vidria. Embora o problema seja
naturalmente nao direcionado, a modelagem é realizada em um grafo direcionado
equivalente, sendo comum assumir simetria, isto é, ¢;; = c¢;;, ainda que existam
variantes assimétricas. Cada cliente ¢ € {1,...,n} possui uma demanda ¢; > 0.
A frota é composta por m veiculos idénticos, todos com capacidade ) > 0. Uma
solucao viavel consiste em um conjunto de rotas, cada rota iniciando no depdésito,
visitando um subconjunto de clientes e retornando ao depoésito, de forma que todo
cliente seja visitado exatamente uma vez e a soma das demandas atendidas em cada
rota nao exceda Q).

Uma rota pode ser representada como uma sequéncia (0, vy, vg, ..., g, 0), na qual
vy € Vest, para £ = 1,... k, representam clientes distintos visitados pela rota. O

custo de uma rota é a soma dos custos dos arcos percorridos:

k—1
C(rota) = ¢y + Z Cogvges T Cop0-
=1
O custo total da solucao é a soma dos custos de todas as rotas. O nimero de rotas é
limitado por m, podendo-se assumir m suficientemente grande para sempre permitir
uma solugao viavel, ou fixar m como parte do problema. Em muitos benchmarks

classicos, m nao é fixado explicitamente e emerge do atendimento das demandas com
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capacidade (), porém sempre respeitando que rotas excessivas nao sao desejaveis,
pois o custo inclui o retorno ao depoésito e a estrutura geométrica penaliza solugoes

fragmentadas.

2.2.2 Formulacao matematica

A formulagao mais utilizada em programacao inteira mista para o CVRP ¢é baseada
em varidveis binarias associadas a arcos. Considere um grafo direcionado G = (V, A).

Para todo par ordenado de nés i,j € V com 7 # j, define-se a variavel:

1, se o arco (i,7) é utilizado em alguma rota,
xij = )
0, caso contréario.

A funcao objetivo consiste em minimizar o custo total de deslocamento:

min E CijTij.

(3,7)€A

As restrigoes de grau asseguram que cada cliente seja visitado exatamente uma
vez, o que, na formulagao direcionada, implica uma aresta de entrada e uma de
saida:

Z Ti; = Z r; =1, VieV\{0}.
JEV\{i} JEV\{i}
Para o depoésito, o niimero de rotas ¢ limitado pelo ntmero de veiculos disponi-

veis. Se m é o numero maximo de veiculos, impoe-se:

Z x[)j S m,

jevi{o}
> = X e
JjEVA{0} jevi{o}

Quando m é fixo e todas as rotas devem ser utilizadas, essas desigualdades podem
ser substituidas por igualdades. Em geral, o modelo permite que menos veiculos
sejam usados, caso isso reduza o custo total, desde que as restri¢coes de capacidade
sejam respeitadas.

A restrigao de capacidade é a principal diferenga em relagao ao Traveling Sales-
man Problem (TSP). Para qualquer subconjunto nao vazio de clientes S C V'\ {0},
a soma de arestas que cruzam o corte (S,V \ S) deve ser suficiente para permitir

que veiculos atendam a demanda total de S. Se [Y". ¢ ¢;/Q] é o ntimero minimo de
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veiculos necessario para atender S, entao:

S %22[@}, ¥S C V\ {0}, # 0.

i€S jeV\S Q

Essas restricoes sao exponenciais em niimero, e por isso métodos exatos tipicamente
as adicionam de forma dindmica por separacao, no contexto de algoritmos do tipo
branch-and-cut. Para propositos praticos, metaheuristicas incorporam a capacidade
como restricao explicita na construcao e melhoria de rotas, ou como violacao pena-
lizada em um esquema de busca que permite solugoes inviaveis controladamente.
Alternativamente, pode-se usar uma formulacdo com varidveis de fluxo ou de
carga acumulada para eliminar subtours e impor capacidade. Em uma versao
direcionada com arcos, define-se uma variavel continua u; indicando a carga res-
tante apos atender o cliente ¢, e utiliza-se um conjunto de restri¢oes do tipo Mil-
ler—Tucker—Zemlin adaptadas ao CVRP . Essa abordagem é mais compacta, porém
frequentemente mais fraca em termos de relaxacao linear quando comparada ao

modelo com cortes de capacidade.

2.2.3 Interpretacao estrutural do CVRP

Do ponto de vista combinatorio, o CVRP pode ser visto como a busca por uma
parti¢do do conjunto de clientes em grupos (cada grupo associado a um veiculo) e,
para cada grupo, a determinacao da melhor ordem de visita, que é um TSP restrito
ao subconjunto, com deposito. Assim, ha simultaneamente uma decisao de agrupa-
mento (clustering) condicionada por capacidade e uma decisao de sequenciamento
(routing) dentro de cada grupo. Essa interagdo entre parti¢do e ordenagdo explica
por que o problema é particularmente desafiador: pequenas mudancgas de alocagao
de clientes entre rotas podem alterar radicalmente a qualidade global e a estrutura
de vizinhanca local.

A capacidade () atua como restricao global por rota, introduzindo um limite de
soma que determina a granularidade das rotas. Quando () é grande o suficiente
para acomodar todas as demandas, o CVRP colapsa para o TSP com depdésito.
Quando () é pequeno, muitas rotas sao necessarias, e o custo de retorno ao deposito
se torna relevante, elevando a importancia de decisoes de agrupamento para reduzir
deslocamentos redundantes. Assim, o CVRP é sensivel ao balango entre custo intra

rota, custo de ligagao ao depodsito e distribuicao espacial das demandas.
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2.2.4 Complexidade e implicacoes praticas

O CVRP ¢é NP-dificil, pois generaliza o TSP. Isso implica que, em geral, nao se es-
pera resolver instancias grandes com garantias de otimalidade em tempo polinomial.
Na pratica, solugoes de alta qualidade para instancias com centenas ou milhares de
clientes dependem de heuristicas e metaheuristicas. Em aplicagoes reais, o desafio é
ainda maior devido a incertezas operacionais, assimetrias de custo, restri¢oes adici-
onais e necessidade de respostas rapidas. Consequentemente, o CVRP costuma ser
tratado como um problema de otimizagao sob orcamento computacional, no qual se
busca a melhor solu¢ao possivel dentro de um tempo limite.

Essa realidade torna especialmente relevantes métodos com boa relacao quali-
dade tempo, robustez a diferentes tipos de instancia e capacidade de adaptacio. E
precisamente nesse contexto que algoritmos hibridos de estado da arte, como me-
taheuristicas que combinam busca populacional e busca local intensiva, se destacam.
Contudo, a eficacia dessas abordagens depende fortemente de hiperparametros que
controlam pressao seletiva, tamanho populacional, intensidade de busca local e me-
canismos de penalizacao de inviabilidade. Portanto, compreender o CVRP de forma
detalhada e formal é essencial para motivar tanto o uso de metaheuristicas quanto

a necessidade de calibragao sistemética de seus parametros.

2.2.5 Modelos de custo, restricoes adicionais e variantes pro-

ximas

Embora a definicao candnica minimize a soma de distancias, aplicagoes reais fre-
quentemente consideram outros critérios e restrigoes. Um primeiro refinamento é
incluir tempo de servigo e limite de duracao por rota. Nesse caso, cada cliente possui

um tempo de servigo 7;, e a duragao de uma rota passa a ser:

T(rota) = Z cij + Z Tis
arestas na rota clientes na rota

com uma restri¢ao T'(rota) < Tpax. Outra extensao classica é o VRP com janelas de
tempo, no qual cada cliente deve ser atendido dentro de um intervalo [a;, b;], e atra-
sos podem ser proibidos ou penalizados. H& ainda variantes com coleta e entrega,
multiplos depositos, frota heterogénea, restricoes de compatibilidade e problemas
com demandas estocasticas. Apesar das diferencas, muitas dessas extensoes pre-
servam a estrutura central de particionar clientes em rotas e ordenar visitas, e por
isso estratégias desenvolvidas para o CVRP frequentemente servem como base para
esses Cenarios.

Mesmo quando o estudo se restringe ao CVRP, é 1til explicitar quais hipoteses

estao sendo adotadas. Neste trabalho, o foco estd no CVRP simétrico com um
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deposito, veiculos idénticos e restricao de capacidade, compativel com o benchmark
classico. Essa escolha permite comparar resultados de forma padronizada e isolar
o efeito da estratégia proposta de ajuste e agregacao de hiperparametros, evitando

que particularidades de variantes especificas dominem a anélise.

2.2.6 Meétricas de avaliacao e benchmarking

Em CVRP, a qualidade de uma solucao é medida principalmente pelo seu custo
total. Em estudos empiricos, ¢ comum reportar o gap relativo em relagao ao melhor
valor conhecido (Best Known Solution, BKS) HINTSCH]| (2020). Dado um custo

obtido C' e um valor de referéncia CPXS define-se:

C — CBKS

gap(%) = 100 - LS

Essa métrica permite comparar instancias de escalas diferentes e sintetizar desem-
penho médio ao longo de um conjunto de testes. Além do gap, outras dimensoes sao
relevantes: robustez estatistica (varidncia entre execugoes), tempo para atingir uma
determinada qualidade, e comportamento de convergéncia. Como metaheuristicas
possuem componentes estocéasticos, é pratica padrao executar multiplas réplicas por
instancia e reportar estatisticas como média, mediana, melhor resultado, desvio pa-
drao e, quando apropriado, testes nao paramétricos para comparagao entre métodos.

Benchmarks publicos desempenham um papel crucial nesse ecossistema, pois
padronizam instancias e referéncias. Em particular, conjuntos modernos incluem
instancias grandes e diversificadas, com caracteristicas controladas para aumentar o
poder discriminativo na comparacgao de algoritmos. Em tais benchmarks, a diferenca
entre métodos de estado da arte pode ser pequena em termos absolutos, o que reforca
a importancia de anélises estatisticas cuidadosas e da consisténcia de critérios de
parada. Tendo isso em vista, a escolha e a calibracao de hiperparametros pode ser
tao determinante quanto a escolha do método, motivando abordagens sistematicas

de ajuste automaético.

2.2.7 Relacao com metaheuristicas e sensibilidade a hiperpa-

rametros

A resolucao do CVRP por metaheuristicas frequentemente combina mecanismos de
exploragao global e intensificagao local. Vizinhangas classicas incluem relocate, swap,
2-opt e 2-opt*, que modificam sequéncias dentro de uma rota ou trocam clientes
entre rotas. Estratégias populacionais adicionam diversidade e recombinagao, o que é
essencial para escapar de 6timos locais. Entretanto, o desempenho dessas estratégias

depende de parametros que controlam, por exemplo, tamanho de populacao, taxa
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de geracao de descendentes, frequéncia de busca local, critérios de diversificagao e
pesos de penalidade para solucoes invidveis.

Essa dependéncia é particularmente importante no CVRP porque o equilibrio
entre viabilidade e exploracao é delicado. Permitir temporariamente solucoes que
violam capacidade pode acelerar a busca e facilitar transi¢oes entre regioes promis-
soras do espago de solugoes, desde que a penalizacao seja ajustada para conduzir o
processo de volta a viabilidade. Da mesma forma, intensidade excessiva de busca
local pode melhorar qualidade, mas com custo computacional alto, reduzindo o ni-
mero de solugoes exploradas dentro do or¢camento de tempo. Por isso, a compreensao
completa do CVRP e de suas restrigoes nao é apenas uma formalidade teorica; ela
orienta o desenho de operadores de vizinhanca, a modelagem de penalidades e a

interpretacao de resultados experimentais.

Route 2
rd
o Route 3
4 a
5
Figura 2.2: Exemplo ilustrativo de uma solugao viavel para o Pro-
blema de Roteamento de Veiculos com Capacidade. Fonte: adaptado de

https://neo.lcc.uma.es/dynamic/images/vrp.png.

Em resumo, o CVRP fornece o cenario de referéncia no qual se avalia o impacto
de estratégias de configuragdo e agregacao de hiperparametros. Ao definir o pro-
blema com rigor, esclarecer hipoteses e apresentar as formulagoes e métricas usuais,
estabelecemos a base necesséaria para discutir algoritmos de solugao e, sobretudo,
para justificar por que estratégias de ajuste sistematico e transferéncia de conhe-
cimento paramétrico entre cenérios podem produzir ganhos praticos relevantes. A

estrutura tipica de uma soluc@o viavel pode ser visualizada na Figura [2.2] que ilus-
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tra a decomposicao do problema em rotas, bem como a interacao entre alocacao de
clientes e ordenacao de visitas. O deposito esta representado no centro, e trés rotas
distintas partem e retornam a ele. Cada conjunto de nés coloridos corresponde a
uma rota diferente, indicando a particao do conjunto de clientes entre veiculos. As
setas indicam a ordem de visita dos clientes em cada rota, caracterizando a sequéncia
de atendimento definida pela solu¢ao encontrada. Os niimeros associados as arestas
representam os custos de deslocamento entre pares consecutivos de nés, que podem
corresponder a distancia, tempo de viagem ou outro critério de custo. O custo total
da solugao ¢ obtido pela soma dos custos de todas as arestas percorridas nas trés
rotas, incluindo os arcos de saida e retorno ao depésito. A figura evidencia a estru-
tura tipica do CVRP, na qual o problema pode ser interpretado como a combinacao
de duas decisoes interdependentes: a alocacao de clientes a veiculos sob restricao de
capacidade e a definicao da ordem de visita dentro de cada grupo. Observa-se que
cada cliente ¢ atendido exatamente uma vez e que todas as rotas iniciam e terminam
no deposito, respeitando a estrutura cléssica do problema. Esse tipo de represen-
tacao grafica é util para visualizar como alteracoes locais na sequéncia de visita ou
na redistribuicao de clientes entre rotas podem impactar significativamente o custo

total, ilustrando a natureza combinatoéria e a complexidade estrutural do CVRP.
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Capitulo 3
Trabalhos Relacionados

Esta segao apresenta uma visao geral concisa da literatura relevante sobre o CVRP
e os desafios associados ao compartilhamento de dados entre empresas concorrentes.
O objetivo desta revisao ¢ duplo. Primeiro, apresentar os avancos mais recentes
em abordagens exatas e metaheuristicas, especialmente aquelas que utilizam me-
taheuristicas hibridas e baseadas em populac¢oes para o CVRP. Em segundo lugar,
explorar as implicacoes do compartilhamento de dados em problemas de otimizagao,
destacando seus beneficios, desafios e estratégias emergentes em logistica colabora-
tiva.

O problema do CVRP é amplamente conhecido e explorado na literatura TOTH e
VIGO| (1998); GANSTERER e HARTL (2018); BAO| (2024); VIDAL (2022). Diver-
sas abordagens foram propostas para diferentes especificagoes do problema, sendo
a maioria baseada em metaheuristicas. A adigao ou remocao de parametros im-
pacta diretamente a formulacao, exigindo o desenvolvimento de novas técnicas ou
a adaptacao de métodos anteriores. Além disso, caracteristicas fisicas podem tanto
restringir quanto generalizar o problema, tornando o CVRP um campo de grande
potencial [TOTH e VIGO) (1998)); GANSTERER e HARTL (2018)). Nesta segao,

analisamos trés abordagens empregadas para resolver o CVRP.

3.1 CVRP: panorama metodolbégico e critérios de
comparacao

O CVRP ocupa um papel central na area de otimizacao combinatoéria e tem moti-
vado o desenvolvimento de métodos exatos, heuristicos e metaheuristicos ao longo
de décadas TOTH e VIGO) (1998). De modo geral, os métodos exatos (por exemplo,
baseados em programacao inteira e branch-and-cut) fornecem garantias de otima-
lidade, mas tendem a escalar de forma limitada conforme o ntimero de clientes

aumenta, o que motivou o uso extensivo de métodos aproximados para instancias
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grandes e para variantes com restrigoes realistas.

Metaheuristicas e métodos hibridos se destacam neste cenario por apresenta-
rem boa relacao entre qualidade de solugao e tempo computacional, especialmente
quando combinam exploragao global (e.g., busca populacional) e intensificagao local
(e.g., busca em vizinhanga) [VIDAL et al| (2012); [VIDAL (2022)). Essa constatagao
é consistente com revisoes recentes, que apontam a predominancia de algoritmos hi-
bridos e baseados em populagoes como abordagem pratica para o CVRP, sobretudo
em contextos com restrigdes adicionais e necessidade de robustez BAO| (2024).

Para garantir comparabilidade entre estudos, um ponto recorrente na litera-
tura é o uso de conjuntos de instancias de referéncia. Em particular, a proposta de
(UCHOA et al.,2017). estabeleceu um conjunto abrangente e balanceado de instan-
cias (100 a 1000 clientes), visando aumentar o poder discriminativo dos benchmarks
e permitir analises mais finas sobre como caracteristicas das instancias impactam
o desempenho de diferentes métodos. Assim, revisoes e comparacgoes contempora-
neas frequentemente reportam resultados sobre esses benchmarks, além de enfatizar
a necessidade de avaliagoes consistentes em termos de orgamento computacional,
critérios de parada e métricas de qualidade.

Vale notar que a avaliagao de metaheuristicas para CVRP raramente depende
de um tunico fator: (i) qualidade final (gap para BKS), (ii) estabilidade estatistica
(variancia entre execugoes), (iii) velocidade de convergéncia e (iv) custo computaci-
onal total. Esses fatores sao diretamente afetados por escolhas de implementagao,
pela riqueza das vizinhancas exploradas e, de forma crucial, pelo ajuste de hiperpa-

rametros do método, como discutido adiante.

3.2 Hibridizacao e busca em vizinhanca: de algorit-

mos genéticos a buscas meméticas

A combinagao de mecanismos evolutivos com busca local é frequentemente descrita
na literatura sob o guarda-chuva de algoritmos meméticos ou metaheuristicas hi-
bridas. A ideia central é aproveitar a capacidade exploratéria de uma populagao
(diversidade e recombinagao) ao mesmo tempo em que se realiza intensifica¢do por
meio de operadores de melhoria local. Esse principio aparece tanto em trabalhos
gerais de algoritmos genéticos hibridos quanto em aplicagoes especificas para pro-
blemas de otimizacao estruturais e de roteamento BAI et al.| (2010); CHEN et al.
(2016)).

O papel da busca local é particularmente relevante em problemas de roteamento:
vizinhangas como relocate, swap e variantes de 2-opt (incluindo movimentos inter-

rotas, como 2-opt*) sdo fundamentais para refinar solugoes e promover ganhos ra-
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pidos de qualidade. Em algoritmos modernos, essa intensificagao é tratada como
componente intrinseco do método, e nao apenas como poés-processamento.

O Hybrid Genetic Search e suas extensoes materializam essa filosofia ao combinar
uma busca genética com mecanismos explicitos de diversidade e um procedimento de
busca local eficiente [VIDAL et al.| (2012); VIDAL (2022). Na implementacao aberta
do HGS-CVRP, um destaque metodolégico é a incorporagao do operador SWAP,
que aumenta o poder exploratoério da busca local ao permitir trocas inter-rotas sem
reinsercao direta, contribuindo para melhorias de desempenho e simplicidade.

A primeira abordagem analisada é o Polymorphic Mutation-based Single-Parent
Genetic Algorithm (PM-PGA), que foca no tempo de convergéncia |BAO| (2024)).
Para isso, emprega mutacao polimorfica a fim de garantir diversidade populacional,
otimizando a capacidade ao se aproximar de solucoes inviaveis. Além disso, utiliza
um salto hibrido, aplicando o critério de Metropolis para evitar 6timos locais e me-
lhorar a qualidade da solugao METROPOLIS et al. (1953); KIRKPATRICK et al.
(1983). Por fim, o algoritmo incorpora uma func¢ao de penalidade adaptativa, im-
pondo penalidades severas as solugoes que ultrapassam as restri¢goes do problema,
juntamente com um calculo de aptidao a cada iteracao, filtrando a populacao e
garantindo convergéncia mais rapida.

A literatura sobre o uso do PM-PGA para o CVRP destaca melhorias na ve-
locidade de convergéncia, na diversidade das solucoes e na boa adaptabilidade ao
lidar com restrigoes de capacidade. Contudo, apresenta custos computacionais mais
elevados, forte dependéncia do ajuste de hiperparametros e maior complexidade
algoritmica devido ao uso de mutagdes polimorficas [BAO| (2024).

A segunda abordagem, mais simples, é o Hybrid Genetic Search in Capacitated
Vehicle Routing Problems (HGS-CVRP) [VIDAL (2022), que combina um algoritmo
genético aprimorado com busca em vizinhanga, especificamente o swap neighborhood,
explorando mais caminhos e potencialmente encontrando solugoes superiores. A
gestao da diversidade é realizada por meio de mecanismos de selecao de pais e so-
breviventes, operadores fundamentais em algoritmos genéticos BAO| (2024); VIDAL
et al.| (2012). Além disso, o HGS-CVRP é uma ferramenta de codigo aberto, o que
facilita sua compreensao e permite melhorias.

Com base na analise da literatura, o HGS-CVRP apresenta considerével melhoria
nas solugoes geradas e no tempo computacional em relagao ao seu antecessor, o
HGS. Sua simplicidade algoritmica e natureza de codigo aberto trazem implicagoes
positivas. Entretanto, devido a sua alta complexidade computacional, o HGS-CVRP
pode enfrentar gargalos em instancias de grande escala. Como qualquer algoritmo
genético, pode convergir para 6timos locais em cenarios altamente complexos. Essa
abordagem também é bastante sensivel ao ajuste de hiperparametros BAO| (2024)).

A terceira e ultima abordagem analisada é o Modified Hybrid Genetic Search
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(MDM-HGS), uma versao aprimorada do HGS-CVRP [MAIA et al| (2024). Ela
combina padroes de alta incidéncia extraidos de boas solugoes com uma versao
randomizada da heuristica de economia de Clarke-Wright. Essa abordagem utiliza
métodos de minerac¢ao de dados (MDM) para criar novas solugoes quando as iniciais
aleatorias nao apresentam desempenho satisfatorio. O processo de mineracao de da-
dos extrai parametros recorrentes de solugoes 6timas para guiar buscas subsequentes,
melhorando a qualidade das solugoes.

Segundo a literatura, o MDM-HGS apresenta melhorias significativas em com-
paracao com o algoritmo original (HGS-CVRP), sendo que a técnica de mineracao
de padroes leva a uma convergéncia mais rapida. Contudo, devido a mineracao de
dados, o algoritmo possui maior complexidade computacional, enfrentando maio-
res dificuldades em instancias de grande escala e consumindo mais recursos. Além
disso, o MDM-HGS ¢é mais complexo de implementar e, assim como as abordagens

anteriores, ¢ altamente sensivel aos parametros escolhidos [BAO| (2024).

3.3 Configuracao automatica de algoritmos e ajuste

de hiperparametros

Um aspecto transversal as abordagens baseadas em populagoes e hibridizagao é
a sensibilidade a hiperparametros. Em algoritmos genéticos e hibridos, escolhas
como tamanho de populacao, pressao seletiva, critérios de elitismo, parametros de
penalizacao de inviabilidade e limites de busca local impactam fortemente qualidade
e tempo computacional. Na prética, a selecao manual desses valores ¢ trabalhosa,
pouco reprodutivel e frequentemente dependente do conjunto de instancias e do
orcamento de tempo disponivel.

A configuragao automdtica de algoritmos surge, entao, como uma area conso-
lidada, com métodos e ferramentas projetados para selecionar configuragdes com
bom desempenho de forma sistematica STUTZLE e LOPEZ-IBANEZ (2021). En-
tre essas ferramentas, o irace se destaca por empregar uma estratégia de iterated
racing para explorar o espaco de configuracoes e eliminar progressivamente combi-
nacoes inferiores com base em desempenho empirico LOPEZ-IBANEZ et al| (2016).
A adocao do irace tem sido reportada em diferentes dominios, incluindo contextos
de aprendizado de méquina e robética, indicando a versatilidade do método para
ajuste de hiperparametros em cenarios com espaco de busca complexo e avaliacoes
custosas [VIEIRA et al.| (2021)); MENEZES et al.| (2020).

Apesar de eficiente, a configuracdo automatica mantém uma caracteristica cen-
tral: o resultado obtido ¢ condicionado ao conjunto de instancias, a distribui¢ao

de cenérios e ao orcamento computacional utilizado durante o processo de ajuste.
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Assim, surge naturalmente a questao de como reutilizar, transferir ou combinar
conhecimento de configuragoes entre contextos distintos, principalmente quando di-
ferentes agentes enfrentam problemas similares, mas nao podem compartilhar dados

sensiveis do processo operacional.

3.4 Colaboracao, privacidade e agregacao: cone-

xoes com aprendizado federado

A literatura de roteamento colaborativo discute que ganhos globais podem surgir
quando agentes compartilham informagao ou coordenam decisoes logisticas; con-
tudo, barreiras competitivas e de confidencialidade frequentemente impedem o com-
partilhamento direto de dados (GANSTERER e HARTLJ (2018)). Em ambientes coo-
petitivos, a cooperagao tende a ser limitada e seletiva, o que reforca a necessidade de
mecanismos que produzam beneficio coletivo sem revelar informacgoes estratégicas.

Em aprendizado federado, um problema analogo ocorre: multiplos clientes trei-
nam localmente e compartilham apenas atualizagoes agregéveis, evitando expor da-
dos brutos MCMAHAN et al| (2017)); LI et al| (2020b)). O elemento central nesse
paradigma é a agrega¢do (ou fusio) das contribuigoes locais, cuja escolha influencia
diretamente robustez, estabilidade e desempenho final. Revisoes recentes enfatizam
que agregadores simples como média podem falhar em ambientes nao-I11D, ruidosos
ou adversariais, motivando alternativas robustas QI et al.|(2024), |LU et al. (2024)).
Essa robustez torna-se ainda mais relevante quando ha risco de participantes com
baixa qualidade de contribui¢ao ou comportamento malicioso, cenario documentado
na literatura de seguranga em FL  BAGDASARYAN et al.| (2020).

Agregadores robustos como operagoes do tipo trimmed mean e variantes basea-
das em medianas tém sido estudados formalmente em aprendizado distribuido, com
garantias e analises que evidenciam melhor resisténcia a outliers [YIN et al. (2018));
PILLUTLA et al|(2022). Embora FL tradicional trate da agregagao de parametros
de modelos de aprendizado, a nogao de agregar objetos paramétricos (e.g., vetores
de hiperparametros) preservando privacidade é conceitualmente alinhada a esse ar-
cabouco: em vez de compartilhar dados ou rotas, compartilham-se configuragoes
resultantes do processo local de otimizagao, que podem ser combinadas por regras
de agregagao inspiradas em FL.

Com base nas abordagens descritas, observam-se fatores comuns, como gargalos
computacionais em problemas de grande escala e alta sensibilidade aos parametros
iniciais. O presente trabalho sugere uma abordagem descentralizada de ajuste de hi-
perparametros, utilizando técnicas de fusao de dados, de modo a garantir que a busca

por solugoes nao se inicie a partir de solu¢oes completamente aleatérias, melhorando
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o tempo de convergéncia e prevenindo gargalos computacionais. A abordagem pro-
posta garante seguranca e privacidade devido a sua natureza descentralizada e ao

contexto competitivo em que o CVRP é aplicado.
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Capitulo 4
Proposta

Nesta secao, apresentamos nossa abordagem para o compartilhamento de hiperpa-
rametros no contexto da otimizacgao inteira, aplicada especificamente ao algoritmo
HGS-CVRP \VIDAL et al| (2012). Para o ajuste local de hiperparametros, utili-
zamos o framework irace, uma ferramenta eficiente para busca automatizada de
configuracoes LOPEZ-IBANEZ et al| (2016). O compartilhamento dos hiperpara-
metros ajustados é realizado por meio de diferentes estratégias de agregagao fede-
rada, incluindo FedAvg, FedMedian, Trimmed Mean e Majority Vote. Essas técnicas
permitem a combinagao de miltiplas configuragoes locais sem a necessidade de com-
partilhamento direto de dados, promovendo um processo de otimizagao colaborativo

e descentralizado.

) local global
yperparameters hyperparameters
customer 2

Aggregator

Figura 4.1: Diagrama do fluxo de agregacao implementado por nossa proposta.

Como ilustrado na Figura[d.I] uma vez agregados os hiperparametros otimizados
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localmente, a configuracao resultante é redistribuida para os noés participantes, onde
é utilizada para refinar execugoes subsequentes de otimizacao do HGS-CVRP. Esse
processo garante que o conhecimento adquirido por diferentes nos seja continuamente
integrado, melhorando a qualidade geral das configuragoes de hiperparametros. Ao
explorar métodos de agregacao federada, espera-se que o fluxo de trabalho mantenha
a adaptabilidade as diversas condigoes locais, ao mesmo tempo em que converge

progressivamente para uma configuracao global mais eficaz.

4.1 Fusao de dados e agregacao de parametros

O conceito de fusao de dados se refere ao conjunto de métodos destinados a combi-
nar multiplas fontes de informagao, potencialmente heterogéneas, com o objetivo de
produzir uma estimativa agregada mais estavel, precisa ou robusta do que aquelas
obtidas individualmente. Na literatura, fusao pode ser aplicada a medigoes senso-
riais, previsoes estatisticas, modelos de aprendizado ou estimativas paramétricas,
sendo comum em areas como processamento de sinais, sistemas distribuidos, ro-
botica, sensoriamento remoto e aprendizado de maquina distribuido. Em termos
gerais, a fusao busca explorar complementaridade, redundéncia e diversidade entre
fontes, ao mesmo tempo em que mitiga ruido, viés local e outliers.

Os operadores de fusao podem assumir diferentes formas matemaéticas. Métodos
baseados em média aritmética assumem contribui¢oes aproximadamente simétricas e
ruido nao enviesado. Operadores robustos, como mediana e trimmed mean, reduzem
a influéncia de valores extremos e sao preferiveis quando ha heterogeneidade de
qualidade entre as fontes. Métodos baseados em majority vote, por sua vez, operam
em espacos discretos ou categoricos, selecionando a alternativa mais frequentemente
observada. Em contextos distribuidos, a escolha do operador de fusao tem impacto
direto sobre estabilidade, sensibilidade a outliers e capacidade de generalizacao do
resultado agregado.

Embora a maior parte da literatura de aprendizado federado trate da fusao de
parametros de modelos estatisticos ou redes neurais, o principio subjacente é mais
amplo: combinar estimativas locais obtidas de forma descentralizada sem compar-
tilhar dados brutos. O presente trabalho adota exatamente essa perspectiva, porém
aplicada ao espago de hiperparametros de um algoritmo heuristico para o CVRP.
Cada entidade participante executa tuning local independente, produzindo vetores
de hiperparametros ajustados a seu subconjunto de instancias. Esses vetores consti-
tuem estimativas paramétricas locais de boa configuracao. O processo proposto nao
compartilha instancias, solugoes ou dados operacionais, mas apenas os vetores para-
métricos resultantes, que sao entao combinados por operadores de fusao inspirados

em aprendizado federado.
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A abordagem proposta pode ser interpretada como um mecanismo de fusao para-
métrica descentralizada. As configuracoes locais funcionam como observagoes amos-
trais de regioes promissoras do espaco de hiperparametros. A agregagao por média,
mediana, trimmed mean ou majority vote atua como operador de fusao, produzindo
uma configuracao global sintetizada que incorpora informacao distribuida. Esse
procedimento reduz a dependéncia de inicializagoes aleatorias, direciona a busca
para regioes paramétricas previamente validadas localmente e tende a melhorar a
eficiéncia da fase de exploragao subsequente.

Essa formulacao como problema de fusao de parametros também fornece justi-
ficativa técnica para a comparagao entre diferentes operadores de agregagao. Cada
operador impoe uma hipétese implicita sobre a distribuicao das estimativas locais e
sobre o risco de outliers. A média privilegia eficiéncia sob homogeneidade; a medi-
ana privilegia robustez; o trimmed mean estabelece compromisso entre ambos; e o
majority vote privilegia consenso discreto. Assim, a avaliacao empirica desses ope-
radores no contexto do tuning de hiperparametros pode ser interpretada como um
estudo comparativo de estratégias de fusao sob heterogeneidade de fontes.

Portanto, a estratégia desenvolvida neste trabalho nao apenas se inspira em
aprendizado federado, mas pode ser formalmente entendida como um caso particu-
lar de fusao de dados paramétricos em ambiente descentralizado, com restrigoes de
privacidade e competicao entre participantes. Essa interpretacao amplia o enqua-
dramento teérico da proposta e aproxima o problema de tuning colaborativo de um

corpo mais amplo de métodos de agregagao e fusao distribuida.

4.2 HGS-CVRP

O Hybrid Genetic Search for the Capacitated Vehicle Routing Problem (HGS-CVRP)
¢ um algoritmo de estado da arte desenvolvido especificamente para a resolucao do
Problema de Roteamento de Veiculos Capacitados, combinando de forma integrada
conceitos de algoritmos genéticos com procedimentos avancados de busca local. Essa
abordagem hibrida permite explorar eficientemente o espaco de soluc¢oes, produzindo

solugoes de alta qualidade com desempenho computacional competitivo, mesmo em
instancias de grande porte VIDAL (2022]).
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Figura 4.2: Fluxo do algoritmo Hybrid Genetic Search (HGS), mostrando as etapas
de inicializacao da populagao, separacao entre solugoes viaveis e inviaveis, sele¢ao
por torneio binario, recombinacao com OX e reconstrucao via Split, busca local com
possivel reparo, e inser¢cao com gerenciamento populacional até o critério de parada.
Fonte: adaptado de Vidal (2012, 2022).

A Figura ilustra o funcionamento do Hybrid Genetic Search (HGS), eviden-
ciando a interagao entre mecanismos evolutivos e procedimentos de busca local ao
longo de um ciclo iterativo. O processo inicia-se com a geragao de um conjunto
de individuos iniciais, que compoem a populacao de partida e representam solucoes
candidatas para o problema. Essa populagao é organizada em dois subconjuntos
distintos: solugoes viaveis, que respeitam todas as restri¢coes do problema, e solu-
¢oes inviaveis, que podem violar restrigoes, como capacidade dos veiculos, mas sao
mantidas com o objetivo de aumentar a diversidade e explorar regidoes promissoras
do espago de busca. A partir dessa populacao, o algoritmo executa iterativamente
um ciclo evolutivo enquanto o critério de parada nao ¢é atingido. Em cada itera-
¢ao, realiza-se primeiramente uma etapa de selecao por torneio binario, na qual dois
individuos sao escolhidos com base em uma combinagao de qualidade da solugao,
geralmente associada ao custo, e diversidade em relacao a populagao, garantindo um

equilibrio entre intensificagao e diversificagao.
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Figura 4.3: Exemplo do operador Ordered Crossover (OX). Um segmento do pri-
meiro individuo é preservado (destacado) e os elementos restantes sdo inseridos na
ordem em que aparecem no segundo individuo, respeitando a sequéncia e evitando
duplicagoes.

Fonte: adaptado de Vidal (2012, 2022).

Em seguida, os individuos selecionados passam por um operador de recombina-
¢ao, tipicamente o Ordered Crossover, como ilustrado na Figura [1.3] que constroi
um descendente preservando parcialmente a ordem de visita dos clientes de um dos
pais e completando com a sequéncia do outro. Como essa representacao ignora
temporariamente as restricoes de capacidade, aplica-se o algoritmo Split, responséa-
vel por particionar a sequéncia gerada em rotas viaveis, reconstruindo uma solugao
completa do CVRP. O descendente obtido é entao submetido a uma fase de busca
local, na qual sao exploradas vizinhancas da solucao com o objetivo de melhorar
seu custo, utilizando movimentos classicos de roteamento; caso a solugao continue
inviavel, pode ser aplicada uma etapa de reparo para reduzir ou eliminar violagoes.
Apos essa melhoria, o individuo resultante é inserido na populagao, desencadeando
um procedimento de gerenciamento populacional que inclui a adaptacao de pena-
lidades para solugoes inviaveis e a selecao de sobreviventes, de modo a controlar
o tamanho da populacao e preservar um conjunto equilibrado de solugoes de alta
qualidade e diversidade. Esse ciclo é repetido até que uma condicao de parada seja
satisfeita, como limite de tempo ou nimero méximo de iteracoes, momento em que
o algoritmo retorna a melhor solu¢ao encontrada ao longo da execugao.

A principal for¢a do algoritmo esta em sua capacidade de equilibrar exploragao
e intensificacao durante o processo de busca. Isso é alcangado por meio de uma

estratégia de gerenciamento da populagao, que assegura diversidade de solugoes ao
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mesmo tempo em que refina os melhores candidatos PANGARIBUAN et al.| (2025).
O algoritmo genético permite a busca global no espaco de solugoes ao combinar
solugoes parentais para criar descendentes que herdam caracteristicas desejaveis.
Em seguida, métodos de busca local sao aplicados a esses descendentes, aprimo-
rando ainda mais sua qualidade por meio da exploracao do espaco de solucoes. Essa
hibridizacao de técnicas globais e locais garante que o algoritmo nao convirja prema-
turamente para solugoes subdtimas e mantenha robustez em uma ampla variedade
de instancias do problema.

No componente genético, as solugoes sao representadas como sequéncias de cli-
entes, conhecidas como giant tours, o que possibilita a aplicagao eficiente de opera-
dores de recombinacao. A geracao de descendentes ocorre a partir da combinacao de
solucoes parentais, preservando caracteristicas estruturais relevantes. Apos o cruza-
mento, um procedimento de decodificacao baseado no algoritmo Split é empregado
para reconstruir solucoes viaveis do CVRP, assegurando o respeito as restricoes de
capacidade dos veiculos.

Diferentemente de algoritmos genéticos tradicionais, o HGS-CVRP incorpora
uma etapa sisteméatica de busca local intensiva aplicada a cada solucao gerada.
Essa etapa explora um conjunto abrangente de vizinhancas, incluindo movimentos
de realocagao (relocate), troca (swap), 2-opt e 2-opt, além do operador SWAP,
amplamente reconhecido por sua eficiéncia em problemas de roteamento. A busca
local desempenha um papel central na intensificagao da busca, refinando solugoes
promissoras e explorando de forma aprofundada regioes relevantes do espaco de
solucgoes.

O algoritmo permite a coexisténcia controlada de solucoes vidveis e inviaveis na
populacao, utilizando penalidades adaptativas para tratar violagoes das restrigoes
de capacidade. Esse mecanismo amplia a exploragao do espago de busca e contri-
bui para a superagao de 6timos locais, aumentando a robustez do método frente a
diferentes caracteristicas das instancias analisadas.

A integracao entre recombinacao genética, controle explicito de diversidade, pe-
nalizacao adaptativa e busca local intensiva confere ao HGS-CVRP desempenho
superior em relacao a abordagens puramente heuristicas ou genéticas, consolidando-

o como uma das principais referéncias na literatura para a resolugao eficiente do

CVRP.
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Algorithm 2 HGS-CVRP
Input: Instancia do CVRP; hiperparametros 6 (tamanho populacional, taxas, pe-

nalidades etc.); critério de parada.
Output: Melhor solugao s*.
Inicializar popula¢ao P com solugoes viaveis e inviaveis (com penalizagao) Aplicar
busca local em solucoes iniciais Atualizar melhor solucao s*
while critério de parada nao satisfeito do
// Selegdo de pais com viés para qualidade e diversidade
Selecionar pais p, ps < SELECTPARENTS(P)
// Recombinagédo
Gerar descendente ¢ <— CROSSOVER(p1, p2)
// Intensificagdo por busca local (inclui vizinhangas como SWAPx*)
¢ < LOCALSEARCH(c)
// Penalizacgdo adaptativa para balancear viabilidade e explorag3o
Atualizar penalidades e medidas de diversidade

Inserir ¢ em P Aplicar SURVIVORSELECTION para manter tamanho de P e

L diversidade Atualizar s* se ¢ melhorar o melhor custo
return s*

O Algoritmo [2| sintetiza o funcionamento geral do HGS-CVRP, consolidando os
principais componentes discutidos ao longo desta secao. Inicialmente, uma popula-
¢ao de solugoes viaveis e inviaveis é gerada e refinada por busca local, estabelecendo
um ponto de partida diversificado. Em seguida, o algoritmo evolui iterativamente
por meio de um ciclo que envolve selecao de pais com base em qualidade e diversi-
dade, recombinagao para geracao de descendentes e aplicagao sistematica de busca
local para intensificacao. O mecanismo de penalizacao adaptativa permite controlar
o equilibrio entre exploracao de solugoes inviaveis e convergéncia para a viabilidade,
enquanto o procedimento de selegao de sobreviventes assegura a manutencao da di-
versidade populacional ao longo das iteragoes. Esse fluxo integrado de operacoes
caracteriza a natureza hibrida do método e explica seu desempenho robusto em

instancias complexas do CVRP.

4.3 Treinamento Local de Hiperparametros com

race

O Iterated Racing for Automatic Algorithm Configuration (irace) é uma ferramenta
amplamente reconhecida para configuracao automatica de algoritmos de otimizagao,
implementada em R. Ele foi projetado para identificar configuragoes de parametros

de alta qualidade, explorando de maneira eficiente espacos de configuracao amplos
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e complexos LOPEZ-IBANEZ et al, (2016).
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Figura 4.4: Tustracao do funcionamento do método irace (Iterated Racing), no
qual diferentes configuragoes de parametros sao avaliadas iterativamente ao longo
de multiplas instancias. Configuragoes com pior desempenho sao progressivamente
eliminadas por meio de testes estatisticos, enquanto as melhores sao utilizadas para
guiar a amostragem de novas configuragoes em regioes promissoras do espaco de
busca.

Fonte: adaptado de Lopez-Ibanez et al. (2016).

O irace emprega um processo de busca estocéstica inspirado em métodos de
corrida (racing methods). Como ilustrado na Figura ele avalia iterativamente

um conjunto de configuracoes candidatas, eliminando progressivamente as inferiores

enquanto concentra recursos computacionais nas mais promissoras LOPEZ-IBANEZ
(2016)). Esse processo garante um equilibrio entre a exploracao do espacgo de

configuragao e a intensificagao nas regioes mais promissoras, otimizando a busca por

configuracoes de alto desempenho. A principal vantagem dessa abordagem é sua
capacidade de alocar recursos computacionais de forma adaptativa, minimizando
avaliagoes desnecessarias e acelerando a convergéncia para configuracoes eficazes.
Além disso, o irace lida eficientemente com espacos de configuragao de alta dimensao,
que frequentemente incluem parametros categoricos, ordinais e continuos, bem como
dependéncias entre eles.

A Tabela resume o intervalo de valores para cada hiperparametro do HGS-
CVRP considerado no processo de aprendizado via irace, utilizado em nossos expe-

rimentos para selecionar localmente o melhor conjunto de hiperparametros.
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Tabela 4.1: Intervalo de valores dos parametros do HGS-CVRP para o treinamento

com i Race
Parametro Intervalo de Valores
nblterTraces (250, 500, 700)
nbGranular (15, 20, 25)
mu (20, 25, 30)
lambda (20, 40, 60)
nbElite (3,5, 7)
nbClose (2, 4,6, 8)
nblter PenaltyM anagement (50, 100, 150)
targetFeasiblea (0.2, 0.3, 0.4, 0.5)
penaltyIncrease (1.2, 1.3, 1.4)
penaltyDecrease (0.65, 0.75, 0.85)

Algorithm 3 Ajuste local de hiperparametros por racing (irace)
Input: Instancias locais Z.; espago de busca O; orcamento B; numero de testes

iniciais Tj; critério estatistico de eliminagao.
Output: Melhor configuragao local 6%.
Inicializar conjunto de configuragoes candidatas C C © Avaliar todas # € C em Ty

instancias de Z, while or¢camento nao esgotado e |C| > 1 do
Selecionar proxima instancia I € Z, Avaliar configuracoes sobreviventes 6 &€

C em I Aplicar teste de eliminacdo e remover configuracoes estatisticamente
inferiores de C Gerar novas configuragoes por variagoes controladas ao redor
das melhores (quando aplicéavel)

Definir 0% < arg mingec fo(6) return 6}

O processo inicia-se com um conjunto inicial de configuracgoes, geralmente amos-
tradas de um espaco de parametros definido pelo usuario, como mostrado no Al-
goritmo [3] Essas configurages sao avaliadas em um subconjunto de insténcias do
problema, e seu desempenho ¢é ranqueado por meio de testes estatisticos para iden-
tificar as candidatas mais promissoras. A medida que o processo iterativo avanca,
o irace ajusta dinamicamente a selecao de configuracoes e o tamanho do conjunto
de instancias, focando progressivamente nas regides mais promissoras do espaco
de busca. Essa abordagem permite ao irace utilizar os recursos computacionais de
forma eficiente, mantendo robustez mesmo em cenérios com medidas de desempenho

ruidosas ou incertas.
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4.4 Agregacao de Hiperparametros na Abordagem
Proposta

Para tratar o problema sob uma perspectiva federada, aplicamos de forma estrutu-
rada técnicas de agregacao de modelos discutidas no levantamento abrangente de
Pian Qi et al. |QI et al| (2024). Cada método de agregacao possui caracteristicas
proprias que podem ser exploradas em desafios especificos da nossa solugao.

Apos a obtencgao dos hiperparametros otimizados por cada empresa participante,
realizamos a agregacao desses valores no contexto federado por meio de diferentes
métodos. O objetivo dessa etapa é obter um conjunto global agregado de hiperpara-
metros que represente as contribuigoes de todas as empresas, mitigando o impacto
de valores extremos ou discrepantes. Testamos quatro técnicas distintas de agre-
gacao: FedAvg, FedMedian, Trimmed Mean e Majority Vote. A seguir, detalhamos

cada uma dessas abordagens e suas formulagoes matematicas.

FedAvg

O método de Federated Averaging realiza uma média ponderada simples dos hiper-
parametros de todas as empresas. Seja #; o vetor de hiperparametros otimizados
pela empresa 7, e w; o peso associado a essa empresa (por exemplo, baseado no
namero de instancias de treinamento ou na qualidade da solugao). A agregagao é

definida como:

N N
eFedAvg — szezv onde Zwl = 1. (41)
i=1 =1

Esse método é eficiente em cenarios onde as distribui¢oes de hiperparametros en-
tre empresas sao homogéneas, mas pode ser sensivel a valores extremos MCMAHAN
et al|(2017).

FedMedian

A abordagem de Federated Median seleciona a mediana de cada hiperparametro
entre todas as empresas participantes. A mediana é menos sensivel a valores discre-

pantes que a média e é definida como:

greMedian — median(6y;, 65, ..., 0n;), Vi€ {1,...,d}, (4.2)

onde d ¢ a dimensao do vetor de hiperparametros e 0;; representa o valor do
hiperparametro j otimizado pela empresa ¢. Essa abordagem aumenta a robustez
contra valores extremos |PILLUTLA et al. (2022).
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Trimmed Mean

A agregacao Trimmed Mean busca reduzir a influéncia de valores extremos descar-
tando uma porcentagem fixa p dos maiores e menores valores antes de calcular a
média. Formalmente, seja §; o conjunto ordenado dos valores do hiperparametro j

entre todas as empresas. Entao, a média truncada é definida como:

1 N—|pN]
glrimmed — __ — 0;:;, Vied{l,....d 4.3
7 N—QLPNJ Z J ]6{7 ) }7 ( )
i=|pN|+1

onde |pN| representa a parte inteira de pN, indicando o nimero de valores a
serem descartados em cada extremidade. Em nosso caso, adotamos p = 0.10, ou

seja, descartamos 10% dos valores extremos antes do céalculo da média YIN et al.
(2018)).

Majority Vote

O método de Majority Vote é adequado quando os hiperparametros possuem valores
discretos. Nesse caso, a agregacao seleciona, para cada hiperparametro, o valor mais

frequentemente observado entre todas as empresas:

N
HJMajority — arg maXZ“é(eij =), Vje{l,....d}, (4.4)
=1

onde W (-) é a fungao indicadora que retorna 1 se a condic¢ao for verdadeira e 0
caso contrario. Esse método garante que os valores mais comuns entre as empresas
sejam mantidos na agregagao final BAGDASARYAN et al|(2020).

Cada método de agregacao apresenta vantagens e desafios especificos. O FedAvg
é eficiente, mas pode ser sensivel a valores extremos. O FedMedian é mais robusto
contra valores discrepantes. O Trimmed Mean reduz a influéncia de outliers man-
tendo uma abordagem baseada em médias. Ja o Majority Vote é mais adequado
para hiperparametros discretos, privilegiando os valores mais frequentes. A escolha
do método mais apropriado depende da estrutura dos dados e das caracteristicas do

ambiente colaborativo.
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Algorithm 4 IsFeHA
Input: Conjunto de empresas € = {1,..., K}; conjunto local de instancias Z, por

empresa e; espaco de hiperparametros ©; orcamento do irace B; regra de
agregacao A (FedAvg, Median, Trimmed Mean, Majority Vote).
Output: Configuragao agregada 6* e custos resultantes por empresa.
foreach empresa e € £ (em paralelo) do
Definir fungao objetivo local f.(f) como o custo médio (ou mediano) do HGS-
CVRP em Z, sob 6 Executar irace em © com or¢amento B para minimizar

fe(#) Obter melhor configuracao local 6%
Agregador coleta {0} }.ce Computar configuragao agregada 6* <— A({0}}ece)
foreach empresa e € £ do

L Avaliar HGS-CVRP em Z, usando (i) 0% e (ii) * Registrar custos Cl(e) C’ég

ocal €

return 0* e {(Cl(oec)al? Céf,)r)}eeg

O Algoritmo [4] descreve o fluxo completo da abordagem proposta, denominada
IsFeHA, integrando otimizacao local de hiperparametros com agregacao federada.
Inicialmente, cada empresa resolve de forma independente um problema de calibra-
cao utilizando o irace, obtendo sua melhor configuragao local #% com base em suas
proprias instancias. Em seguida, essas configuragoes sao coletadas por um agregador
central, que aplica uma das regras de agregacao previamente discutidas para produ-
zir uma configuracao global #*. Por fim, essa configuracao agregada é reavaliada em
cada ambiente local, permitindo comparar seu desempenho com as solucoes obtidas
individualmente. Esse procedimento evidencia o potencial de transferéncia de co-
nhecimento entre diferentes cenérios, ao mesmo tempo em que preserva a autonomia

das entidades participantes e evita o compartilhamento direto de dados sensiveis.
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Capitulo 5
Experimentos

Esta segao esta dividida em trés partes. Inicialmente, descrevemos a implemen-
tacao do experimento e seus parametros. Em seguida, apresentamos as instancias
utilizadas e discutimos os principais resultados empiricos da abordagem de compar-
tilhamento de dados no contexto do CVRP. Por fim, comparamos os resultados com
os da literatura relevante e exploramos diferentes cenarios experimentais, destacando

tanto os beneficios de desempenho quanto os possiveis trade-offs.

5.1 Detalhes da Implementacao e Parametros

A abordagem proposta foi implementada em Python, R e Shell Script, utilizando
o interpretador Python versao 3.10.12 e R versao 4.4.2. Os experimentos foram

executados dez vezes para cada instancia em um processador Intel i7-14700 com
frequéncia de 5,40 GHz, 28 threads e 32 GB de RAM.

Tabela 5.1: irace parameter values for tuning

Parameter Range Values
max Experiments 200
firstTest 5
minNbSurvival 1
seed 1234
nblterations )
parallel 4
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Tabela 5.2: Custo Inicial (Initial Cost) com pardmetros locais, incluindo a coluna

Row para comparagao.

Row Scenario E1l E2 E3 E4 E5 E6 E7
1 K3C10J1 61196.56 28346.50 74885.75 - - - -
2  K3C15J1 49928.47 49987.57 53904.29 - - - -
3 K3C18J1 32420.81 44890.50 73599.39 - - - -
4 K5C10J1  36891.78 48257.60 30026.90 39292.75 48913.40 - -
5 K5C15J1  44699.21 48073.60 36407.00 64245.87 35221.67 - -
6 K5C18J1 65018.59 50038.29 60752.83 40753.24 41923.50 - -
7 K7C10J1 52016.56 44176.11 47224.90 45685.10 28551.56 25306.80 26042.00
8 K7C15J1 36725.33 43883.43 52915.79 65615.80 19323.53 49163.73 40285.47
9 K7C18J1 36051.88 49557.24 26827.83 40559.78 52992.50 62062.00 61617.44
10 K3C10J2 69297.8  39340.9  45650.9 - - - -
11 K3C15J2  58686.8 44815.36  64610.0 - - - -
12 K3C18J2  44634.0 37136.67 50363.06 - - - -
13 K5C10J2  63692.3  34903.9  55301.2  73226.1  48468.4 - -
14 K5C15J2 57218.93 45865.71 39749.13 64794.21  28072.2 - -
15 K5C18J2 33348.44  32626.0 40467.39 59665.56 81447.76 - -
16 K7C10J2  37659.7  42391.6  21363.4  38387.5  75976.1  35082.8  84156.0
17 K7C15J2  73433.4  55562.0 41273.87 29611.47 41198.93 42900.73 32816.29
18 K7C18J2 48398.82 56072.72 25102.39 38480.63 52505.61 49245.71 60389.17
19 K3C10J3  37676.9 40651.78 63654.9 - - - -
20 K3C15J3 18441.29 41831.36 42320.4 - - - -
21 K3C18J3 52466.83 55654.94 37934.78 - - - -
22  Kb5C10J3  61811.1 65824.3  42653.4  49683.7  57827.78 - -
23  Kb5C15J3 61123.4  60672.87 37122.33 56376.69 41104.0 - -
24  Kb5HCI18J3 41909.76 49562.88 40259.94 74037.65 33149.11 - -
25 K7C10J3  69262.6  38590.5  25064.4  29290.8  45224.7 72559.89  39393.9
26 K7C15J3 54356.79 28265.47 67070.8 40051.64 66262.07 23757.93 62151.53
27 K7C18J3  41587.0 42881.83 45219.19 51653.39 55559.28 33317.17 49991.17

A Tabela apresenta os custos iniciais obtidos para cada cenario e empresa,
considerando as configuracoes locais de hiperparametros previamente ajustadas de
forma independente. Cada linha da tabela, identificada pela coluna Row, corres-
ponde a uma combinacao especifica de cenario experimental - codificado pelo padrao
KxCyJz, que indica, respectivamente, o nimero de empresas (K), o nimero de ins-
tancias (C) e a replica¢do do experimento (J) - e os custos associados as empresas
participantes naquele contexto. As colunas E1, E2,... representam as diferentes
empresas, sendo que o numero de colunas preenchidas varia conforme o valor de K
em cada cenario.

Os valores apresentados correspondem ao custo médio (ou agregado) das solu-
¢oes obtidas pelo HGS-CVRP utilizando os melhores hiperparametros encontrados

localmente via irace, ou seja, sem qualquer forma de compartilhamento ou agregagao
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entre empresas. Dessa forma, essa tabela estabelece o ponto de referéncia (baseline)
para as analises subsequentes, permitindo avaliar o impacto das estratégias de agre-
gacao de hiperparametros propostas neste trabalho. A presenca de valores ausentes
(indicados por “-”) reflete cendrios com menor nimero de empresas, nos quais apenas
as colunas correspondentes as entidades participantes sao consideradas.

Observa-se ainda uma variagao significativa nos custos entre empresas dentro de
um mesmo cenario, o que evidencia a heterogeneidade entre os conjuntos de instan-
cias e reforca a motivacao para o uso de abordagens federadas. Essa variabilidade
sugere que configuracoes de hiperparametros 6timas em um contexto local podem
nao generalizar adequadamente para outros, justificando a investigacao de mecanis-
mos de agregacao capazes de capturar padroes mais robustos e transferiveis entre

diferentes ambientes experimentais.

Tabela 5.3: Custo com a Heuristica FedAvg (Cost with the FedAvg Heuristic),

incluindo a coluna Row para comparacao.

Row Scenario El E2 E3 E4 E5 E6 E7
1 K3C10J1 61200.11 28424.20 82609.78 - - - -
2 K3Cl15J1 49875.60 49976.29 53786.36 - - - -
3 K3C18J1 25025.73 39400.76 73584.94 - - - -
4 Kb5C10J1 36881.44 48037.50 29979.50 39195.63 49086.60 - -
5 Kb5C15J1 44615.79 48013.27 36347.00 64222.40 27401.21 - -
6 Kb5C18J1 65012.76 49879.94 60646.39 40812.76 41958.72 - -
7 K7C10J1  52056.33 44300.22 47386.40 45653.70 28600.89 25247.90 26119.90
8 K7C15J1 36711.27 43872.43 52909.36 65562.27 19358.40 49080.33 40224.13
9 K7C18J1 36119.59 49533.47  26855.50 40647.72  52975.33 62048.24 57031.29
10 K3C10J2 69240.2 39270.6 45660.3 - - - -
11 K3C15J2 58648.8 44717.14 64686.87 - - - -
12 K3C18J2 38832.65 37142.17 50457.29 - - - -
13 K5C10J2 63684.2 34901.5 55161.6 65871.44 48437.6 - -
14 K5C15J2  57238.47 52536.4 39764.27  64887.79 28041.6 - -
15 Kb5C18J2  33354.67 32627.28 40534.83 59619.0 81434.06 - -
16 K7C10J2 37736.2 42339.5 21397.9 38447.9 75960.7 35075.4 84035.56
17 K7C15J2  73493.47 55466.07 41250.33 29557.67 41024.21 42870.47 32773.5
18 K7C18J2 48441.71 56055.61 25129.72 31531.53 52488.22 49230.71 60351.17
19 K3C10J3  37609.0 40732.44 63666.3 - - - -
20 K3C15J3 18389.57 41887.07 42433.4 - - - -
21 K3C18J3  52473.94 55697.59 37883.83 - - - -
22 Kb5C10J3 61833.4 65838.4 42706.0 49728.2 57783.78 - -
23 Kb5C15J3 61142.8 60732.67 37145.07 56322.08 41152.4 - -
24  K5C18J3  42009.94  49603.59 40268.65 74045.18 33145.0 - -
25 K7C10J3 69224.6 38613.8 25140.3 29321.5 45230.0 64160.75 39573.6
26 K7C15J3 54329.36 28257.53 67149.67  40053.21 66166.07 23747.64 62138.0
27 K7C18J3 41539.93  42958.67 45265.31 51641.0 55564.0 33363.83 50003.5
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Tabela 5.4: Custo com agregagao Trimmed Mean.

Row Scenario E1l E2 E3 E4 E5 E6 E7
1 K3C10J1  61247.00 28400.70  74907.50 - - - -
2 K3C15J1 49928.47 49987.57 53904.29 - - - -
3 K3C18J1 32517.44 39235.00 73545.28 - - - -
4 Kb5C10J1 36820.22 48147.50 29952.30 39184.38 49076.80 - -
5 Kb5C15J1 44698.07 48034.73 36272.60 64308.33 27374.57 - -
6 Kb5CI18J1  65097.82 49930.47 60716.61  40775.59 42010.06 - -
7 K7C10J1  52051.89 44319.67  47297.70  45641.90 28624.22 25289.50 26131.70
8 K7C15J1  36756.33 43944.86  52912.36 65528.67 19375.80 49089.73 40200.47
9 K7C18J1 36090.12 49527.76 26855.00 40629.11 53058.67 62019.94 57007.24
10 K3C10J2 69240.20 39270.60 45660.30 - - - -
11 K3C15J2 58613.20 44717.14 64686.87 - - - -
12 K3C18J2 38832.65 37142.17 50457.29 - - - -
13 K5C10J2 63684.20 34901.50 55161.60 65871.44 48437.60 - -
14 K5C15J2  57252.27 52536.40 39764.27  64887.79  28040.60 - -
15 Kb5C18J2  33354.67 32627.28 40534.83 59619.00 81434.06 - -
16 K7C10J2  37652.50 42339.50 21397.90 38447.90 75960.70 35075.40 84035.56
17 K7C15J2  73493.47 55466.07 41221.00 29557.67 41024.21 42870.47 32773.50
18 K7C18J2  48441.71 56055.61 25129.72 31531.53 52488.22 49230.71 60351.17
19 K3C10J3 37609.00 40732.44 63666.30 - - - -
20 K3C15J3 18389.57 41887.07 42433.40 - - - -
21 K3C18J3  52473.94 55697.59 37883.83 - - - -
22 Kb5C10J3  61833.40 65838.40 42706.00 49696.90 57783.78 - -
23 Kb5C15J3 61142.80 60732.67  37145.07 56322.08 41152.40 - -
24  K5CI18J3  42009.94 49603.59 40268.65 74045.18  33145.00 - -
25 K7C10J3 69224.60 38613.80 25140.30 29321.50 45230.00 64160.75  39596.70
26 K7C15J3 54329.36 28257.53 67149.67  40053.21 66166.07 23747.64 62145.00
27 K7C18J3 41539.93 42974.72 45157.56 51641.00 55584.17  33363.83 50003.50
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Tabela 5.5:

Custo com agregacao Majority Vote.

Row Scenario E1l E2 E3 E4 E5 E6 E7
1 K3C10J1 61271.44 28324.20 74921.75 - - - -
2 K3C15J1 49928.47 49987.57 53904.29 - - - -
3 K3C18J1  32561.63 44932.56 73629.28 - - - -
4 Kb5C10J1 36798.11 48238.70 30005.10 39243.63 49097.20 - -
5 Kb5C15J1  44726.86 48010.07  36429.40 64270.00 27459.00 - -
6 Kb5CI18J1 64923.06 50038.29 60608.39 40753.24 41958.83 - -
7 K7C10J1  52064.00 44308.89 47224.90 45703.50 28593.89 25306.80 26145.60
8 K7C15J1  36830.07  43989.64 52952.71 65642.13 19399.80 49163.73  40285.47
9 K7C18J1 36051.88 49557.24 26827.83 40519.56 53068.78 62059.35 57069.82
10 K3C10J2 69284.30 39340.90 45650.90 - - - -
11 K3C15J2 58686.80 44815.36 64725.47 - - - -
12 K3C18J2 44634.00 37136.67 50427.00 - - - -
13 K5C10J2 63786.40 34879.00 55301.20 65958.11 48393.60 - -
14 K5C15J2  57234.53 45974.21 39762.33 64989.21  28047.13 - -
15 K5C18J2  33360.89 32626.00 40519.50 59665.56 77508.56 - -
16 K7C10J2 37636.60 42333.30 21341.80 38346.20 75991.50 35082.80 84156.00
17 K7C15J2  73606.47 55647.57  41345.73 29575.13 41183.14 42925.13 32859.07
18 K7C18J2  48411.71 56065.00 25077.67 31547.00 52564.17 49251.71 60356.67
19 K3C10J3 37713.70 40680.67 63643.40 - - - -
20 K3C15J3 18439.07 41867.29 42444.33 - - - -
21 K3C18J3 52556.39 55680.76 37934.78 - - - -
22  Kb5C10J3  61836.80 65787.10 42706.00 49683.70 57827.78 - -
23 Kb5C15J3  61158.80 60950.00 37178.80 56347.15 41193.60 - -
24 KbCI18J3  42136.71 49640.59 40326.06 73975.47 33212.83 - -
25 K7C10J3 69272.50 38546.30 25064.40 29302.90 45224.80 72585.67  39529.60
26 K7C15J3 54342.21 28290.53 61697.36 40043.29 66278.57 23745.64 62144.80
27 KT7C18J3  47893.25 42879.78 45228.38 51596.44 55491.67 33355.67  49918.06
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Tabela 5.6: Custo com agregacao Median.

Row Scenario E1l E2 E3 E4 E5 E6 E7
1 K3C10J1  61239.44 28318.20 74869.88 - - - -
2 K3C15J1 49928.47 49987.57 53904.29 - - - -
3 K3C18J1 32562.56 44807.67 73537.06 - - - -
4 Kb5C10J1 36792.67 48275.50 30005.10 39227.38 49061.70 - -
5 Kb5C15J1  44724.36 47991.00 36407.00 64251.00 27488.21 - -
6 Kb5CI18J1 64920.18 50009.71 60758.61 40746.53  41945.72 - -
7 KT7C10J1  52046.33 44285.89 47226.10 45690.50  28570.22 25373.80 26145.60
8 K7C15J1  36819.80 43930.93 52949.14 65605.53 19364.60 49078.73 40228.60
9 K7C18J1 36051.88 49543.53 26826.89 40592.89 53069.06 62059.24 57044.94
10 K3C10J2 69252.70 39340.90 45650.90 - - - -
11 K3C15J2 58686.80 44815.36 64725.47 - - - -
12 K3C18J2 44634.00 37136.67 50427.00 - - - -
13 K5C10J2  63763.20 34903.90 55342.10 65954.33 48448.50 - -
14 K5C15J2 57139.87 45924.29 39702.67 64871.21 28003.73 - -
15 K5C18J2  33360.89 32626.00 40519.50 59665.56 77508.56 - -
16 K7C10J2 37670.80 42333.70 21327.80 38375.80  75990.00 35086.10 84156.00
17 K7C15J2  73522.60 55583.29 41155.33 29543.80 41104.36 42941.20 32811.21
18 K7C18J2  48523.06 56067.28 25102.39 31579.07 52505.61 49250.41 60389.17
19 K3C10J3 37676.90 40654.00 63658.80 - - - -
20 K3C15J3 18377.71  41831.36 42361.93 - - - -
21 K3C18J3  52543.61 55676.94 37925.83 - - - -
22  Kb5C10J3  61836.00 65780.00 42727.10 49680.80 57812.11 - -
23 Kb5C15J3  61119.93  60859.00 37055.53 56303.23 41146.67 - -
24 Kb5C18J3 41940.12 49654.71 40259.94 74008.12 33140.83 - -
25 K7C10J3 69262.60 38541.80 25064.40 29314.40 45224.70 72612.00 39599.00
26 K7C15J3 54342.21 28290.53 61697.36 40043.29 66278.57 23745.64 62144.80
27 K7C18J3  47960.69 42854.61 45262.44 51652.39 55576.56 33365.39  49970.67

O irace realiza o ajuste automatico de parametros controlando o orcamento total
do experimento (maxFExperiments) e determinando o nimero de avalia¢oes iniciais
(firstTest). O processo mantém uma configuragao minima viavel (minNbSurvival)
e pode ser executado em paralelo (parallel). A reprodutibilidade é garantida pela
semente aleatoria (seed), enquanto o namero de iteragoes (nblterations) define a
largura da busca. A precisao dos parametros continuos é ajustada por digits. Os

arquivos de configuracao e de log sao definidos por parameterFile e logF'ile, res-

pectivamente, conforme pode ser visto na Tabela [5.1]

5.2 Benchmark e Instancias

Em problemas de otimizacao combinatéria, uma instancia corresponde a uma reali-

zagao especifica do problema abstrato, definida por um conjunto completo de dados
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de entrada que determinam unicamente um cenario a ser resolvido. Enquanto o
problema em si é descrito de forma geral - por exemplo, minimizar custos de ro-
teamento sob restricoes de capacidade no Problema de Roteamento de Veiculos
(CVRP) -, a instancia materializa esse problema ao especificar elementos concretos
como o numero de clientes, suas localizagoes no espago, suas demandas individuais,
a capacidade dos veiculos disponiveis e, em muitos casos, a matriz de custos ou
distancias entre os pontos. Cada instancia representa, portanto, um caso particular
do problema, podendo variar significativamente em tamanho, estrutura e nivel de
dificuldade computacional. Essa variacao ¢ fundamental para a avaliagao de algorit-
mos, uma vez que diferentes instancias permitem analisar robustez, escalabilidade e
desempenho em cenarios distintos. Em cenarios experimentais, é comum trabalhar
tanto com instancias classicas de benchmark, como aquelas da literatura, quanto
com instancias sintéticas geradas artificialmente, que permitem maior controle so-
bre caracteristicas especificas do problema, como distribuicao espacial dos clientes
ou intensidade das demandas.

Para conduzir nossos experimentos, foi implementado um pipeline completo para
geragao, armazenamento e processamento de instancias do Problema de Roteamento
de Veiculos (CVRP), além de uma etapa de poés-processamento de resultados expe-
rimentais. Inicialmente, sao utilizadas bibliotecas voltadas & manipulagao numérica,
geragao de nimeros aleatérios, operagoes em sistema de arquivos e manipulacao de
dados tabulares, como numpy, random, os, shutil e pandas. A geragao das ins-
tancias é realizada por meio de uma fungao que constroi cenarios sintéticos a partir
de parametros como numero de clientes, limites espaciais e capacidade dos veicu-
los. Nesse processo, fixa-se um depoésito na origem (0, 0) e sao geradas coordenadas
inteiras aleatorias para os clientes em um plano bidimensional limitado. As deman-
das dos clientes também sao atribuidas de forma aleatoéria, respeitando um limite
superior, enquanto o depésito possui demanda nula. Em seguida, calcula-se explici-
tamente a matriz de distancias euclidianas entre todos os pares de noés, utilizando a
métrica padrao no plano cartesiano, resultando em uma matriz completa de custos
de deslocamento. Cada instancia é entao organizada em uma estrutura contendo o
numero de clientes, coordenadas, demandas, capacidade do veiculo e matriz de dis-
tancias. Posteriormente, essa estrutura ¢é serializada em arquivos texto seguindo um
formato estruturado, no qual sao registrados o ntimero total de nos, as informagoes
de cada no (identificador, coordenadas e demanda), a capacidade do veiculo e, por
fim, a matriz de distancias completa. A geracao de multiplas instancias é automa-
tizada, permitindo a variagao controlada do nimero de clientes e da capacidade dos
veiculos dentro de intervalos predefinidos, com armazenamento individual dos arqui-
vos em diretérios especificos. Apos essa etapa, os arquivos gerados sao compactados

em formato ZIP para facilitar a distribuicao. Em uma fase posterior, realiza-se o
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processamento de um arquivo CSV contendo resultados experimentais, no qual uma
coluna armazena dicionarios em formato textual representando custos médios por
instancia. Esses dados sao convertidos em estruturas manipuléveis, sendo entao
percorridos para extragao de pares instancia-custo, filtragem de valores validos e
organizacao em um novo conjunto de dados tabular normalizado. Por fim, aplica-se
uma agregacao por grupo de clientes, calculando-se a média dos custos associados
e ajustando-se a nomenclatura das colunas para refletir a seméantica dos resulta-
dos, com exportagao final em formato CSV. Esse procedimento integra a geragao
sintética de dados com a consolidacao de métricas experimentais, viabilizando ané-
lises comparativas e avaliagoes de desempenho em diferentes cenarios. Utilizamos
o CVRPLIB, um repositorio de instancias cléssicas do problema de roteamento de
veiculos capacitados (CVRP), como modelos para criar nossas instancias. Ele é am-
plamente usado na literatura para testar e comparar heuristicas, metaheuristicas e
métodos exatos para a resolu¢do do CVRP QUEIROGA et al|(2026). As instancias
do CVRPLIB foram propostas por diferentes pesquisadores e apresentam variadas
caracteristicas quanto ao niimero de clientes, capacidade dos veiculos e distribui¢ao
espacial dos clientes UCHOA et al| (2017).
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Figura 5.1: Interface da CVRPLIB ilustrando a instancia A-n32-k5 do conjunto
classico de (AUGERAT et al.,|1998). A esquerda sdo apresentados os metadados da
instancia, incluindo ntimero de clientes, capacidade dos veiculos, nimero minimo de
veiculos e limite superior conhecido. A direita é exibida a representacdo geométrica
bidimensional dos clientes e do depoésito, com coordenadas geradas no plano eucli-
diano. Essa visualizacao demonstra um exemplo da estrutura tipica das instancias

benchmark utilizadas na literatura para avaliacao comparativa de algoritmos para

o CVRP.

A CVRPLIB, como mostra a Figura [5.1] constitui a principal biblioteca ptblica
de instancias de referéncia para o Problema de Roteamento de Veiculos com Capa-
cidade. Ela retine conjuntos classicos amplamente utilizados na literatura, incluindo
as instancias propostas por Augerat, Christofides, Golden, Uchoa, entre outras. Es-
sas instancias servem como padrao de comparagao para avaliacao de algoritmos
exatos, heuristicos e metaheuristicos, permitindo que resultados sejam reproduzidos
e comparados de forma consistente.

Cada instancia da CVRPLIB especifica explicitamente as coordenadas do de-
posito e dos clientes, suas respectivas demandas e a capacidade dos veiculos. Em
muitos conjuntos classicos, como o de Augerat, as coordenadas sao geradas alea-

toriamente em um plano bidimensional euclidiano, enquanto as demandas seguem
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distribuicoes controladas. O custo entre dois nés é normalmente calculado como
a distancia euclidiana arredondada para o inteiro mais proximo, caracterizando o
chamado CVRP euclidiano simétrico.

Além da definigao estrutural do problema, a CVRPLIB fornece informagoes adi-
cionais relevantes para benchmark, como o melhor valor conhecido da fungao objetivo
e, em alguns casos, provas de otimalidade. Esses valores de referéncia sao fundamen-
tais para o calculo do gap relativo, métrica amplamente utilizada na comparacao de
desempenho entre métodos.

Com isso em mente, para construir instancias no contexto de compartilhamento
federado de dados, projetamos diferentes cenarios que representam diversas configu-
racoes competitivas de negodcios. Cada cenario é composto por 3, 5 ou 7 empresas,
sendo que cada empresa atende a 10, 15 ou 18 clientes. Utilizamos esses ntimeros
para garantir maior variabilidade nas configuragoes.

Cada cliente é representado por uma instancia do problema CVRP, garantindo
que todas as empresas em um dado cenério possuam o mesmo numero de clientes.
Por exemplo, o cenario K5C15 - que estéa presente nas tabelas [5.3] [5.4 [5.5e [5.6
- representa uma configuracao com 5 empresas, cada uma gerenciando 15 clientes,

resultando em um total de 15 instancias por empresa.

5.3 Resultados e Discussao

Os resultados experimentais destacam o potencial dos mecanismos de compartilha-
mento federado de dados em ambientes competitivos. Nossos achados indicam que
os métodos de agregacao propostos podem levar a melhorias nas solugoes, embora
sua efetividade varie conforme a estratégia adotada. Houve cenérios em que otimi-
zagoes individuais superaram abordagens colaborativas, enfatizando a necessidade
de critérios adaptativos para agregagao. Os resultados mostram que o uso de agre-
gadores serve como uma forma efetiva de redundéancia, contribuindo para a redugao

do consumo de recursos.

Tabela 5.7: Resultados de melhoria por método.

Método de agregagao Empresas com ganho (%) Ganho médio (%)

FedAvg 54 53
Mediana 41 40
Trimmed Mean 50 48
Majority Vote 36 33

Os resultados apresentados na Tabela indica que a heuristica federada base-

ada no método FedAvg alcancou, na maioria dos cenarios, um desempenho superior
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ou equivalente em comparagao ao custo inicial obtido com hiperparametros treina-
dos localmente. O FedAvg se mostrou uma abordagem eficiente, equilibrando de
maneira consistente os hiperparametros de diferentes instancias. Enquanto a média
demonstra forte desempenho geral, a trimmed mean oferece um equilibrio adequado
ao mitigar a influéncia de valores extremos. Por outro lado, o majority vote, apesar
de sua ampla cobertura, pode levar a melhorias mais conservadoras ou subdtimas..

Além disso, mesmo nos casos em que o FedAvg nao proporcionou ganhos subs-
tanciais, as empresas ainda mantém a flexibilidade de escolher seus proprios hi-
perparametros treinados localmente, uma vez que seus resultados locais jé estavam
disponiveis no inicio do processo. Essa abordagem permite equilibrar colaboracao e
autonomia, maximizando os beneficios do aprendizado federado sem comprometer
a eficiéncia individual de cada participante.

Assim, a escolha da estratégia de agregacao depende das caracteristicas do ambi-
ente colaborativo, sendo o FedAvg uma opcgao competitiva, desde que os dados nao
contenham um ntimero excessivo de outliers, o que poderia influenciar negativamente
o processo de agregacao.

Os experimentos realizados confirmam a premissa central desta dissertagao: a
agregacao inspirada em aprendizado federado pode gerar ganhos substanciais na
resolucao do CVRP, mesmo em cenarios competitivos nos quais a troca de dados
brutos é invidavel. Em nossos testes temos o exemplo da Tabela [5.3] onde o ganho
maximo global observado foi de aproximadamente 22,81%, verificado no cenéario
K3C18J1 (E1, ou seja, Empresa 1) quando comparada a solugao local com a estra-
tégia FedAvg. Resultados semelhantes na mesma tabela, na faixa de 21% a 22%,
foram também obtidos no cenario K5C15J1 (E5) utilizando Median, Majority Vote
e Trimmed Mean, indicando consisténcia no desempenho superior de abordagens
colaborativas em contextos especificos.

Esses valores sao expressivos, pois representam redugoes significativas no custo
total de roteamento, métrica que, conforme definido na formulacao do CVRP, cor-
responde a soma das distancias percorridas pelos veiculos respeitando restricoes de
capacidade. Ou seja, tais ganhos implicam diretamente em menor tempo de opera-
¢ao, menor consumo de combustivel e maior eficiéncia logistica.

Ao relacionarmos estes resultados com a literatura, podemos ver consonancia
com os achados de Vidal (2020, 2022) e de Bao (2024), que destacam a elevada
sensibilidade do HGS-CVRP a calibracao de parametros . De fato, a utilizacao
doirace permitiu encontrar boas configuracoes locais, mas foi a etapa de agregagao
que potencializou o desempenho, reduzindo os riscos de convergéncia para solugoes
subotimas. Entre as técnicas testadas, o FedAvg apresentou um equilibrio notéavel,
confirmando o que ja havia sido discutido em trabalhos de McMahan et al. (2016)

e Qi et al. (2024), ao fornecer ganhos consistentes sem piorar significativamente os
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resultados em nenhum cenario.

Contudo, ¢ importante salientar que nem todos os cenarios apresentaram melho-
rias. Em alguns casos, como destacado também no artigo base, as solugoes locais
superaram as agregadas, evidenciando que a eficacia do processo esta condicionada
a variabilidade dos hiperparametros entre as empresas participantes. Estratégias
como trimmed mean e median se mostraram particularmente relevantes para lidar
com outliers, mitigando o impacto de valores extremos que poderiam enviesar a
agregacao.

Outro ponto relevante é a perspectiva estratégica. Tal como discutido no conceito
de frenemy problem, empresas que competem entre si podem encontrar na agregagao
de hiperparametros uma forma de cooperagao controlada: preservam a autonomia
e a confidencialidade de seus dados, mas se beneficiam de um “pool” coletivo de
conhecimento, o que pode ser decisivo em ambientes logisticos sujeitos a custos
elevados e instabilidade de demanda.

Em sintese, os resultados aqui obtidos reforcam que abordagens federadas apli-
cadas a calibragao de hiperparametros nao apenas oferecem redugoes significativas
de custo em casos selecionados, mas também oferecem resiliéncia e adaptabilidade
frente & diversidade de cenarios. Como diregoes futuras, é recomendéavel investigar
mecanismos dinamicos de sele¢ao de agregadores de modo que o proprio sistema
possa escolher entre FedAvg, Median, Majority Vote ou Trimmed Mean de acordo
com as caracteristicas de cada instancia. Além disso, novas rodadas experimentais
com maior numero de iteragoes e a inclusao de cenérios com variacao mais acentuada
de demanda e capacidade podem ampliar a robustez dos resultados.

O ajuste de hiperparametros para o cenario K3E1C10J1 (escolhido arbitrari-
amente como exemplo) foi realizado por meio do método irace, considerando um
conjunto de instancias previamente definido e um espaco de busca composto por
parametros relacionados a dinamica populacional do algoritmo e ao gerenciamento
de penalidades. Inicialmente, foram geradas trés configuracoes raiz de hiperpara-
metros, a partir das quais o race produziu configuragoes descendentes por meio de
variagoes controladas, totalizando dez configuragoes avaliadas ao longo do processo.
Cada configuracao foi progressivamente avaliada em um conjunto de instancias do
problema de roteamento de veiculos, incluindo instancias de diferentes tamanhos
e complexidades, como aquelas da familia X e instancias cléssicas de referéncia,
conforme especificado nos arquivos de instancias e de cenarios. A avaliacao das
configuragoes seguiu o procedimento de racing, no qual nem todas as configuragoes
sao executadas em todas as instancias, uma vez que configura¢oes com desempenho
inferior sao eliminadas antecipadamente para concentrar o or¢camento computaci-
onal nas alternativas mais promissoras. Esse comportamento é evidenciado pela

presenca de valores ausentes nos registros de custo, indicando interrupg¢ao precoce
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da avaliacao de determinadas configuragoes. O ntmero de avaliacoes associadas a
cada configuragao indica quantas execugoes sucessivas do algoritmo foram realizadas
durante o processo de racing do irace. Cada avaliagao corresponde a uma execu-
¢ao do algoritmo em uma instancia do conjunto de treino, possivelmente com seeds
distintas. Configuragoes que apresentaram desempenho inferior foram eliminadas
antecipadamente e, por esse motivo, receberam um nimero reduzido de avaliagoes,
enquanto configuragoes mais robustas permaneceram ativas até as etapas finais do
processo. Ao final do processo, apenas um subconjunto reduzido de configuragoes
foi avaliado de forma mais completa, permitindo uma comparacao estatisticamente
mais robusta entre as finalistas. A configuragao selecionada como vencedora apresen-
tou desempenho consistente ao longo das instancias consideradas, sendo registrada
como a melhor configuracao no arquivo correspondente e utilizada posteriormente
nos experimentos finais e nas anélises comparativas. Os resultados obtidos refletem
a heterogeneidade do conjunto de instancias, com custos variando significativamente
conforme o porte e a estrutura de cada problema, e indicam que o procedimento de
ajuste automético adotado foi capaz de identificar uma configuragao de hiperparame-
tros robusta, adequada ao cenério analisado e alinhada aos objetivos de minimizacao
de custo estabelecidos neste trabalho PEREZ CACERES et al| (2014).

Os resultados do processo de calibracao conduzido pelo irace sao apresentados
nas Tabelas [5.8] e [0.10] Essas tabelas sintetizam, respectivamente, o conjunto
de configuragoes avaliadas ao longo do processo de racing, o nimero de instancias
efetivamente utilizadas na avaliacao de cada configuracao e a configuracao final
selecionada como melhor solugao para o cenario considerado. Em conjunto, elas
permitem compreender tanto a dinamica do processo de exploracao do espago de

hiperparametros quanto os critérios que levaram a escolha da configuragao final.

Tabela 5.8: Configuracoes de hiperparametros avaliadas pelo irace no cenario
K3E1C10J1.

ID nblterTraces nbGranular p A nbElite nbClose nblterPenalty targetFeasible inc dec
1 500 25 25 60 5 8 100 0.4 1.4 0.75
2 700 20 30 40 7 4 50 0.2 1.2 0.65
3 700 20 20 60 5 2 150 0.3 1.3 0.65
4 500 20 25 20 7 2 150 0.2 1.3 0.65
5 700 20 20 60 3 2 100 0.3 1.2 0.85
6 700 20 30 20 5 2 100 0.4 1.2 0.65
7 700 20 25 40 5 2 150 0.3 1.2 0.85
8 700 25 30 40 5 2 150 0.4 1.2 0.65
9 250 20 30 40 5 2 100 0.4 1.2 0.65
10 700 20 30 20 5 2 100 0.4 1.2 0.65
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Tabela 5.9: Numero de instancias efetivamente avaliadas por configuracao no cenario
K3E1C10J1.

Configuracao Instancias avaliadas

6
6
11
6
6
11
6
11
11
13

© 00 N O Ok W N -

—
o

Tabela 5.10: Configuracao de hiperparametros selecionada pelo irace para o cenario
K3E1C10J1.

nblterTraces nbGranular g A nbElite nbClose nblterPenalty targetFeasible inc

dec

700 20 30 20 ) 2 100 0.4 1.2

0.65

O processo de calibragao dos hiperparametros do algoritmo foi conduzido com
o auxilio do #race, uma ferramenta de configuracao automatica baseada em estra-
tégias de iterated racing. Para o cenario K3E1C10J1, foram avaliadas miltiplas
configuragoes candidatas, conforme apresentado na Tabela [5.8] Cada configuragao
corresponde a um conjunto especifico de valores para os parametros do HGS, in-
cluindo tamanho da populagao, granularidade da busca, nimero de solugoes elite e
parametros de controle de penalidade.

Durante o processo de racing, as configuracoes sao avaliadas progressivamente
em um conjunto de instancias, sendo eliminadas aquelas com desempenho estatis-
ticamente inferior. Como consequéncia, diferentes configuracoes sao avaliadas em
diferentes quantidades de instancias, conforme mostrado na Tabela[5.9] Configura-
¢Oes mais promissoras tendem a ser avaliadas em um maior nimero de instancias,
enquanto configuragoes inferiores sao descartadas precocemente, reduzindo o custo
computacional do processo de calibragao.

Ao final do procedimento, o irace seleciona a configuracao com melhor desempe-
nho global considerando o conjunto de instancias avaliadas. A configuracao escolhida
para o cenario K3E1C10J1 é apresentada na Tabela[5.10] Observa-se que essa con-
figuracao reflete um equilibrio entre intensificacao e diversificacao da busca, com
valores especificos para os parametros de populacao e penalizacao que favorecem a

obtencao de solugoes de alta qualidade.
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5.4 Analise estatistica dos custos agregados e com-

paracao entre métodos

A seguir, conduzimos testes estatisticos formais sobre os resultados agregados apre-
sentados nas Tabelas [5.2H5.6] desde que se explicite com clareza qual é a unidade
observacional e como se lida com células ausentes (indicadas por “-”). Nesta etapa,
a unidade observacional natural é o par (s, e), onde s representa uma linha/cenério
(coluna Scenario e indice Row) e e representa a empresa E1-ET7). Para cada par
(s,e) em que hé custo inicial disponivel, comparamos o custo resultante de cada
método de agregacao com o custo inicial correspondente, de modo estritamente pa-
reado.

Seja Cs(,oe) o custo inicial (Tabela e ng) o custo obtido ap6s aplicar um método
de agregacao m € {FedAvg, TrimmedMean, MajorityVote, Mediana} (Tabelas
. Definimos duas quantidades equivalentes para analise: (i) a diferenca pareada
ASE) = C’S(?)—CS(,(Q, onde valores negativos indicam melhora; e (ii) o ganho percentual

pareado

Gl = 222 2 0, (5.1)

onde Ggfz) > 0 indica redugao relativa de custo e Gg@ < 0 indica piora. Como os
custos tém escalas muito diferentes entre cenarios (por exemplo, ordens de grandeza
distintas entre instancias do tipo “Golden” e “X-n”), o uso de GS?Z) (ou, de forma
equivalente, da razao Rg?;) = Cs(f?) / C’S(Oe)) é particularmente importante para compa-
ragoes globais, pois normaliza pelo nivel de dificuldade/escala do proprio cenario.
Tratamento de dados faltantes (células “~’). As tabelas possuem células ausen-
tes em combinagoes (s, e) onde determinada empresa nao participa daquele cenario
(por exemplo, cenérios K3 tém apenas E1-E3). Isso ndo impede testes estatisticos,
desde que o pareamento seja feito apenas sobre o conjunto de observagoes comuns.
Formalmente, para cada método m, definimos o conjunto

Q, ={(s,e): C’S(f)e) e C’S(fz) estao definidos}. (5.2)
Os testes pareados sao entao conduzidos sobre 2, (isto é, removendo apenas as
observagoes inexistentes). No seu caso, ao considerar todas as linhas (Rows 1-27)
e todas as empresas disponiveis por cenario, se obtém [€2,,| = 135 comparagoes pa-
readas por método, pois toda célula existente na Tabela de custo inicial também
possui valor nas tabelas dos quatro métodos, e as auséncias sao estruturais (ndo
ha “buracos” diferentes entre métodos dentro das células existentes). Esse ponto
é crucial: o problema de “instdncias/configuracoes diferentes para todos” inviabi-

liza testes apenas quando a auséncia € assimétrica entre métodos dentro da mesma
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unidade observacional; aqui, as auséncias sao simétricas porque decorrem do dese-
nho experimental (quantidade de empresas participantes por K) e nao de falhas de

execucao.

5.5 Comparacao de cada método contra o custo ini-

cial (testes pareados).

Para cada método m, definimos a diferenca de custo em relacao ao valor inicial

COIMo:

Sy

®
val
]
»
]

onde (Jﬁfz) representa o custo obtido pelo método m no cenario s e empresa e, e (Jﬁf’g
denota o custo inicial correspondente.

Para avaliar se um método m tende a melhorar ou piorar o custo em relacao
ao inicial, utilizamos testes nao-paramétricos pareados, adequados quando nao se
assume normalidade das diferengas e quando ha assimetria/caudas (o que é tipico em
custos de heuristicas). Em particular, aplicamos: (i) o teste de Wilcoxon de postos
sinalizados sobre Ag?;) (desconsiderando empates exatos), que testa a hipotese nula
de mediana das diferengas igual a zero; e (ii) um teste de sinal (binomial) sobre o
namero de melhoras vs. pioras (ignorando empates), que testa a hipotese nula de
probabilidade 1/2 de melhora.

A partir dos valores das Tabelas [5.2H5.6] temos, para cada método m, as seguin-
tes quantidades descritivas globais sobre 135 observagoes: propor¢ao de melhoras
]P’(Agfz) < 0), propor¢ao de pioras IP’(AS,Z) > 0) e estatisticas de ganho percentual
Ggfg). Uma caracteristica importante dos seus dados é que as medianas de Gg?;) sa0
muito proximas de 0% (isto é, a maioria das células muda pouco), enquanto a média
pode ser influenciada por poucos casos de ganho alto (por exemplo, redugbes muito
expressivas em alguns cenarios especificos). Por isso, reportar simultaneamente mé-
dia e mediana é necesséario para uma interpretacao fiel.

No conjunto completo de 135 células validas, os resultados globais sao consistentes
com o seguinte padrao: (a) FedAvg, trimmed mean e mediana produzem ganhos
meédios positivos, porém pequenos em magnitude tipica (mediana proxima de zero e
distribuigao concentrada); (b) o majority vote apresenta tendéncia mais frequente a
piorar do que melhorar, ainda que as variagoes individuais também sejam pequenas
na maior parte dos casos. Em termos de teste formal, o majority vote rejeita a
hipétese de “sem viés” em favor de uma assimetria entre melhoras e pioras, enquanto
os demais métodos nao exibem evidéncia estatistica forte de desvio sistemético em

relagdo ao custo inicial quando avaliados apenas por sinal (melhora/piora) e por

Wilcoxon de diferengas.
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5.6 Comparacao direta entre métodos (teste global
e pos-teste)

A pergunta mais relevante nao é apenas se cada método melhora em relagao ao
inicial, mas se hd diferencas consistentes entre os métodos de agregacao. Para isso,
como cada unidade (s, €) produz quatro valores normalizados Réf’;’ = Cs(fz) / C§?6) (um
por método), é apropriado aplicar um teste nao-paramétrico para medidas repetidas:
o teste de Friedman, cuja hipotese nula afirma que as distribuigoes (ou, operacional-
mente, os postos) de Rgfz) sao iguais entre os métodos. Aplicando Friedman sobre
as 135 observagoes completas (onde todos os quatro métodos existem), podemos
observar:

X3(3) =14.73, p=0.0021, (5.3)

indicando diferenca global estatisticamente significativa entre pelo menos dois mé-
todos de agregacao.

Dado o resultado global significativo, procedemos com a comparagoes pareadas
método-a-método via Wilcoxon sobre as diferengas R§‘2 — Ré’}l, com correcao de
Holm para controle do erro familiar. Os contrastes relevantes indicam que o ma-
jority vote é estatisticamente pior (isto é, tende a gerar razdes maiores, portanto
custos maiores) do que FedAvg, trimmed mean e mediana, com ppom, < 0.02 nesses
trés pares. Em contrapartida, nao ha evidéncia de diferenca entre FedAvg e trim-
med mean, nem entre trimmed mean e mediana, e a diferenca FedAvg vs. mediana
também nao é significativa apos correcao.

Uma forma de interpretar o efeito, além do p-valor, é olhar para a medi-
ana das diferencas de razao. Nos pares envolvendo majority vote, as me-
dianas mediana(R® — R®) sdo positivas quando a = majority vote e b €
{FedAvg, trimmed mean, mediana}, o que significa que o majority vote tende a pro-
duzir custo ligeiramente maior, de maneira consistente, ao longo das células (s, e).
Ao mesmo tempo, essas medianas sdo numericamente pequenas (ordem de 107* a
107° em razao), o que corrobora o que seus bozplots e distribui¢oes ja sugeriam:
as diferencas tipicas entre estratégias sao sutis, mas detectaveis por actumulo de
evidéncia em muitas observacoes.

Os testes realizados trabalham em um nivel agregado por cenario e empresa, e
portanto nao identificam diretamente instdncias individuais problematicas; eles res-
pondem a uma pergunta diferente: se, ao longo de muitas condigoes experimentais,
um método é consistentemente superior a outro. Para investigar viés por instancia,
as suas andalises anteriores (dispersao relativa spread_rel, percentis superiores de
gap_to_best_tidy e leave-one-instance-out) sao mais direcionadas. Ainda assim,

existe um elo conceitual importante: quando uma pequena quantidade de unidades
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domina o resultado global, frequentemente podemos perceber que a significAncia
estatistica é sustentada por poucas diferencas muito grandes, em vez de muitas

diferencas pequenas e consistentes.

Tabela 5.11: Comparacao pareada de cada método contra o custo inicial ao longo
de 135 células validas (s, e). “Melhora” significa C’g?) < Cs(?e) . O teste de Wilcoxon

usa ASE) sem empates; o teste de sinal usa apenas melhoras vs. pioras (empates

removidos).
Método n G(%) G(%) Melhora Piora p (Sinal)
FedAvg 135  0.682 0.000 54 64 0.410
Trimmed mean 135  0.709  0.000 a0 64 0.239
Magjority vote 135 0.261  0.000 36 78 0.0002
Mediana 135 0.662 0.000 41 73 0.0044

Tabela 5.12: Pos-teste de Wilcoxon sobre as razoes RSE) = Cg?) / C’ﬁ?g com corregao

de Holm. Diferenga mediana reporta mediana(R(® — R®)).

a b p (Wilcoxon) p (Holm) Diferenca mediana
Majority vote Mediana 0.0014 0.0087 0.000035
FedAvg Majority vote 0.0028 0.0141 -0.000402
Trimmed mean — Majority vote 0.0043 0.0173 -0.000262
FedAvg Mediana 0.2271 0.6812 -0.000180
Trimmed mean  Mediana 0.3541 0.7082 0.000000
FedAvg Trimmed mean  0.7504 0.7504 0.000000

No seu caso, a evidéncia do teste de Friedman e dos pos-testes contra o majority
vote aparece com diferencas medianas pequenas e com rejeicao apds correcao de
multiplas comparagoes, como pode ser observado na Tabela [5.12] o que é mais
compativel com um efeito sistematico (distribuido) do que com dominéncia por
poucos casos extremos. Além disso, os resultados agregados de comparagao com a
solugao inicial, apresentados na Tabela[5.11] indicam que as diferengas entre métodos
nao sao impulsionadas por um numero reduzido de melhorias expressivas, mas sim
por padroes mais difusos de desempenho.

Adicionalmente, o seu procedimento de leave-one-instance-out nao ter alterado o
“vencedor” global no ranking local sugere que, no nivel de tuning, nao hé instancias
com influéncia dominante; esse tipo de evidéncia, combinada com testes pareados
robustos no nivel agregado, sustenta a conclusao de que o conjunto nao esta sendo

enviesado por um subconjunto muito pequeno de elementos.
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5.7 Andalises Experimentais dos Resultados Locais

do 2race em Cenarios C10

Esta subsecao apresenta, de forma sistematica, as analises empiricas realizadas so-
bre os resultados do tuning local conduzido via irace na configuracao C10, isto é,
nos cenarios em que 10 instancias sdo utilizadas por empresa/origem no processo
de avaliagdo. O objetivo central ¢ caracterizar (i) o comportamento relativo das
configuragoes de hiperparametros selecionadas e avaliadas durante o racing, (ii) a
estabilidade e a robustez dessas configuracoes quando comparadas tanto entre si
quanto em rela¢ao a uma referéncia externa (baseline local best), e (iii) a presenga
(ou auséncia) de efeitos de viés associados a instancias potencialmente dominadoras
ou desproporcionalmente influentes no ranqueamento agregado. Para isso, adota-
mos uma perspectiva orientada a dados que parte da reconstrucao e padronizagao
dos logs experimentais, passa pela definicao explicita das métricas de comparagao
e culmina em anélises de distribuicao, dispersao, ranqueamento e sensibilidade por
instancia.

Do ponto de vista metodolégico, a se¢ao se organiza em trés camadas complemen-
tares. A primeira estabelece a base analitica e a unidade observacional, justificando a
transformacao dos logs para o formato tidy e a restricao inicial aos cenarios C10, em
funcao de completude e consisténcia estrutural. A segunda camada define formal-
mente as métricas empregadas, com énfase em medidas relativas normalizadas por
instancia (tais como gaps em rela¢ao ao melhor observado e em relac¢do ao baseline),
de modo a permitir comparagoes coerentes entre instancias com escalas de custo
distintas. A terceira camada explora os resultados por meio de estatisticas descri-
tivas e procedimentos de robustez, incluindo a analise de dispersao intra-instancia,
a identificacao de instancias mais discriminativas e um teste de influéncia do tipo
leave-one-instance-out, destinado a verificar se a escolha da melhor configuracao
agregada depende excessivamente de casos particulares.

Em conjunto, as analises desta subsecao fornecem evidéncia quantitativa sobre
a estrutura do espago de hiperparametros no regime C10 e sobre a confiabilidade
das conclusoes extraidas do processo de tuning local, estabelecendo uma base sélida
para comparagoes posteriores com cenarios de maior cobertura (C15, C18) e para
discussoes sobre transferibilidade e agregagao de hiperparametros em contextos fe-

derados.
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5.8 Preparacao, reconstrucao e estruturacao dos

dados experimentais

Os resultados experimentais oriundos do processo de tuning local via irace foram
originalmente registrados em multiplos arquivos de log, contemplando (i) matrizes
de desempenho por instancia e por configuragao, (ii) listas de instancias efetiva-
mente avaliadas, (iii) metadados do cenario e (iv) tabelas contendo as configuragoes
candidatas de hiperparametros. Embora completos do ponto de vista computacio-
nal, esses logs nao se encontram, em sua forma bruta, em um formato diretamente
apropriado para andlises estatisticas e para a reprodutibilidade de operacoes de
agrupamento, ranqueamento e comparagao entre configuragoes. Em particular, o
desempenho aparece frequentemente em formato matricial instancia x configura-
¢ao, caracteristico do formato wide, no qual cada configuracao ocupa uma coluna
distinta, dificultando a aplicagao consistente de operacoes vetoriais e a integragao
com variaveis de contexto (por exemplo, parametros do cendrio e origem/empresa).

Com o objetivo de obter uma base analitica tnica e reprodutivel, os dados fo-
ram consolidados e transformados para o formato tidy (long), no qual cada linha
representa uma observacao elementar: o custo obtido por uma configuracao espe-
cifica em uma instancia especifica, dentro de um cenéario experimental definido. A
base consolidada, denominada tidy_local_irace (aqui referida como tidy), con-
tém como variaveis principais: instance (identificador da insténcia), config_id
(identificador da configuragao de hiperpardmetros), cost (custo/valor objetivo ob-
servado), X, E, C e J (parametros que definem o cenario experimental), scenario
(rotulo agregado do cenario), company (origem/empresa), bem como campos auxili-
ares de rastreabilidade (source, prefix). Nessa estrutura, cada variavel ocupa uma
coluna e cada linha corresponde a uma execugao observéavel, permitindo a aplicagao
direta de operacgoes de agregacao e calculo de métricas relativas.

A unidade observacional adotada ao longo desta secao é, portanto, o quadruplo
(instance, config_id, scenario, company),

o que torna explicita a granularidade em que o desempenho é observado e comparado.
Essa escolha é particularmente adequada quando se deseja comparar configuragoes
de hiperparametros mantendo fixos os elementos de contexto experimental (isto
¢, instancia, cenario e origem), evitando confusoes entre varia¢oes de desempenho
atribuiveis ao problema, ao regime experimental ou & origem dos dados.

As analises apresentadas nesta etapa foram restritas aos cenérios com C = 10,
denominados C10, por apresentarem cobertura completa e consisténcia estrutural

nos logs reconstruidos. Em contrapartida, cenarios com valores maiores de C' (por
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exemplo, C15 e C18) foram temporariamente excluidos desta etapa por evidenciarem
lacunas na reconstrucao, o que poderia induzir vieses em métricas agregadas caso
instancias e/ou configuragoes estivessem subamostradas de maneira ndo uniforme.
Dessa forma, a restricao aos cenarios C10 estabelece um ambiente controlado em
que as comparacgoes entre configuragoes se apoiam em matrizes instancia x configu-
racao com grau de completude suficientemente alto, minimizando a necessidade de

correcoes artificiais.

5.9 Definicao formal das métricas de comparacao

A avaliacao do desempenho relativo entre configuracoes de hiperparametros foi con-
duzida a partir de métricas normalizadas por instancia, de modo a permitir compa-
racoes consistentes mesmo quando os valores absolutos de custo variam substanci-
almente entre instancias. Seja ¢;p o custo observado para a instancia 7 quando se
utiliza a configuracao 6 (identificada por config_id), mantendo fixo um contexto
experimental dado (por exemplo, scenario e company). Para cada par (i, contexto),

¢ definido o melhor custo observado dentro do préprio conjunto tidy como

¢ = min c; ,

em que ©; representa o conjunto de configuragoes efetivamente avaliadas para a
instancia ¢ naquele contexto. A partir desse melhor custo empirico, e definido o gap
relativo ao melhor do tidy como
tidy _ Ci — c
8P 9" = — -

G
E de uma métrica adimensional, com interpretacéo direta: gapffgy = 0 indica empate
com o melhor desempenho observado para a instancia naquele contexto, enquanto
valores positivos indicam degradacao relativa proporcional. Essa normalizacao por
c; é essencial para tornar comparaveis instancias cujos custos estejam em escalas
distintas, além de permitir que distribuicoes e percentis possam ser interpretados
em termos percentuais.

Além da referéncia interna ao melhor do tidy, foi empregada uma referéncia
externa, denominada baseline local best, armazenada em uma base separada (aqui
referida como baseline). Essa base contém, para cada instancia e contexto experi-
mental, o menor custo obtido por um pipeline de referéncia local. Denotando por

P esse custo de referéncia, e definido o gap relativo ao baseline como

base
base __ Ci,o0 — G
gapiﬂ o base ’

G
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Assim, as duas métricas capturam perspectivas complementares: gap“® quantifica
competitividade interna entre as configuracoes efetivamente consideradas no racing,

base mede competitividade em relacio a uma referéncia fixa e rastreével.

enquanto gap
Ambas sao necessarias para separar efeitos de “melhor dentre os avaliados” de efeitos
de “aproximac¢ao a um padrao de referéncia”.

Para assegurar comparabilidade consistente entre tidy e baseline em C10, foi rea-
lizado alinhamento explicito de chaves, como identificadores do contexto os campos
instance, K, E, C, J, scenario, company e prefix. O baseline foi agregado por
essas chaves, tomando o minimo do custo de referéncia em caso de duplicatas, e em
seguida mesclado a base colapsada por par instancia—configuragao. A taxa de valo-
res faltantes apds a jungao foi nula nos cenérios C10, o que evidencia consisténcia

base

estrutural entre as duas fontes e permite o célculo de gap sem necessidade de

imputacao.

5.10 Colapso de repeticao e construcao da base ana-
litica por par instancia—configuracao

Embora a base tidy represente a granularidade elementar, é frequente que uma
mesma combinacao (i,60) aparega mais de uma vez devido a repeti¢do de ava-
liagoes, reexecugoes ou efeitos operacionais do processo de racing. Para evitar
que instancias com mais repeticoes tenham peso indevido em métricas agrega-
das, foi construida uma base colapsada por par instancia—configuracao, denotada
aqui como per_pair. Nesse colapso, cada linha representa uma tnica combinagao
(scenario, instance, config_id) (com company e prefix preservados quando
aplicavel), e o custo associado corresponde ao custo observado para aquela combi-
nacao apos a consolidacao adotada na reconstrugao. A partir dessa base colapsada,
foi calculado ¢ e, consequentemente, gapffgy, garantindo que a comparacao entre
configuragoes se dé com pesos homogéneos ao longo das instancias.

A nocao de “melhor do tidy” utilizada nesta segao se refere, portanto, ao melhor
custo observado na base colapsada por par instancia—configuragao dentro de cada
contexto, e nao necessariamente ao melhor custo teérico do problema. Essa distincao
¢ relevante: a métrica gap”® mede proximidade em relacdo ao melhor desempenho
empiricamente observado no experimento, o que é o objeto de interesse para avaliar

o racing e o comportamento relativo de configuragoes candidatas.
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5.11 Distribuicao global dos gaps relativos em C10

A distribuicdo global de gap®® em C10 foi examinada por meio de histograma agre-
gado sobre todos os cenarios e instancias disponiveis. Foi observada uma concentra-
¢ao pronunciada de massa probabilistica em torno de zero, com pico em gap?® = 0,
indicando que, para uma fracao elevada das combinacoes instancia—configuragao,
miultiplas configuracoes atingem exatamente o melhor custo observado naquela ins-
tancia e contexto. Esse comportamento é compativel com a presenga de planaltos no
espaco de hiperparametros do método estudado: em vez de um tnico ponto 6timo
isolado, existem regioes de configuragoes cuja performance é praticamente indistin-
guivel sob a métrica de custo utilizada. Em termos de implicagoes experimentais,
tal propriedade sugere robustez paramétrica local e reduz o risco de sobreajuste
extremo a uma combinacao especifica de hiperparametros, uma vez que pequenas
variagoes em # tendem a nao degradar significativamente o desempenho.

Além do pico em zero, a maior parte da distribuicao se concentra em valores
de gap pequenos, tipicamente abaixo de 0,5%, o que indica que, mesmo quando
nao sao 6timas no sentido empirico, as configuragoes avaliadas permanecem muito
proximas da melhor observacao por instancia. Podemos observar também a pre-
senca de uma cauda mais longa e pouco populada, alcancando valores na ordem
de alguns pontos percentuais (aproximadamente até 3%), correspondente a confi-
guragoes consideravelmente inferiores ao melhor desempenho observado. A baixa
densidade nessa regiao é consistente com o funcionamento do irace, que tende a eli-
minar precocemente candidatos de desempenho sistematicamente inferior, reduzindo

sua permanéncia nas etapas finais do processo.
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Distribuicao do gap vs melhor dentro do tidy (C10)
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Figura 5.2: Histograma de comparacao entre o gap e o melhor global.

5.12 Dispersao dos gaps por cenario em C10

A fim de compreender como a variabilidade entre configuracoes se organiza em
diferentes contextos experimentais, foi analisada a dispersao de gap'® estratificada
por cenario C10, combinando diferentes valores de K e J (e preservando a identidade
do cenério via scenario). Para cada cenario, foram avaliadas medidas de tendéncia
central e dispersao, como mediana e intervalo interquartil, bem como a extensao dos
whiskers superiores. Verificamos que as medianas permanecem sistematicamente
muito proximas de zero, reforcando que a configuragao “tipica” (no sentido robusto)
ja opera em um regime muito préximo do melhor desempenho empirico por instancia.
Em paralelo, os intervalos interquartis se mostraram estreitos na maior parte dos
cenarios, sugerindo baixa variabilidade tipica entre configuragoes dentro do mesmo
contexto.

Em alguns cenérios especificos observamos aumento moderado da dispersao e
extensao superior mais pronunciada, o que indica maior sensibilidade paramétrica

naquele subconjunto de instancias e condigoes. Ainda assim, mesmo nos cenérios
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com maior dispersao, os valores permanecem contidos em patamares baixos em
termos percentuais, corroborando a interpretagao de que escolhas subdétimas de hi-
perparametros tendem a produzir degradagoes limitadas no regime C10. Em termos
praticos, essa evidéncia sugere que o tuning local via irace encontra rapidamente
regioes do espaco de pardmetros com boa qualidade e que o espago de solugoes

apresenta redundancia paramétrica consideravel.

5.13 Ranqueamento de configuracoes por desempe-

nho agregado e consisténcia

Para comparar configuracoes de hiperparametros sob uma 6tica global, foram cons-
truidos ranqueamentos agregados por cenério e por origem (company), utilizando
métricas como custo médio e custo mediano ao longo das instancias, além de medi-
das de dispersao e consisténcia. O ranqueamento por média fornece uma medida de
desempenho esperado, porém pode ser sensivel & presenca de caudas e valores ex-
tremos. Ja o ranqueamento por mediana é mais robusto, sendo menos influenciado
por outliers e capturando o desempenho tipico. Complementarmente, foi avaliada
a consisténcia via taxa de vitérias, definida como a fragao de instancias em que a
configuragao atinge o menor custo observado no contexto, isto é, a proporcao de
casos em que gapffgy =

A anélise conjunta dessas métricas revela que a configuracao lider por custo
médio nem sempre coincide com a configuragao com maior taxa de vitérias. Esse
descolamento ¢é esperado quando diferentes configuragoes apresentam perfis distin-
tos: algumas podem ser consistentemente boas sem necessariamente vencer com
frequéncia (isto é, ficam muito proximas do melhor em quase todas as insténcias),
enquanto outras podem vencer muitas instancias mas apresentar maior variabilidade
e piores resultados em uma fracao delas. Tal distingao é particularmente relevante
quando se discute transferibilidade e agregacao de hiperparametros, pois configura-
¢oes altamente especializadas podem exibir dominancia local em subconjuntos de

instancias, porém podem nao ser as mais robustas para generalizagao.
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Gap vs melhor do tidy por cenario (primeiros 12 cenarios)
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Figura 5.3: Boxplot por cenario C10. Observe que o gap relativo ao melhor do tidy
¢ definido em relacao ao menor custo observado em cada instancia e, portanto, é
sempre nao negativo. Essa métrica nao mede melhora em relacao a um baseline
externo, mas apenas a distancia relativa entre configuracoes dentro do proprio con-
junto avaliado. Assim, valores nulos indicam empate com o melhor desempenho
observado, enquanto valores positivos indicam degradacao relativa. As anélises de
melhora efetiva sao conduzidas separadamente por meio de comparacoes pareadas

contra a solucao local de referéncia.

5.14 Comparacao com baseline local best e robus-

tez relativa

Uma dimensao adicional das analises consistiu em comparar o desempenho das con-
figuracoes em tidy com uma referéncia externa (baseline local best). Apds o alinha-
mento das chaves de jung¢ao (instance, K, E, C, J, scenario, company, prefix), foi

possivel calcular gapPas®

para cada combinacao instancia—configuracao. A taxa de
valores ausentes apds a juncao foi nula em C10, o que indica que, para esse regime,
a cobertura do baseline é compativel com a cobertura do tidy e que as comparagoes
podem ser feitas sem perda de suporte amostral.

base - foram agregadas métricas por configuracao, incluindo meé-

A partir de gap
dia e mediana do gap em relagdo ao baseline, percentis superiores (por exemplo,

p90) e taxa de empate/melhoria, definida como a propor¢ao de instancias em que

base

gap; g
empate/melhoria indicam desempenho comparavel a referéncia, enquanto percentis

< 0. Configuragoes com média e mediana proximas de zero e alta taxa de

superiores elevados sugerem risco de degradacao relevante em uma fracao das ins-

tancias, mesmo quando a média é aceitavel. Em termos metodologicos, essa leitura
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fornece uma medida de robustez relativa e separa configuragoes estéveis de configu-
racoes potencialmente “arriscadas”, isto é, sujeitas a perdas substanciais em casos

menos favoraveis.

5.15 Cobertura experimental e integridade da

grade instancia x configuragao

Para assegurar que ranqueamentos e estatisticas agregadas nao estivessem sendo
influenciados por lacunas de dados, foi realizada uma verificacao explicita de co-
bertura experimental. Para cada cenario C10, foi medido o niimero de instancias
Gnicas observadas e o nimero de configuragoes efetivamente avaliadas, confrontando
tais contagens com os metadados esperados (n_inst e n_cfg, quando disponiveis).
Em C10, a cobertura se mostrou consistente na maioria dos cenarios, com a grade
instancia x configuragao praticamente completa. KEssa checagem é essencial, pois
auséncia sistematica de avaliagoes pode produzir vieses, por exemplo se determi-
nadas configuragoes forem eliminadas precocemente em subconjuntos especificos de
instancias, ou se falhas operacionais impedirem a observacao de certos pares.

A analise de células faltantes na grade instancia x configuragao, quando presente,
permite distinguir efeitos tipicos do racing (poda precoce de candidatos) de falhas de
execugao. Nos cenarios C10 reconstruidos, tais efeitos foram limitados, refor¢ando a
confiabilidade das estatisticas apresentadas e reduzindo a necessidade de corregoes

por ponderac¢ao ou imputagao.

5.16 Analise de sensibilidade por instancia e inves-
tigacao de viés

Além das anélises de distribuicao e ranqueamento, investigamos explicitamente a
possibilidade de existirem instancias que “atrapalhem” ou enviesem o resultado agre-
gado do tuning. Essa investigacao foi conduzida em trés camadas complementares.
Na primeira, medimos, para cada par (cenario, instancia), a variabilidade do desem-

penho entre configuragdes por meio do spread relativo definido como

maxg ¢; g — Ming C;

spread _rel, = .
ming ¢; g

Os maiores valores observados se situaram em torno de 3%, indicando que exis-
tem instancias capazes de discriminar configuragoes (isto é, para as quais diferentes
hiperparametros produzem diferengas mensuraveis), porém sem apresentar compor-

tamento extremo. Em termos interpretativos, instancias com spread elevado sao
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instancias informativas para o processo de selecao de parametros, pois ampliam o
contraste entre candidatos; por outro lado, instancias enviesadoras dominantes ten-
deriam a produzir spreads muito maiores ou padroes idiossincraticos que alterassem
o ranqueamento global.

Na segunda camada, foi analisada a distribuicio de gap’® por instancia via
medidas robustas e percentis superiores, em particular o percentil p90 e o maximo
observado por instancia. Os maiores valores de p90 também permaneceram abaixo
de aproximadamente 3%, sugerindo que mesmo as configuragoes no decil superior
de pior desempenho nao se afastam drasticamente do melhor resultado empirico
naquela instancia. Esse comportamento caracteriza instancias parametricamente
sensiveis, mas nao instaveis: elas diferenciam configuragoes, mas nao geram penali-
zagoes desproporcionais que poderiam distorcer métricas agregadas.

Na terceira camada, foi aplicado um teste direto de influéncia do tipo leave-
one-instance-out. Nesse procedimento, calculamos inicialmente a configuracao lider
global com base no menor custo médio agregado sobre todas as instancias disponi-
veis. Em seguida, para cada instancia ¢, removemos ¢ do conjunto e recalculamos a
configuragao lider sob o mesmo critério, registrando se a remocao alterava ou nao
o vencedor global. Os resultados indicaram que a configuracao lider nao se alterou
para nenhuma remocao individual, evidenciando auséncia de instancias dominadoras
no sentido de serem responsaveis, isoladamente, pela escolha do melhor hiperpara-
metro agregado. Em conjunto, as trés camadas suportam a conclusao de que o
conjunto C10 é estruturalmente equilibrado: contém instancias mais discriminati-
vas (uteis para sele¢@o), mas nao apresenta evidéncia de instancias enviesadoras que
comprometam a estabilidade do ranqueamento e, por consequéncia, a validade das

conclusoes do tuning.
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Capitulo 6
Conclusao

Os métodos de agregacao utilizados foram adaptados para este estudo. No nosso
caso de otimizacao, o aspecto federado reside no processo de criacao dos hiperpa-
rametros, e nao no agregador em si. Isso representa uma metodologia inovadora
para a avaliacao de estratégias de otimizacao, permitindo uma abordagem mais fle-
xivel e dindmica na geracdo de solucbes. E importante ressaltar que essas solugoes
sao sugestoes fornecidas ao cliente. Quando o método nao resulta na solucao de
menor custo, o cliente sempre tem a op¢ao de retornar a solucao anterior. Os re-
sultados positivos destacados neste trabalho implicam em uma redugao nos custos
logisticos de transporte entre empresas e fornecem forte motivacao para o avanco de
pesquisas futuras. Apesar de ter tratado esse modelo como um modelo inspirado,
ao final deste trabalho entendemos que a proposta pode, de fato, ser chamada de
otimizacao federada. Além disso, este trabalho resultou na publicacao de um artigo
cientifico apresentado na International Conference on Information Fusion (FUSION
2025), intitulado Federated Inspired Hyperparameter Aggregation for CVRP FON-
SECA et al| (2025), no qual parte das ideias e resultados aqui discutidos foram

inicialmente consolidados.

6.1 Contribuicoes

Esta dissertacao investigou uma abordagem alternativa para cooperagao em proble-
mas de otimizacao combinatoéria, com foco no Capacitated Vehicle Routing Problem.
Ao deslocar o conceito de aprendizado federado do compartilhamento de modelos
para a agregacao de hiperparametros, o trabalho propés um novo paradigma de
colaboracao entre agentes que enfrentam problemas logisticos semelhantes, mas que
operam em ambientes competitivos e sensiveis a privacidade.

Os resultados obtidos para o regime C10 indicam um cenéario em que o espago
de hiperparametros apresenta redundéancia e robustez local, com miltiplas confi-

guragoes produzindo desempenhos indistinguiveis em uma fragao substancial das
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instancias, como evidenciado pela concentracio de gap'® em torno de zero. Em
paralelo, a variabilidade tipica entre configuracoes é baixa e relativamente homogé-
nea entre cenérios, com aumentos moderados de dispersao em contextos especificos,
mas ainda contidos em patamares percentuais pequenos. Adicionalmente, a com-
paragao com a referéncia externa (baseline local best) sugere que o tuning local via
irace encontra configuragoes competitivas de forma consistente, e que diferencas re-
levantes estdo mais associadas ao perfil de risco (caudas e percentis superiores) do
que a grandes deslocamentos do desempenho central. Finalmente, a anélise de sen-
sibilidade por instancia nao identifica instancias dominadoras ou estruturalmente
enviesadoras, reforcando a robustez das conclusoes agregadas no regime C10.

As contribuigoes centrais deste trabalho podem ser sintetizadas em quatro eixos
principais. Primeiramente, foi proposta uma formulacao inspirada no aprendizado
federado aplicada ao ajuste de hiperparametros de metaheuristicas, o que representa
uma generalizacao conceitual do uso tradicional de FL no contexto de aprendizado
supervisionado. Em segundo lugar, integrou-se o algoritmo HGS-CVRP com técni-
cas automaticas de configuragao via irace, permitindo que cada agente explorasse
localmente seu espaco de configuracoes de forma sistematica.

Em terceiro lugar, diferentes estratégias de agregacao foram avaliadas empirica-
mente, demonstrando que heuristicas simples, inspiradas em métodos consolidados
de FL, podem gerar configuragoes competitivas e, em alguns cenarios, superiores
as configuracoes individuais. Por fim, o estudo forneceu uma anélise experimen-
tal abrangente sobre o impacto do niimero de empresas, do volume de instancias
e da heterogeneidade dos cenéarios, contribuindo para a compreensao dos limites e
beneficios da cooperagao em ambientes do tipo frenemsy.

Do ponto de vista pratico, os resultados apresentados indicam que a agregacao de
hiperparametros pode atuar como um mecanismo de apoio a decisao em contextos
reais de logistica. Ao invés de substituir completamente solugoes ja consolidadas, a
abordagem proposta funciona como uma camada adicional de recomendagao, ofere-
cendo ao usuério final alternativas potencialmente mais eficientes, sem impor riscos
operacionais.

Essa caracteristica é particularmente relevante em ambientes corporativos, nos
quais decisoes logisticas possuem impacto direto em custos, niveis de servigo e satis-
facao do cliente. A possibilidade de adotar configuracoes agregadas apenas quando
estas se mostram vantajosas preserva a autonomia das empresas e reduz barreiras
a adocgao da cooperacao. Além disso, o fato de nao haver compartilhamento de da-
dos sensiveis ou rotas explicitas contribui para a aceitacao do método em mercados
competitivos, nos quais a confidencialidade é um fator critico.

Sob a perspectiva gerencial, a abordagem proposta sugere que iniciativas de co-

operacao limitada podem ser viaveis mesmo entre empresas concorrentes, desde que
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estruturadas de forma a preservar interesses estratégicos individuais. Assim, o traba-
lho reforca a ideia de que ganhos coletivos em logistica nao exigem necessariamente
integracao total de dados, mas podem surgir do compartilhamento controlado de

conhecimento abstrato.

6.2 Limitacoes do Estudo

Apesar dos resultados promissores, este trabalho apresenta limitagoes que devem
ser consideradas na interpretacao dos resultados. Primeiramente, a avaliacao expe-
rimental foi conduzida com base em instancias de benchmark e cenarios simulados,
que, embora amplamente aceitos na literatura, nao capturam integralmente todas
as complexidades de ambientes logisticos reais, como incertezas dinamicas, eventos
estocésticos ou restricoes operacionais nao modeladas.

Além disso, a abordagem proposta depende do desempenho do processo de con-
figuragao automatica de hiperparametros. Embora o irace seja uma ferramenta
robusta, seus resultados estao condicionados ao or¢amento computacional, ao es-
paco de busca definido e a representatividade das instancias utilizadas durante o
ajuste. Dessa forma, configuracoes agregadas podem refletir vieses especificos do
conjunto experimental considerado.

Outra limitagao relevante refere-se a natureza assincrona e potencialmente desi-
gual dos beneficios gerados pela agregagao. Como observado nos experimentos, nem
todas as empresas participantes se beneficiam igualmente de uma rodada de agrega-
¢ao, especialmente em cenarios altamente heterogéneos. Esse aspecto é particular-
mente importante no contexto frenemy, no qual a percepgao de ganhos assimétricos

pode afetar a disposicao dos agentes em colaborar.

6.3 Direcoes para Trabalhos Futuros

Os resultados obtidos abrem diversas possibilidades para investigacoes futuras. Uma
diregao natural consiste na exploracao de métodos de agregacao mais sofisticados,
capazes de incorporar informacoes adicionais sobre o desempenho local das configu-
racoes, como medidas de estabilidade, variancia ou robustez estatistica. Estratégias
adaptativas, que ajustem dinamicamente o peso das contribui¢oes individuais, tam-
bém representam um caminho promissor. As conclusoes aqui apresentadas referem-
se especificamente aos cenarios C10, selecionados por apresentarem completude e
alinhamento estrutural entre a base tidy e a base de baseline. Cenérios com maior
numero de instancias por empresa, como C15 e C18, requerem tratamento adicional
de integridade e reconstrucao antes de serem incorporados as mesmas analises, de

modo a evitar vieses associados a dados ausentes ou grades instancia x configu-
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racao incompletas. Como extensao natural deste estudo, recomenda-se reproduzir
o mesmo pipeline analitico nesses cenérios apos corregao das lacunas, incluindo (i)
recomputacio de gap?® e gap®*e, (ii) ranqueamentos por média, mediana e taxa
de vitorias, (iii) avaliagdo de percentis superiores para caracterizagao de risco e (iv)
testes de influéncia leave-one-instance-out estratificados por cenario, para verificar
se a estabilidade observada globalmente em C10 se preserva quando as comparagoes
sao realizadas em contextos ainda mais especificos.

Outra linha de pesquisa envolve a analise de multiplas rodadas de agregacao,
avaliando como o actimulo de conhecimento ao longo do tempo afeta a convergéncia e
a equidade dos ganhos entre os participantes. Desta forma, mecanismos de incentivo
e critérios de participagao poderiam ser investigados para tornar a cooperagao mais
atraente em cenarios frenemy.

Por fim, futuras extensoes podem considerar a aplicacao da abordagem proposta
a outras variantes do problema de roteamento de veiculos, como VRP com janelas
de tempo, frota heterogénea ou demandas estocésticas. De forma mais ampla, o
paradigma de agregacao federada de hiperparametros pode ser explorado em outros
dominios de otimizacao combinatoéria, ampliando o impacto e a generalidade das

contribuigoes deste trabalho.
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